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Résumé 

La santé des populations est un des défis majeurs liés à l’adaptation aux changements 

climatiques. L’effet des vagues de chaleur est notamment déjà visible alors que ces évènements 

devraient se multiplier dans les années à venir. Les maladies cardiovasculaires représentent une 

des classes de maladies les plus touchées, tout en étant déjà un problème majeur de santé 

publique à l’heure actuelle. De plus en plus d’études en épidémiologie environnementale visent à 

identifier l’effet de la météorologie sur la santé, afin d’anticiper les changements climatiques et 

mettre en place des alertes appropriées. Les études d’épidémiologie environnementales 

s’appuient notamment sur des modèles de régression, lesquels sont appliqués avec des données 

pouvant prendre la forme de séries chronologiques (on peut aussi citer les données de type 

spatial). Les séries chronologiques violent notamment les hypothèses d’indépendance et de 

distribution identique des résidus dans la régression, et nécessitent donc des méthodes mieux 

adaptées. Cette thèse propose donc des méthodologies statistiques visant à répondre aux 

problèmes créés par l’utilisation de séries chronologiques dans la régression. Les méthodologies 

consistent toutes en un prétraitement des données puis à l’application de modèles de régression 

adaptés pour prendre en compte les caractéristiques des données transformées. Elles sont ensuite 

appliquées à l’étude du lien existant entre la météorologie, en particulier la température et 

l’humidité, sur la mortalité par maladie cardiovasculaire dans la communauté métropolitaine de 

Montréal. 

Les données sanitaires utilisées dépendent notamment de l’organisation des services 

médicaux. Or, cette organisation entraîne la présence de bruit dans les données (p. ex. davantage 

de personnel de jour que de nuit), pouvant rendre plus difficile l’estimation de la relation entre 

une variable explicative et une réponse. Il est ainsi proposé d’agréger temporellement les séries 
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de données sanitaires afin de faire ressortir le signal dû à la météorologie, puis d’appliquer un 

modèle de régression pour série temporelle visant à modéliser la dépendance temporelle dans les 

résidus. La comparaison de cette méthodologie avec un modèle classique d’épidémiologie 

environnementale montre qu’elle permet un meilleur ajustement du modèle aux données. La 

comparaison de diverses stratégies d’agrégation mène cependant à la conclusion que la fenêtre 

d’agrégation ne doit pas être supérieure à une semaine. 

Une problématique plus générale des études concernant des processus naturels est la 

présence de saisonnalité et tendance entre autres menant à des cas de régression fallacieuse. Il est 

ainsi proposé dans la thèse de décomposer les différents motifs réguliers présents dans les séries 

de données par décomposition modale empirique. Les composantes en résultant sont ensuite 

utilisées dans la régression au lieu des séries de données d’origine, en utilisant la technique du 

Lasso (opérateur de sélection et réduction par moindres valeurs absolues) pour ne conserver que 

les composantes les plus importantes pour l’explication de la réponse. L’application de cette 

méthodologie aux données de mortalité, température et humidité permet de mettre en évidence 

des aspects de la relation habituellement invisibles dans les modèles statistiques. Cette 

méthodologie permet ainsi un regard alternatif et détaillé sur la relation entre des séries de 

données chronologiques. 

De nombreux problèmes liés à l’utilisation de séries chronologiques dans la régression 

tels que l’autocorrélation et la non-stationnarité sont issus du fait qu’elles sont en fait des 

discrétisations de processus intrinsèquement continus. La thèse propose donc de considérer les 

séries sanitaires et météorologiques comme des courbes continues en utilisant le cadre de 

l’analyse de données fonctionnelle. Notamment, les modèles de régression fonctionnelle sont 

adaptés aux problématiques inhérentes au domaine de l’épidémiologie environnementale. Les 
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résultats montrent le potentiel de la régression fonctionnelle pour comprendre le lien entre la 

météorologie et la santé dans sa globalité, en retranscrivant notamment les processus d’adaptation 

physiologique des individus. 

Mots clés : épidémiologie environnementale; régression; séries temporelles; maladies 

cardiovasculaires; analyse fonctionnelle; décomposition modale empirique.  
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Abstract  

In the context of climate change adaptation, public health management is a major 

challenge. For instance, the frequency and strength of heatwaves are expected to increase in the 

future while their effect on mortality is already well-known. Among the affected disease classes 

are cardiovascular diseases, which are already an important public health issue. Nowadays, many 

environmental epidemiology studies seek to understand precisely the effect of weather on 

population health, in order to accurately anticipate the future. Studies of the effect of 

meteorological factors on health often rely on regression models applied on time series data 

(although other types of data exist such as spatial data). However, several assumptions of 

regression models do not hold in presence of time series data, i.e. the assumptions of 

independence and same distribution of the residuals. Therefore, the purpose of the present thesis 

is to propose a number of regression methodologies addressing several issues caused by the 

temporal structure of data. The methodologies all rely on data preprocessing, in order to obtain 

transformed data that could be used in existing and efficient regression methods. They are 

illustrated on the relationship between weather and cardiovascular mortality in the census 

metropolitan area of Montréal, Canada. 

Health data are often noisy because of organisational factors in hospitals, which 

complicate the task of estimating the effect of a weather exposure on a health issue. It is herein 

proposed to temporally aggregate the health response before using it in a regression model. A 

time series regression model is then used to account for the temporal dependence of data. 

Comparing this methodology with classical regression models show that it leads to a better fit to 

health data as well as unveiling the relationship at a the weekly scale than classical regression. 
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Moreover, several aggregation strategies are tried and it is shown that the best results are 

obtained using aggregations with small time windows. 

Many natural time series contains nonstationary patterns such as seasonality and trend, 

which could lead to spurious regression. The present thesis proposes to decompose time series 

data into basic oscillating components through empirical mode decomposition in order to use the 

components as new variables in a regression model. The use of the Lasso (least absolute 

shrinkage and selection operator) allows keeping only the most important components in order to 

explain the health response. The application of this methodology on temperature and humidity 

related to cardiovascular morbidity unveils little known aspects of the relationship, in addition to 

providing a good fit of the data. Hence, it is argued that this methodology represents a tool to 

understand more accurately than classical models any relationship between time-related 

processes. 

Many time series related issues in regression models are due to the fact that time series 

can be viewed as the discretization of intrinsically continuous processes. Therefore, the present 

thesis argues for the use functional data analysis which deals with data as continuous curves 

instead of discrete series. In particular, functional regression models are adapted to the particular 

issues of environmental epidemiology. The application of such models on the temperature-related 

cardiovascular mortality shows that they are able to describe an overall relationship. Functional 

models especially bring a tool that allows representing the physiological adaptation of 

populations, rarely taken into account in classical models. 

Keywords: environmental epidemiology; regression; time series; cardiovascular diseases; 

functional data analysis (FDA); empirical mode decomposition (EMD).  
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Avant-Propos 

Ce document présente les résultats des travaux de recherche mené pendant ces quatre 

années de doctorat. Ces travaux ont été menés dans le cadre du plan d’action sur les changements 

climatiques (PACC) et plus précisément du programme de recherche en santé et changements 

climatiques 2011-2016 réalisé en partenariat avec l’Institut national de santé publique du Québec 

(INSPQ). À ce titre, les travaux ont donné lieu aux articles intégrés dans la présente thèse mais 

également à des rapports techniques appliquant les méthodologies développées à différents cas et 

différents lieux de la province du Québec. Ces rapports peuvent être trouvés parmi les 

publications en ligne de l’INRS. 

La structure du présent document suit les standards des thèses par article l’INRS-ETE, 

contenant une première partie synthétisant la problématique générale, les travaux menés et les 

résultats obtenus, puis une deuxième partie contenant les trois articles produits.   
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Les deux premiers chapitres de la thèse ont généré deux documents : un rapport [R] en 

français à destination de l’Institut National de Santé Publique du Québec (INSPQ) et un article 

scientifique [A]. Les rapports contiennent des applications exhaustives des méthodologies aux 

cas de mortalité et morbidité par maladies cardiovasculaires des communautés métropolitaines de 

Montréal et Québec en fonctions de cinq variables météorologiques différentes. Ils peuvent être 

trouvés dans le catalogue en ligne de l’INRS. Les articles mettent plus l’accent sur la contribut ion 

statistique des travaux et limitent les résultats aux cas de la mortalité de la communauté 

métropolitaine de Montréal en fonction d’une ou deux variables météorologiques. Ils constituent 

les chapitres du présent document. 
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Le rapport [R2] développe une méthodologie de régression-EMD pour étudier une 
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présente une version raffinée de la méthodologie de base. 
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SYNTHÈSE



2 

 

Notations mathématiques récurrentes 

ix   Variable explicative, variable quelconque 

iy   Variable réponse 

t , s    Indices temporels 

[ ]x t , [ ]y t   Séries temporelles 

( )ix t , ( )iy t   Données fonctionnelles 

 if x   Fonction de régression 

 , ( )t , ( , )u t    Coefficient de régression classique, fonctionnel, fonctionnel bidimensionnel 

( )s t   Fonction lisse du temps pour les confondants non-mesurés 

n   Taille des séries 

P   Nombre de variables explicatives dans la régression 

H   Taille de fenêtre d’agrégation 

[ ]y t   Série réponse agrégée 

[ ]kc t   IMF 

kA   Amplitude crête-à-crête de l’IMF [ ]kc t  

kS   Sensibilité estimée pour l’IMF [ ]kc t  

T   Période considérée pour les variables fonctionnelles 

N   Nombre de données fonctionnelles 
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Sigles récurrents 

ARMA Autoregressive-moving average, modèles mixtes autorégressifs et moyenne mobile 

CC Changements climatiques 

CIM10 Classification international des maladies, version 10 

CMM Communauté métropolitaine de Montréal 

CMQ Communauté métropolitaine de Québec 

DLM Distributed lag models, modèles à effets retardés distribués 

DLNM Distributed lag nonlinear models, modèles non linéaires à effets retardé distribués 

EMD Empirical mode decomposition, décomposition modale empirique 

FDA Functional data analysis, analyse de données fonctionnelles 

IMF Intrinsic mode function, fonction modale intrinsèque 

INSPQ Institut national de santé publique du Québec 

Lasso 
Least absolute shrinkage and selection operator, Opérateur de sélection et 

rétrécissement par moindre valeur absolue  

MCV Maladies cardiovasculaires 

MEMD Multivariate empirical mode decomposition, EMD multivarié 

R-EMD Régression EMD 

VC Validation croisée 
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1. Introduction 

La présente section introduit le contexte sanitaire puis explique la problématique d’ordre 

statistique ayant mené à la réalisation de la thèse.  

1.1. Contexte sanitaire 

Un des enjeux majeurs du XXIe siècle est l’adaptation aux changements climatiques 

(CC). D’après le rapport Ouranos (2015), des augmentations des températures moyennes, des 

températures maximales ainsi que de la durée des vagues de chaleur en été sont attendues au 

Québec. Une augmentation des précipitations, notamment au printemps et à l’automne, ainsi que 

des hivers globalement moins froids sont également prévus. Une conséquence déjà observable de 

ces changements est l’augmentation de la mortalité humaine due aux évènements 

météorologiques, en particulier lors des vagues de chaleur estivales (e.g. Braga et al., 2001b; 

Knowlton et al., 2009; Gasparrini et Armstrong, 2011; Morabito et al., 2012; Bustinza et al., 

2013; Gasparrini et al., 2015). Les maladies cardiovasculaires (MCV) représentent notamment 

une classe de maladies particulièrement touchée par la météorologie (e.g. Braga et al., 2002; 

Doyon et al., 2006; Bayentin et al., 2010; Törő et al., 2010; Phung et al., 2016). 

Les MCV regroupent toutes les maladies touchant le cœur et les vaisseaux sanguins, telles 

que les cardiopathies ischémiques et les accidents vasculaires cérébraux. Il s’agit d’une des 

principales causes de mortalité dans les pays développés, responsables d’un tiers des décès à 

l’échelle du Canada (Wielgosz et al., 2009) et d’un quart à l’échelle du Québec (ISQ, 2009), bien 

que la mortalité par MCV a diminué depuis le milieu des années 90 grâce à de nouveaux 

traitements (MSSS, 2011). La prévalence des maladies cardiaques ainsi que de certains facteurs 

de risque importants (p.ex. l’obésité et le diabète) sont cependant en augmentation (Lee et al., 

2009), notamment à cause du vieillissement de la population (Tu et al., 2009). Ainsi, les MCV 
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représentent un problème de santé publique majeur, d’autant plus qu’elles représentent un coût 

important sur le système de santé publique en étant la deuxième source de dépenses en santé au 

Canada (Wielgosz et al., 2009). 

Les impacts étudiés de la météorologie sur les maladies cardiovasculaires sont 

principalement liés aux températures extrêmes. En particulier, les vagues de chaleur ont un 

impact très fort sur la mortalité par MCV avec de forts excès de mortalité et d’admissions 

hospitalières (p. ex. Knowlton et al., 2009; Nitschke et al., 2011). Les vagues de froids ont 

également été identifiées comme facteurs de risque sur les MCV,  mais avec des expositions plus 

longues que pour la chaleur (p. ex. Braga et al., 2002; Lan Chang et al., 2004). Il est cependant à 

noter qu’une augmentation des infarctus du myocarde a été trouvée en lien avec les chutes de 

pression atmosphérique (Houck et al., 2005). Enfin, de rares études ont également étudié l’impact 

de l’humidité sur les MCV, sans trouver de relation significative (p. ex. Schwartz et al., 2004). 

Avec les changements climatiques, il est donc possible que la tendance à la baisse de la 

mortalité par MCV se stabilise voire s’inverse. En effet, les canicules, qui devraient survenir plus 

fréquemment dans le futur, ajoutent un stress important à un système vasculaire déjà affaibli, en 

jouant sur la pression sanguine (Sawka et al., 2011). De plus, malgré l’atténuation globale de la 

rudesse hivernale, il y aura encore au Québec des vagues de froid intense (Sillmann et al., 2013) 

qui représentent également un stress important sur un organisme humain déjà atteint par des 

MCV (Huynen et al., 2001). La diminution de la fréquence des vagues de froid pourrait 

également se révéler à double tranchant en rendant celles qui surviennent d’autant plus 

stressantes pour les organismes (Keatinge, 2002; Kinney et al., 2012).  

En résumé, les MCV représentent une classe de maladies à forte prévalence dans la 

population et sont particulièrement sensibles aux stress météorologiques. Dans un but 



7 

 

d’adaptation aux changements climatiques, il est donc crucial de mieux identifier l’influence des 

variations météorologique sur les MCV dans la population. C’est dans ce contexte de raffinement 

de ces connaissances que s’inscrit la présente thèse. 

1.2. Problématique 

Pour l’étude du lien entre la santé et la météorologie (et, plus largement, 

l’environnement), la littérature d’épidémiologie environnementale utilise majoritairement des 

modèles de régression qui permettent d’exprimer statistiquement l’effet d’une variable 

environnementale ix  sur une issue sanitaire particulière iy  :   

  i i iy f x     (1) 

où (.)f  est une fonction possiblement non linéaire et i  est le résidu de la régression, c.-à-d. la 

partie de iy  non expliquée par ix . Les données iy  et ix  ( 1,...,i n ) utilisées sont généralement, 

pour la variable réponse iy , des totaux de mortalité ou morbidité pour cause de la maladie étudiée 

et des mesures de variables environnementales pour les variables explicatives ix  (p. ex. Peng et 

Dominici, 2008). Ces données sont souvent disponibles sur une base quotidienne ou, plus 

rarement, horaire. Dans tous les cas, les données iy  et ix  utilisées sont sous forme de séries 

temporelles, donc indexées par le temps 1,...,t n , ce qui sera dénoté ensuite [ ]y t  et [ ]x t  dans la 

synthèse. L’utilisation de séries temporelles dans un modèle de régression est délicate car si leur 

structure temporelle n’est pas prise en compte, elle se retrouve dans les résidus [ ]t , violant ainsi 

une ou plusieurs hypothèses de la régression classique (Hamilton, 1994, chapitre 8). Les 

problèmes issus de la structure temporelle des données sont présentés ci-dessous et résumés dans 

le Tableau 1.  
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Le plus étudié des problèmes liés aux séries temporelles dans la régression (p. ex. Aitken, 

1935b; Cochrane et Orcutt, 1949; Pesaran, 1973) est la présence de corrélation entre les 

observations successives, ou autocorrélation. Les températures sont un bon exemple 

d’autocorrélation dans la mesure où la température d’un jour est liée à celle du jour d’avant (voire 

de plusieurs jours). Dans un modèle de régression, la présence d’autocorrélation viole 

l’hypothèse d’indépendance des résidus. Cela amène à des estimateurs biaisés et non consistants, 

et dont la variance est sous-estimée, invalidant ainsi les tests d’hypothèse classiques (p. ex. 

Mizon, 1995). Cet état de fait est également vrai dans le cas de la régression non linéaire (p. ex. 

Glasbey, 1980). 

Dans beaucoup de cas, les séries temporelles peuvent également être non stationnaires. 

Une série temporelle est dite non stationnaire lorsque la distribution des observations [ ]x t  ou la 

dépendance entre les observations successives (p. ex. [ ]x t  et [ 1]x t  ) dépend du temps t . De 

nombreuses sources de non stationnarité existent (voir p. ex. Ventosa-Santaulària, 2009), mais les 

plus communs sont une autocorrélation très forte ainsi que la présence de tendance ou de 

saisonnalité. La température est encore un excellent exemple car elle présente des saisonnalités 

quotidiennes et annuelles évidentes ainsi qu’une tendance possible due aux changements 

climatiques, rendant la distribution des observations dépendantes de la période d’observation. La 

non stationnarité des données viole l’hypothèse de distribution identique des résidus et mène au 

phénomène de « régression fallacieuse ». Cette dernière survient lorsqu’une analyse de régression 

conclut à un lien entre [ ]x t  et [ ]y t  alors les deux séries sont absolument indépendantes (p. ex. 

Hoover, 2003). Ce phénomène très étudié en économétrie (p. ex. Granger et Newbold, 1974; 

Phillips, 1986; Phillips, 1998) est bien connu mais les méthodes ou tests développés pour s’en 

prémunir ciblent généralement une seule catégorie de série temporelle (p. ex. le test de racine 
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unitaire de Phillips, 1987 ne comprend que les séries qui sont stationnaires par différenciation). Il 

est à noter que le problème de régression fallacieuse existe également dans le cas de la régression 

non linéaire (Lee et al., 2005). 

Les séries de données sanitaires, telles qu’hospitalisations et décès, incluent souvent des 

motifs réguliers dus à l’organisation des hôpitaux. Or, de tels motifs sont assimilés à du bruit qui 

peut être dominant dans les séries temporelles et donc masquer la réponse à une exposition dans 

les données. Dans le cadre de l’épidémiologie environnementale, ces motifs sont généralement 

contrôlés en ajoutant des variables au modèle. Cependant, ils peuvent survenir à différentes 

échelles, et donc résulter en un grand nombre de variables ajoutées pour ceci, ce qui peut résulter 

en un sur ajustement du modèle. 

La mortalité et la morbidité sont généralement associées à divers indicateurs de risque, 

pouvant être corrélés entre eux (p. ex., température, précipitations, pollution de l’air,  comme 

dans Wong et al., 1999). Or, dans certains cas, cette multicolinéarité  peut entraîner des 

conclusions erronées (Zidek et al., 1996). Il est à noter que ce problème peut être lié à la non 

stationnarité car des séries ayant une saisonnalité commune, telles que les variables 

environnementales ayant un cycle été/hiver, sont nécessairement fortement corrélées. Ainsi, ce 

point doit également être pris en compte dans toute analyse de régression. 
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Tableau 1 : Résumé des problèmes présents dans les séries de données utilisées en épidémiologie environnementale avec quelques méthodes 

(utilisées ou proposées) pour y remédier. 

Concerne Problème Engendre Remède(s) classique(s) Proposition de la thèse 

[ ], [ ]y t x t  

Autocorrélation 

- Violation de l’hypothèse 

d’indépendance des résidus 

- Inconsistance des estimateurs 

- Sous-estimation de la variance 

des estimateurs 

- Moindres carrés 

généralisés 

- Préblanchiment 

- Régression fonctionnelle 

[A3] 

Non stationnarité 

- Violation de l’hypothèse de 

distribution identique des résidus 

- Régression fallacieuse 

- Différenciation 

- Retrait de 

tendance/saisonnalité 

- Régression-EMD [A2] 

- Régression fonctionnelle 

[A3] 

[ ]x t   Multicolinéarité - Solution non unique 

- Sélection de variables 

- Régression Ridge 

- Lasso 

- Régression-EMD [A3] 

[ ]y t  Bruit dans la série - Masque le signal important - Variables dichotomiques 
- Agrégation de la réponse 

[A1] 
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Considérant les problèmes inhérents aux séries de données environnementales et 

sanitaires (résumés dans le Tableau 1), il est important pour la recherche en santé publique de 

disposer de méthodes prenant en compte ces problèmes. En effet, lorsqu’ignorés, ces problèmes 

méthodologiques peuvent invalider les conclusions tirées d’une étude. Un grand nombre de 

méthodes existent pour traiter les différents problèmes exposés (p. ex. moindres carrés 

généralisés, intégration des séries, modèles non linéaires, etc.), mais chaque méthode se 

concentre sur un aspect précis et ignore les autres. Il est donc important que les chercheurs 

disposent d’outils statistiques permettant de gérer les problèmes cités ci-dessus afin d’obtenir des 

résultats valides statistiquement. 

1.3. Objectifs et réalisations 

Étant donné les problèmes liés aux séries temporelles que l’on peut retrouver en 

épidémiologie environnementale, l’objectif global de la présente thèse est de proposer des 

méthodologies de régression applicables malgré la présence des problèmes résumés au Tableau 1. 

Bien que les méthodologies proposées dans la présente thèse soient appliquées au lien entre la 

météorologie et les MCV, elles se veulent applicables à n’importe quel autre domaine dans lequel 

les données sont sous forme de séries temporelles. Le dénominateur commun des méthodologies 

est qu’elles sont basées sur un traitement préalable des séries de données. L’objectif global est 

scindé en trois sous-objectifs, donnant lieu à trois méthodologies, toutes trois basées sur des 

traitements préalables différents illustrés dans la Figure 1. Chacune des méthodologies donne lieu 

à un chapitre de thèse (et donc un article). 
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Figure 1 : Illustration des trois traitements appliqués aux données dans chacune des 
méthodologies développées dans la présente thèse. 

 

Le premier sous-objectif est de s’attaquer au problème des motifs dans les données 

sanitaires, notamment dus à l’organisation des hôpitaux. Ce problème est traité par agrégation 

temporelle de la série sanitaire réponse pour supprimer les variations de plus haute fréquence 

dans la série et donc mettre en évidence le signal d’intérêt (voir Figure 1). À partir de là, une 

méthodologie de régression pour série réponse agrégée est proposée puis appliquée à 
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l’explication de la morbidité par MCV par rapport à la température quotidienne moyenne dans la 

communauté métropolitaine de Montréal (CMM). Cette première méthodologie est développée 

dans un rapport pour l’Institut national de la santé publique du Québec (INSPQ) [R1] avant de 

donner lieu à l’article [A1]. À noter que [R1] inclut également l’application de la méthodologie à 

la morbidité par MCV de la CMM et contient un annexe présentant des résultats pour la mortalité 

et morbidité de la communauté métropolitaine de Québec (CMQ). 

Le deuxième sous-objectif est de répondre plus particulièrement aux problèmes de non 

stationnarité et de multicolinéarité des séries. Les méthodes classiques pour répondre à ces 

problèmes (voir Tableau 1) sont principalement basées sur un retrait d’information (p. ex. retrait 

de tendance). Ainsi, il est choisi ici, non pas de retirer de l’information des séries mais de les 

décomposer en utilisant la décomposition modale empirique (EMD, Huang et al., 1998). Le but 

d’EMD est d’extraire d’une série ses modes d’oscillation principaux pour les utiliser ensuite 

comme nouvelles variables stationnaires et orthogonales dans la régression (voir Figure 1). Ainsi, 

cette partie de la thèse propose une méthodologie de régression-EMD (R-EMD) puis l’applique à 

l’estimation de la mortalité par MCV en fonction de la température et de l’humidité quotidiennes 

moyennes (article [A2]). Comme la première méthodologie, la R-EMD est développée dans le 

rapport [R2] qui contient également des applications sur la morbidité par MCV de la CMM ainsi 

que sur la mortalité et morbidité de la CMQ. Les variables explicatives de [R1] incluent 

également les précipitations quotidiennes totales, la hauteur de neige au sol quotidienne et la 

pression atmosphérique quotidienne moyenne. Il est à noter que la méthodologie R-EMD a été 

raffinée pour donner lieu à l’article [A2]. Enfin, un ensemble de fonctions sont en cours de 

développement pour le logiciel R (R Core Team, 2015) afin d’aider à l’application de la 

méthodologie. 
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La troisième partie est née de l’observation que les problèmes d’autocorrélation et non 

stationnarité (Tableau 1) vient du fait qu’une série temporelle est en fait la discrétisation d’un 

processus intrinsèquement continu. Le troisième sous-objectif est ainsi d’exprimer les séries de 

données d’épidémiologie environnementale comme des fonctions continues (ou courbes, voir 

Figure 1). Le but de cette partie est donc d’adapter l’analyse de données fonctionnelles (FDA 

pour functional data analysis), et plus précisément la régression fonctionnelle (Ramsay et 

Silverman, 2005) au domaine de l’épidémiologie environnementale. L’article [A3] fait donc une 

présentation de la régression fonctionnelle et en applique deux modèles au lien entre la mortalité 

par MCV et la température. L’intérêt de cette partie est ainsi dans l’apport des modèles de 

régression fonctionnelle en épidémiologie environnementale, car les données utilisées s’y 

adaptent très bien. 

1.4. Organisation de la synthèse 

La synthèse s’organise comme suit. La section 2 présente une revue de littérature des 

méthodes de régression utilisées en épidémiologie environnementale puis d’autres méthodes 

existantes dans la littérature statistique pour gérer les problèmes liés à l’utilisation de séries 

temporelles dans la régression. Le but est de mettre en évidence les limites de ces différentes 

approches. Cette même section présente ensuite une revue de littérature des outils statistiques 

utilisés dans la thèse à savoir, l’agrégation temporelle, la méthode EMD et la régression 

fonctionnelle. La section 3 présente ensuite un résumé des méthodologies proposées dans cette 

thèse. Une sélection de résultats de l’application de ces méthodologies au lien entre les MCV et la 

météorologie est ensuite présentée dans la section 4. La section 5 conclut cette synthèse en 

exposant les contributions scientifiques de la thèse ainsi que les perspectives ouvertes par celle-

ci.  
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2. Revue de littérature 

Cette section décrit la littérature utilisée tout au long de la thèse, en commençant par les 

méthodes de régression souvent utilisées aussi bien en épidémiologie environnementale qu’en 

statistiques appliquées. Ensuite, une revue de littérature concernant les outils statistiques utilisés 

dans la thèse est présentée. 

2.1. État de l’art en régression avec séries temporelles 

Cette sous-section se concentre sur les modèles de régression autres que ceux qui seront 

ensuite utilisés dans la thèse. Dans un premier temps, les modèles les plus utilisés en 

épidémiologie environnementale sont décrits afin de mettre en évidence leurs limites, puis 

d’autres modèles issus de la littérature statistique sont discutés.  

2.1.1. La régression en épidémiologie environnementale 

L’utilisation de modèles de régression constitue tout un pan de l’épidémiologie 

environnementale. À cause des problématiques inhérentes à ce type d’études, certaines pratiques 

et certains types de modèles se sont imposés. La première problématique importante est le temps 

de latence entre une exposition environnementale et sa réponse sanitaire qui diffère selon les 

individus. Ainsi, la mortalité ou morbidité du jour t  est généralement modélisée comme 

dépendante de l’historique sur plusieurs jours de la variable explicative, en utilisant les modèles à 

effets retardés distribués (DLM pour distributed lag models) exprimés (Almon, 1965) : 

 
0

[ ] [ ] [ ]
L

l

l

y t x t l t 


     (2) 

où l  correspond au retard entre la variable explicative et la réponse, L  est le retard maximum et 

les l  sont les coefficients associés à chacun des retards. Les DLMs permettent entre autres de 
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représenter le cumul d’une exposition (ce qui était réalisé par l’utilisation de moyennes mobiles 

avant). Dans l’équation (2), les [ ]x t l  étant fortement colinéaires, une contrainte est ajoutée 

pour l’estimation des l , les forçant à s’ajuster à une fonction lisse (souvent polynomiale, 

Schwartz, 2000a). Les DLM ont longtemps été étudiés en économétrie (p. ex. Schmidt, 1974; 

Mitchell et Speaker, 1986; Gelles et Mitchell, 1989) avant d’être introduits en épidémiologie 

environnementale. Ils ont depuis été grandement utilisés (p.ex. Schwartz, 2000a; Braga et al., 

2001a; Schwartz et al., 2004), notamment pour modéliser précisément l’effet de moisson qui 

désigne un taux de mortalité particulièrement bas après un pic (p.ex. Braga et al., 2001b). 

L’utilisation de tels modèles a permis de préciser l’ensemble des temps de réponse à un stress 

environnemental, en mettant notamment en évidence un effet plus persistant du froid que de la 

chaleur (p.ex. Braga et al., 2002).  

 La principale limitation des DLM tels qu’exposés dans l’équation (2) est qu’ils ne sont 

pas capables de retranscrire une relation non linéaire, comme peuvent le faire les modèles additifs 

généralisés (GAM pour generalized additive models en anglais, Hastie et Tibshirani, 1986). Or, 

beaucoup de relations étudiées en épidémiologie environnementale ne sont pas linéaires comme 

en témoigne la grande popularité des GAM (p. ex. Schwartz, 1993; 1994; Dominici et al., 2002; 

Doyon et al., 2008; Dukić et al., 2012). Par exemple, la relation entre mortalité et température 

prend souvent une forme de « J » avec une zone de confort aux alentours de 20°C et un fort effet 

positif des extrêmes (p. ex. Doyon et al., 2006). C’est pourquoi les modèles non linéaires à effets 

retardés distribués (DLNM pour distributed lag nonlinear models en anglais) ont été développés 

par Gasparrini et al. (2010) et s’expriment : 

  [ ] [ ]; [ ]y t S x t l t    (3) 
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où  .;.S  est une fonction bidimensionnelle possiblement non linéaire, une dimension 

représentant la variable explicative [ ]x t , et l’autre dimension représentant le retard. Le modèle 

(3) permet donc à la fois de modéliser une relation non linéaire entre une réponse sanitaire et une 

exposition et de modéliser l’évolution de cette relation selon le retard. Les DLNM ont déjà été 

massivement utilisés dans les applications épidémiologiques (p. ex. Vutcovici et al., 2013; Wu et 

al., 2013; Gasparrini et al., 2015; Yang et al., 2015; Phung et al., 2016). L’utilisation de ces 

modèles a ainsi permis, par exemple, de mettre en évidence l’impact très important du froid sur 

une longue période, ce qui ne se voyait pas sur des modèles ne prenant pas en compte le passé 

complet de l’exposition. De plus, la grande popularité de ces modèles a permis de souligner des 

impacts différents des températures extrêmes selon les pays (Gasparrini et al., 2015). 

Malgré leur pertinence, les DLNM ne traitent pas directement des problèmes du Tableau 

1, notamment des problèmes de non stationnarité et multicolinéarité. La non stationnarité est 

généralement gérée en ajoutant le terme supplémentaire ( )s t  aux modèles de régression (par 

exemple (3)), où t  représente le temps et (.)s  est une fonction lisse, souvent des Splines cubiques 

(p. ex. Peng et Dominici, 2008). Le terme ( )s t  permet ainsi de capter la tendance et la 

saisonnalité de la série réponse [ ]y t  (en épidémiologie, on parle de « prendre en compte les 

confondants non mesurés »). Si l’ajout de ( )s t  permet d’obtenir de bons ajustements des modèles 

de régression, il implique que l’on considère que la variable explicative [ ]x t  n’agit sur [ ]y t  qu’à 

court terme alors qu’il se peut que ce ne soit pas le cas (p. ex. Burr et al., 2015).  

Le problème de multicolinéarité est peu discuté et les études d’épidémiologie 

environnementale se concentrent en général sur l’étude d’une seule variable explicative. Quand 

une autre variable environnementale est incluse, elle ne sert en général qu’à titre de variable 
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confondante et n’est pas modélisée par DLNM (p. ex. l'humidité relative quotidienne dans Phung 

et al., 2016) et la potentielle multicolinéarité n’est pas discutée. Ceci s’explique par la méthode 

d’estimation des DLNM dans laquelle la fonction  .;.S  est exprimée en utilisant des Splines 

bidimensionnelles (Gasparrini et al., 2010). Le nombre de coefficients à estimer pour obtenir 

ˆ(.;.)S  est donc déjà important dans le cas d’une seule variable explicative et en utiliser plusieurs 

rend l’estimation très incertaine. Une des réponses à ce problème peut-être l’utilisation de 

modèles synoptiques (Sheridan, 2002) qui utilisent une classification de types de météo (tropical, 

modéré, etc...) en utilisant plusieurs variables. Cependant, ces approches très qualitatives ne 

permettent pas la discrimination des facteurs environnementaux. 

2.1.2. Autres méthodes de régression  

Les problèmes résumés dans le Tableau 1 apparaissent à divers degrés dans différents 

domaines et donc de nombreux modèles ont été développés pour les prendre en compte 

(également évoqués dans le Tableau 1). L’autocorrélation des résidus [ ]t  de la régression a 

notamment été très étudiée, ayant donné lieu à la « régression pour séries temporelles » (p. ex. 

Choudhury et al., 1999). Dans celle-ci, un modèle de série temporelle (souvent un mélange 

autorégressif-moyenne mobile, appelé ARMA pour autoregressive-moving average) est ajusté 

sur les résidus de la régression  [ ] [ ] [ ]t y t f x t    (cf. équation (1)). À noter que la régression 

pour séries temporelles est légèrement différente des modèles ARMA avec variable exogène 

(ARMAX) où c’est la variable réponse qui est modélisée comme un ARMA au lieu des résidus 

(p. ex. Shumway et Stoffer, 2000). Une fois les résidus modélisés, leur autocorrélation peut être 

estimée et un estimateur de (.)f  prenant en compte cette autocorrélation peut être appliqué. 

L’estimateur de régression pour séries temporelles le plus connu est celui des moindres carrés 
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généralisés (Aitken, 1935b) qui existe aussi pour (.)f  non linéaire (Gallant et Goebel, 1976). 

D’autres méthodes d’estimation existent cependant comme le préblanchiment (Cochrane et 

Orcutt, 1949) et l’estimation conjointe des coefficients de régression et du ARMA des résidus par 

maximum de vraisemblance (Pesaran, 1973; Pagan et Nicholls, 1976).  

Les modèles de régression pour séries temporelles concernent le cas de séries 

autocorrélées mais néanmoins stationnaires. Lorsque les séries ne sont pas stationnaires, les 

méthodes les plus simples sont l’estimation et le retrait de la tendance et de la saisonnalité par 

lissage (p. ex. Schwartz et al., 1996) et la différentiation des séries (p. ex. Cryer et Chan, 2008). 

Or, cela revient à retirer de l’information qui pourrait être pertinente pour comprendre le lien 

entre santé et météo. D’autres approches existent comme la modélisation par cointégration (Engle 

et Granger, 1987), ou encore les modèles à hétéroscédasticité conditionnelle (GARCH, pour 

generalized autoregressive conditional heteroskdasticity) lorsque la non stationnarité concerne la 

variance (Bollerslev, 1986). Dans tous les cas, éviter les problèmes liés à l’utilisation de séries 

temporelles dans la régression nécessite une bonne connaissance de la forme des séries 

temporelles (est-ce que les séries ont une saisonnalité, une tendance, sont intégrées, ont une 

autocorrélation trop importante, etc.). Connaître plus précisément ces propriétés nécessite 

l’application d’une batterie de tests comme celui de Dickey et Fuller (1979), de racine unitaire 

(Phillips, 1987) et bien d’autres (voir Ventosa-Santaulària, 2009). Ces étapes alourdissent une 

analyse, en particulier pour des praticiens non experts en statistiques. Il est à noter que certains de 

ces modèles ne sont pas inconnus en épidémiologie environnementale, comme les modèles 

ARMA (Lin et Xiraxagar, 2006) ou GARCH (Modarres et al., 2014) mais ces études restent 

marginales. 
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Enfin, la multicolinéarité est sans doute le problème le plus simple à traiter de nos jours 

dans la mesure où des méthodes applicables directement existent, à savoir la régression Ridge 

(Hoerl et Kennard, 1970) et le Lasso (Tibshirani, 1996). Ces deux méthodes sont liées étant 

toutes deux des régressions linéaires biaisées, c.-à-d. que l’ajustement se fait par moindres carrés 

auxquels est ajoutée une pénalisation de la forme 
1

P
q

j

j

 


 , avec 2q   pour la régression Ridge 

et 1q   dans le cas du Lasso. Le paramètre   contrôle la sévérité de la pénalisation et est 

généralement choisi par validation croisée (VC, Stone, 1974). La régression Ridge est plus 

adaptée dans le cas où les P  variables explicatives peuvent agir sur la réponse, alors que le Lasso 

est plutôt utilisé dans l’hypothèse où seul un sous-ensemble des variables explicatives agit sur la 

réponse (Friedman et al., 2010). En effet, contrairement à la régression Ridge, le Lasso force un 

certain nombre de 
j  à être nuls, opérant ainsi une sélection des variables. Le Lasso est très 

populaire et a vu de nombreuses extensions telles que le Lasso adaptatif qui est plus consistant 

asymptotiquement (Zou, 2006), le Lasso groupé où les variables sont incluses ou exclues en 

groupes (Yuan et Lin, 2006a), le Lasso pour modèles linéaires généralisés (Park et Hastie, 2007) 

ainsi que des homologues non linéaires (Ravikumar et al., 2009; Marra et Wood, 2011). Il est 

également à noter le développement du « filet élastique » (elastic net en anglais) qui autorise 

1 2q   afin de profiter conjointement des forces de la régression Ridge et du Lasso (Zou et 

Hastie, 2005). Si la théorie est la pratique sont bien établies pour gérer la multicolinéarité, à notre 

connaissance aucune méthode similaire existe lorsque les données sont des séries temporelles (on 

peut citer un Lasso pondéré par des retards, Park et Sakaori, 2013). Le sujet est par exemple 

absent du livre de Hastie et al. (2015) dédié à la sélection de variables. 
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2.2. Outils statistiques utilisés 

Cette section présente et effectue une revue de littérature sommaire des outils statistiques 

constituant les méthodologies des trois articles [A1;A2;A3]. 

2.2.1. L’agrégation d’une série temporelle 

L’agrégation d’une série temporelle, et de manière générale le lissage, est un sujet très 

étudié en statistiques (ce sujet tient une place prépondérante dans les livres de, p. ex. Green et 

Silverman, 1994; Sarda et Vieu, 2000; Schimek, 2000). L’agrégation la plus simple est la 

moyenne mobile qui consiste à remplacer la valeur d’une série temporelle par la moyenne des H  

valeurs l’entourant (le paramètre H  est souvent appelé « taille de fenêtre » ou « largeur de 

bande »), c.-à-d.  
( 1)/2

1

( 1)/2

[ ] [ ]
H

i H

y t H y t i




 

  . La moyenne mobile est d’ailleurs régulièrement 

utilisée en épidémiologie environnementale pour agréger plusieurs retards de la variable 

explicative (p.ex. Schwartz et Marcus, 1990; Braga et al., 2001a; Sarmento et al., 2011). Le 

problème de la moyenne mobile est le fait d’attribuer un poids identique (1 H ) à toutes les 

valeurs utilisées pour calculer ( )y t  (Schwartz et al., 1996), rendant un résultat peu lisse. En 

épidémiologie environnementale, il est plus intuitif de considérer des poids plus faibles pour des 

jours éloignées. Ce type de pondération peut être obtenu avec une méthode de lissage Nadaraya-

Watson qui est similaire à une moyenne mobile mais en attribuant des poids suivant une fonction 

définie HK  appelée noyau (Nadaraya, 1964; Watson, 1964), c.-à-d. :  
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Dans le cas où ( ) 1HK i H , on retombe sur la moyenne mobile. De nombreuses fonctions 

noyaux existent comme le noyau tri-cube (Cleveland et al., 1988) ou le noyau gaussien, mais la 

plus utilisée est le noyau d’Epanechnikov (Epanechnikov, 1969) qui a la propriété de minimiser 

l’erreur quadratique d’ajustement de [ ]y t  à [ ]y t  pour un H  donné. Wand et Jones (1995, p. 31) 

font cependant remarquer que le choix du noyau n’a finalement que peu d’impact comparé à 

l’importance du choix du paramètre H . Une autre méthode d’agrégation connue est la régression 

locale (ou Loess, Cleveland et Devlin, 1988) qui est très similaire à l’agrégation par noyaux, mais 

avec l’ajustement d’une fonction polynomiale au lieu de linéaire comme les noyaux. Les 

agrégations les plus connues sont toutes symétriques, c.-à-d. qu’elles attribuent autant de poids 

aux 0i   qu’aux 0i   (voir p. ex. Sarda et Vieu, 2000). Cependant, il existe des méthodes par 

noyaux attribuant plus de poids d’un côté ou de l’autre de la valeur courante, comme le noyau 

d’Epanechnikov asymétrique (Michels, 1992), ou encore le lissage exponentiel qui utilise 

uniquement le passé ( 0i  ) pour lisser la série d’intérêt (p. ex. Gardner, 1985). 

Un autre type de méthodes pour lisser une série sont les méthodes spectrales qui 

consistent à exprimer une série par des fonctions oscillantes de base et à retrancher les 

oscillations de plus hautes fréquences. Les oscillations de base peuvent être de simples sinus et 

cosinus dans le cas de l’analyse de Fourier (p. ex. Cooley et al., 1969) mais aussi des ondelettes 

(p. ex. Antoniadis et al., 2001) ou encore des composantes obtenues par EMD (p. ex. Boudraa et 

Cexus, 2007).  

2.2.2. La décomposition modale empirique 

Cette section présente la décomposition modale empirique (EMD), introduite par Huang 

et al. (1998) qui représente la transformation appliquée aux données dans la méthodologie de 
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régression-EMD développée dans la présente thèse. La méthode EMD vise à décomposer une 

série de données [ ]x t , 1,...,t n , en un ensemble de K  composantes [ ]kc t  (voir Figure 1) : 

 
1

[ ] [ ] [ ]
K

k K

k

x t c t r t


    (5) 

où [ ]kc t  est appelée « fonction modale intrinsèque » (intrinsic mode function, IMF, en anglais) et 

[ ]Kr t  est le reste de la décomposition que l’on associe à la tendance de la série [ ]x t . Une IMF 

[ ]kc t  est définie selon la seule contrainte qu’elle doit osciller symétriquement autour de zéro (tel 

qu’illustré dans la Figure 1). Cela lui permet de représenter un intervalle de fréquences 

particulier. L’algorithme EMD est expliqué en détail par Huang et Wu (2008). Il a été développé 

comme alternative aux décompositions de Fourier et d’ondelettes afin de traiter les séries à la fois 

non stationnaires (non traitées par Fourier) et non linéaires (qui ne sont traitées ni par Fourier ni 

par les Ondelettes). En effet, la méthode EMD est entièrement empirique et la définition des 

IMFs laisse une grande flexibilité dans la décomposition, là où les méthodes de Fourier et 

d’ondelettes imposent des fonctions spécifiques pour les composantes. La grande force de la 

méthode EMD est de résulter en un faible nombre de composantes (dans nos applications, K  ne 

dépasse jamais 15) facilement interprétables en pratique (Huang et al., 1999). 

Les propriétés d’EMD évoquées ci-dessus ont rendu la méthode très populaire en 

mathématiques appliquées. Ainsi, de nombreuses études étendant ou améliorant l’algorithme sont 

parues. En effet, certains détails comme les effets de bord (au début et à la fin de série) et le 

critère d’arrêt de l’algorithme ont été améliorés (p. ex. Rilling et al., 2003; Rato et al., 2008). 

L’algorithme a également connu des extensions dont les plus importantes sont l’EMD 

d’ensemble (EEMD, Wu et Huang, 2009; Mandic et al., 2013) qui permet de s’assurer que les 

IMFs ont des fréquences bien séparées (ce qui n’est pas toujours le cas avec l’algorithme de base, 
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Huang et al., 1999) et les versions bivariées puis multivariées de la méthode (MEMD) qui 

permettent de décomposer conjointement plusieurs variables d’un même processus (Rilling et al., 

2007; Rehman et Mandic, 2010). Il est à noter que d’autres modifications de l’algorithme encore 

peu utilisées dans la littérature ont été imaginées telles que l’EMD statistique (Kim et al., 2012) 

ou l’EMD d’ensemble avec bruit adaptatif (Torres et al., 2011). 

En plus des études visant à améliorer et étendre l’algorithme, de nombreuses publications 

étudiant ses propriétés ont vu le jour, que ce soit pour l’algorithme de base (p. ex. Flandrin et al., 

2004b; Haiyong et Qiang, 2006; Huang et al., 2009; Yang et Yang, 2009; Tsakalozos et al., 

2012; Wang et Li, 2012) ou pour l’EEMD (p. ex. Niazy et al., 2009; Zhang et al., 2010; 

Colominas et al., 2013). Les applications potentielles de l’EMD ont également été grandement 

discutées, que ce soit pour la détection de tendance (p. ex. Flandrin et al., 2004a; Wu et al., 2007) 

ou le filtrage d’une série (p. ex. Flandrin et al., 2004a; Boudraa et Cexus, 2007). Pour filtrer une 

série, il est également à mentionner le test d’hypothèse visant à déterminer les IMFs contenant 

significativement de l’information (Wu et Huang, 2004). Parmi les applications potentielles, 

l’utilisation de l’EMD dans la régression n’a fait l’objet que d’une application (Yang et al., 

2011b). 

Finalement, en plus de passionner nombre de mathématiciens appliqués, la méthode EMD 

a fait l’objet de nombreuses applications dans des domaines divers tels que l’océanographie (p. 

ex. Huang et al., 1999), l’hydrologie (p. ex. Lee et Ouarda, 2010; Durocher et al., 2015), la 

climatologie (p. ex. Lee et Ouarda, 2011; 2012), la géophysique (p. ex. Huang et Wu, 2008), la 

sismologie (p. ex. Loh et al., 2001), l’astronomie (p. ex. Coughlin et Tung, 2004), l’économétrie 

(p. ex. Chuanrui, 2010) ou encore la santé (p. ex. Yang et al., 2010; Xie et al., 2014). Ainsi, la 

méthode EMD crée beaucoup d’émulation et la suite logique est le développement d’une 
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méthodologie de régression basée sur son utilisation, au même titre que les décompositions de 

Fourier (p. ex. Treagust et al., 1980) et d’ondelettes (Donoho et Johnstone, 1994).  

2.2.3. La régression fonctionnelle 

L’analyse de données fonctionnelles (FDA) a été introduite par Ramsay (1982) et 

popularisée principalement par Ramsay et Silverman (2005). La FDA vise à modéliser 

statistiquement des données sous forme de courbes ( )x t , t T , où T  est un domaine continu et 

non discret comme dans le cas d’une série de données (voir Figure 1). Ainsi, le cadre FDA 

s’adapte particulièrement bien à l’étude des processus indexés par le temps. Bien que le domaine 

soit encore relativement jeune, de nombreuses méthodes statistiques classiques ont maintenant 

une version fonctionnelle, que ce soit les statistiques descriptives et l’analyse en composantes 

principales (Ramsay, 1982), l’analyse canonique des corrélations (He et al., 2003), la 

classification (p. ex. Ternynck et al., 2016), les statistiques spatiales (p. ex. Dabo-Niang et Yao, 

2007) et la régression (chapitres 12 à 16 de Ramsay et Silverman, 2005). 

Plusieurs types de régression fonctionnelle existent : l’ANOVA fonctionnelle 

(FANOVA), la régression fonctionnelle pour réponse scalaire (RFS), le modèle concurrent et la 

régression fonctionnelle pour réponse fonctionnelle (RFF). Ces différents modèles sont décrits 

dans le Tableau 2 et revus en détail par Morris (2015). Dans la présente thèse, seuls les RFS et 

RFF sont utilisés. En effet, même si le modèle FANOVA a un potentiel d’application en 

épidémiologie (p. ex. pour classifier des courbes de décès), il ne répond pas particulièrement aux 

problématiques exposées dans la section 1 car elles ne traitent pas les variables explicatives 

d’intérêt (météorologie) comme continues. Le modèle concurrent, quand à lui, n’explique un lien 

entre la réponse fonctionnelle et la variable explicative fonctionnelle qu’au même temps t , ce qui 
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ne permet pas de considérer le retard entre les deux, alors qu’il s’agit d’un aspect important d’une 

relation entre la santé et l’environnement.   

Tableau 2 : Liste des différents modèles fonctionnels existant. 

Nom Réponse 
Variable 

explicative 

Forme du 

coefficient   
Référence 

FANOVA 
Fonctionnelle 

( )iy t   
Scalaire ix  

Fonctionnel 

( )t   
Brumback et 

Rice (1998) 

RFS Scalaire iy  
Fonctionnelle 

( )ix t  

Fonctionnel 

( )t  
Hastie et 

Mallows (1993) 

Concurrent 
Fonctionnelle 

( )iy t  

Fonctionnelle 

( )ix t  

Fonctionnel 

( )t  
Hastie et 

Tibshirani (1993) 

RFF 
Fonctionnelle 

( )iy t  

Fonctionnelle 

( )ix s  
Surface ( , )s t  

Ramsay et 

Dalzell (1991) 

 

La régression fonctionnelle pour réponse scalaire (ici désignée par l’acronyme RFS, mais 

appelée en anglais functional regression for scalar response ou encore scalar-on-function 

regression) exprime l’effet de ( )ix t  à chaque temps t T  continu, sur la réponse scalaire iy . La 

RFS est le modèle de régression fonctionnelle le plus étudié (Cardot et al., 1999; 2003; Ramsay 

et Silverman, 2005; Goldsmith et al., 2011; Brockhaus et al., 2015). À la base linéaire, la RFS a 

vu un certain nombre d’extension, à savoir la version modèle linéaire généralisé (James, 2002), 

les GAM fonctionnels (McLean et al., 2014) et la régression fonctionnelle non paramétrique 

(Ferraty et Vieu, 2004). Grâce à ses propriétés attractives, la RFS a été appliquée dans beaucoup 

de domaines comme l’hydrologie (p. ex. Masselot et al., 2016b), l’écologie (p. ex. Bel et al., 

2011; Stewart-Koster et al., 2014), la médecine (p. ex. Ratcliffe et al., 2002a; 2002b), la 

spectrométrie (p. ex. Ferraty et Vieu, 2002), l’économétrie (p. ex. Sood et al., 2009) et 

récemment en épidémiologie environnementale (Arisido, 2016, paru pendant la réalisation de 
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cette étude). À noter que l’étude d’Arisido (2016) se concentre sur la pollution sur des individus 

exposés, alors que l’article [A3] sur concentre plus sur la météorologie. 

Le deuxième type de régression fonctionnelle considérée ici est la régression avec à la fois 

une réponse et une variable explicative fonctionnelles (RFF, souvent appelée function-on-

function regression ou fully functional regression en anglais). Elle permet d’exprimer l’influence 

de chaque temps s  de la variable explicative ( )ix s  sur chaque temps t  de la réponse ( )iy t , et est 

donc très générale. La RFF étant un modèle complexe, plusieurs méthodes d’estimation ont vu le 

jour afin d’obtenir des estimateurs à la fois consistants et efficaces en temps de calcul (Ramsay et 

Dalzell, 1991; Besse et Cardot, 1996; Yao et al., 2005; Ivanescu et al., 2014; Brockhaus et al., 

2015). La RFF étant plus complexe que la RFS, moins d’extensions ont été développées. La 

régression fonctionnelle historique (RFH) constitue néanmoins un ajout notable car elle vise 

précisément les données temporelle et exprime la réponse fonctionnelle à tous temps t  par 

rapport au prédicteur aux seuls temps s  qui précèdent t . Ce modèle a intéressé différents auteurs 

avec plusieurs méthodes d’estimation différentes à cause de la forme particulière du coefficient à 

estimer (Malfait et Ramsay, 2003; Şentürk et Müller, 2010; Kim et al., 2011; Brockhaus et al., 

2016). La RFF et la RFH ont moins été appliquées que la RFS, mais on peut tout de même noter 

des applications en hydrologie (Masselot et al., 2016b), médecine (Hosseini-Nasab et Mirzaei, 

2014) et neurologie (Meyer et al., 2015).  

Pour finir, il est à noter qu’une méthode d’estimation unifiant tous les modèles du Tableau 

2 a récemment été proposée par Brockhaus et al. (2015; 2016). Cette méthode est basée sur le 

boosting (Bühlmann et Hothorn, 2007) et permet d’estimer efficacement n’importe quel modèle 

fonctionnel. L’autre nouveauté importante de cette méthode d’estimation est la très récente 

possibilité de considérer plusieurs variables explicatives dans la RFF et la RFH ainsi que d’opérer 
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une sélection des variables. Il s’agit donc d’une avancée importante pour la régression 

fonctionnelle, permettant ainsi sa diffusion au domaine de l’épidémiologie environnementale. 

3. Résumé des méthodologies proposées 

Cette section présente les méthodologies proposées dans la présente thèse.  

3.1. Agrégation temporelle de la réponse dans la régression 

La méthodologie proposée consiste en deux étapes : 

1. Agrégation temporelle de la série réponse [ ]y t  pour obtenir une série lissée [ ]y t ; 

2. Explication de la série [ ]y t  par les expositions [ ]jx t  en utilisant un modèle de 

régression pour séries temporelles. 

La première étape consiste à l’application d’une des méthodes de lissage revues dans la 

section 2.2.1. Des agrégations locales (c.-à-d. calculées à partir d’observations proches de t ) sont 

privilégiées afin de représenter l’ensemble de la réponse à une exposition, en plus de réduire le 

bruit. Un autre avantage des agrégations locales est qu’elles permettent d’utiliser plus facilement 

des critères comme la VC par blocs pour évaluer la performance de la modélisation. Ainsi, des 

méthodes utilisant la série entière pour l’agrégation comme le filtrage EMD et par séries de 

Fourier sont écartées (ces méthodes ont tout de même été testées dans [R1]). 

Une fois la série lissée [ ]y t  obtenue, elle est introduite comme réponse dans un modèle de 

régression. Cependant, deux problèmes émergent : 1) la distribution de [ ]y t  et 2) 

l’autocorrélation créée. Le premier point possède une réponse finalement assez simple : dans tous 

les cas, la distribution converge vers une loi de Gauss. En effet, dans le cas des agrégations 
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linéaires, cette convergence s’explique par le théorème de la limite centrale généralisé pour des 

variables dépendantes (p. ex. le chapitre 27 de Billingsley, 1995).  

L’agrégation temporelle crée de la dépendance entre les observations successives de [ ]y t  

car elles sont calculées avec des observations communes de [ ]y t , sans compter la dépendance 

déjà présente à la base. Ceci est réalisé en utilisant un modèle de régression pour série temporelle 

dans laquelle, pour rappel, les résidus sont modélisés par un modèle ARMA (voir section 2.1.2). 

Le modèle de régression pour série temporelle est estimé par maximum de vraisemblance car les 

autres méthodes d’estimation (moindres carrés généralisés, préblanchiment) sont moins efficaces 

(Mizon, 1995; Choudhury et al., 1999). Le principal inconvénient de cette méthode est qu’elle est 

pour l’instant éprouvée pour le cas linéaire uniquement. Cette méthode permet cependant 

l’utilisation des DLNM car leur méthode d’estimation par fonctions de base permet de revenir à 

un cas linéaire (voir section 2.1.1). 

À noter qu’une étape préliminaire est nécessaire pour déterminer l’ordre du modèle ARMA pour 

les résidus (i.e. le nombre de coefficients associés à la dépendance temporelle). L’ordre du 

modèle est obtenu en appliquant une première régression classique afin d’obtenir une série de 

résidus ˆ[ ]t , puis en appliquant une procédure de type « stepwise » sur les résidus. Le critère 

utilisé pour identifier le meilleur modèle est le critère d’information d’Akaike (AIC, Akaike, 

1974; Hyndman et Khandakar, 2007).  
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a) R-EMD1 

 

b) R-EMD2 

Figure 2 : Illustration des deux versions de la R-EMD. La R-EMD1 ne décompose que les 
variables explicatives alors que la R-EMD2 décompose à la fois les variables explicatives et la 
variable réponse. 
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3.2. Régression-EMD 

La méthodologie de base de la régression-EMD (R-EMD) consiste en deux étapes : 1) 

décomposition des séries de données par EMD et 2) utilisation des IMFs [ ]kc t  comme nouvelles 

variables dans la régression. Cette méthodologie globale se décline en deux versions permettant 

deux niveaux de détails différents : (1) la R-EMD1 dans laquelle seule les variables explicatives 

[ ]jx t  sont décomposées et dont les IMFs [ ]jkc t  servent à expliquer la série réponse [ ]y t , et (2) la 

R-EMD2 dans laquelle [ ]y t  est également décomposée et chacune de ses IMFs [ ]Ykc t  est 

expliquée par les IMFs explicatives [ ]jkc t  de même ordre. Les deux versions sont schématisées 

sur la Figure 2 pour illustrer la différence.  

Dans la R-EMD1 (Figure 2a), seules les variables explicatives [ ]jx t  ( 1,...,j P ) sont 

décomposées et leurs IMFs [ ]jkc t  sont utilisées comme variables explicatives dans la régression : 

    (1) (1)

( 1)

1 1

[ ] [ ] [ ]
P K

jk jk j K jK

j k

y t c t r t t  

 

 
   

 
    (6) 

où les (1)

jk  sont les coefficients de régression et [ ]t  est la série des résidus. La R-EMD1 permet 

de mettre en évidence les principales variations des prédicteurs agissant sur la réponse. 

Afin de bonifier l’étude de la relation entre les prédicteurs et la réponse, la R-EMD2 

(Figure 2b) décompose à la fois les variables explicatives et la variable réponse. Ainsi, il y a cette 

fois 1K   modèles à ajuster, c.-à-d. que chaque IMF [ ]Ykc t  de la variable à expliquer est la 

réponse de son propre modèle de régression en fonction des IMFs explicatives de même ordre (et 

donc de fréquence similaire) : 
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 (2)

1

[ ] [ ] [ ]
P

Yk jk jk

j

c t c t t 


  ,   1,...,k K    (7) 

et de même pour la tendance (2)

( 1)

1

[ ] [ ] [ ]
P

YK j K jK

j

r t r t t 



  . La R-EMD2 peut ainsi permettre de 

mettre en évidence des relations à des échelles temporelles de faibles amplitudes, qui sont 

habituellement cachées dans la série de base [ ]y t .  

Dans les deux cas (6) et (7), toutes les variables sont décomposées conjointement par la 

version multivariée de l’algorithme (MEMD). Conceptuellement, ceci permet de prendre en 

compte l’ensemble des variables météorologiques considérées comme un seul phénomène. 

Pratiquement, cela permet d’obtenir exactement le même nombre d’IMFs pour chaque variable et 

d’avoir un alignement des modes, c.-à-d. que les IMFs de même ordre k  ont des fréquences 

similaires (Mandic et al., 2013). 

Pour les deux versions de la R-EMD, le Lasso (Tibshirani, 1996) est utilisé au lieu des 

moindres carrés ordinaires pour estimer les coefficients 
( )m

jk , ( 1,2)m   dans les équations (6) et 

(7). En effet, dans la R-EMD1 le nombre d’IMFs explicatifs est souvent très grand car la 

décomposition résulte en 2log ( )K n  IMFs (p. ex. les séries traitées dans cette thèse donnent 

jusqu’à 15 IMFs). Ainsi le Lasso permet de sélectionner seulement les IMFs [ ]jkc t  les plus 

importantes pour l’explication de la réponse [ ]y t . Dans le cas de la R-EMD2, comme toutes les 

IMFs explicatives sont du même ordre k  dans chacune des 1K   régressions, elles sont 

possiblement fortement corrélées car de fréquences similaires. Le Lasso permet donc l’estimation 

des coefficients 
(2)

jk  malgré cette possible corrélation, en procédant à une sélection des variables. 
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Comme il est expliqué dans l’introduction, il y a souvent un temps de latence entre une 

variable explicative et la réponse. Ainsi, il est probable que les IMFs [ ]jkc t  doivent être décalées 

de jkl  jours avant de les intégrer dans le modèle de régression, afin de bien représenter leur 

influence sur la réponse. Le décalage jkl  de chaque IMF est celui qui maximise la fonction de 

corrélation croisée entre l’IMF [ ]jkc t  et la réponse (p.ex. chapitre 11 de Cryer et Chan, 2008). 

Notez qu’une contrainte est ajoutée sur le décalage jkl , l’obligeant à être inférieur à la période 

moyenne de [ ]jkc t . 

Toutes les IMFs [ ]jkc t  obtenues n’ont pas la même amplitude, celle-ci décroissant 

généralement quand l’ordre k  augmente (Wu et Huang, 2004). Il peut donc être difficile de 

comparer tous les coefficients (1)

jk  et (2)

jk . Pour faciliter la comparaison entre les coefficients, il 

est d’usage de calculer une mesure de sensibilité en standardisant les coefficients par l’écart-type 

de leurs variables explicatives. Dans le cas de la R-EMD, comme les modèles ont des séries 

oscillantes comme variables, cette sensibilité est obtenue en utilisant plutôt l’amplitude moyenne 

des IMFs, c.-à-d. 

 ( ) ( )m m

jk jk jkS A  ,   1,2m     (8) 

où jkA  est l’amplitude crête-à-crête de l’IMF [ ]jkc t . La sensibilité ( )m

jkS  représente ainsi 

l’amplitude des variations de la réponse induites par l’IMF [ ]jkc t , comme illustré sur la Figure 3. 
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Figure 3 : Interprétation du critère de sensibilité introduit pour la R-EMD. Le calcul est 

identique pour la R-EMD2, mais dans la figure [ ]y t  est à remplacer par [ ]Ykc t .  

 

3.3. Adaptation de la régression fonctionnelle à l’épidémiologie environnementale 

Toute analyse de données fonctionnelle contient au minimum deux étapes :  

1) L’obtention des données fonctionnelles par lissage à partir de la série de données 

observées; 

2) L’application de la méthode fonctionnelle d’intérêt (ici la régression) sur les données 

fonctionnelles obtenues à la première étape. 

La première étape consiste en un découpage de la série [ ]x t  (  1,...,t n ) en un ensemble 

de N  sous-séries représentant la même période T  (comme illustré dans la Figure 1), dont 

chacune est transformée en donnée fonctionnelle ( )ix t  où cette fois t T  et 1,...,i N . Afin 

d’obtenir des courbes continues, les données fonctionnelles sont exprimées : 

 
1

( ) ( )
K

i k k

k

x t c t


   (9) 
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où les ( )k t  ( 1,...,k K ) sont des fonctions de base connues analytiquement, typiquement des 

bases B-spline ou des bases de Fourier. Ainsi, l’obtention des données fonctionnelles consiste en 

l’estimation des coefficients kc , ce qui se fait par moindres carrés pénalisés (Ramsay et 

Silverman, 2005, chapitre 5), de manière similaire à la régression Ridge.  

Le découpage de la série dépend des données et de l’objectif de l’analyse, mais dans le 

cas de l’épidémiologie environnementale, deux découpages semblent naturels : le découpage 

quotidien ( [0;24]T   où l’unité correspond à une heure) et le découpage annuel ( [0;365]T   où 

l’unité correspond au jour). Le découpage quotidien représente le cycle jour/nuit de la variable 

considérée (p. ex. température) qui peut avoir une influence sur la santé humaine (p. ex. 

Vutcovici et al., 2013). Le découpage annuel est le plus évident à cause de la périodicité annuelle 

des variables environnementales. Ainsi, une donnée fonctionnelle ( )ix t  représente une année de 

la variable considérée (p. ex. température, humidité), ce qui permet d’avoir un jeu de données 

stationnaires car la saisonnalité est contenue dans ( )ix t . 

De nombreuses modélisations de la relation entre la santé et l’environnement sont 

possibles grâce à la régression fonctionnelle, mais l’article [A3] en propose deux basées 

respectivement sur les découpages quotidiens et annuels. Dans le premier cas, comme les 

variables sanitaires sont rarement disponibles avec un pas de temps plus faible qu’une journée, il 

est proposé d’utiliser la RFS pour exprimer le nombre de cas quotidien (de l’issue sanitaire 

considérée) en fonction des variations d’une variable explicative au sein d’une journée. Le 

modèle s’exprime ainsi : 

 
24

0 1 1
0

ln( ) ( ) ( ) ( )i i iy s i x t t dt        (10) 
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où iy  est le nombre de cas au jour i , 1( )ix t  est la courbe de la variable explicative 

environnementale du jour précédent, 1( )t  est le coefficient fonctionnel de régression indiquant 

l’effet de 1( )ix t  sur iy  à chaque instant [0;24]t  heures, ( )s i  est une fonction lisse du temps 

pour prendre en compte la saisonnalité et la tendance de iy , et 0  est l’ordonnée à l’origine du 

modèle. Le logarithme naturel est utilisé pour la réponse car les issues sanitaires suivent 

généralement une loi de Poisson (Schwartz et al., 1996), ce qui se vérifie sur les données de 

mortalité utilisées dans la présente thèse. Le modèle (10) permet ainsi l’explication du lien entre 

une variable environnementale et la santé à très court terme, ce qui est d’intérêt notamment pour 

comprendre l’impact sanitaire des vagues de chaleur en été. 

La deuxième modélisation proposée se base sur des données fonctionnelles annuelles, afin 

de modéliser l’évolution annuelle du lien entre une issue sanitaire et une variable explicative 

environnementale. Dans cette modélisation, la réponse est également fonctionnelle et la 

régression utilisée est la RFF : 

 
0 1

60
( ) ( ) ( ) ( ) ( , ) ( )

t

i i i
t

y t s i t x u u t du t  


      (11) 

où ( )iy t  et ( )ix u  ( , [0;365]u t ) sont les courbes de la réponse et de la variable explicative de 

l’année i , 1( , )u t  est le coefficient fonctionnel (sous forme de surface car bidimensionnel) 

donnant l’effet de ( )ix u  sur ( )iy t , ( )s i  est une fonction lisse sur les années pour contrôler une 

éventuelle tendance, 0 ( )t  est la constante du modèle (correspondant à la courbe moyenne des 

( )iy t ), et ( )i t  est le résidu fonctionnel. Ce modèle est contraint pour n’expliquer ( )iy t  qu’en 

fonction de ( )ix u  où 60t u t   , c.-à-d. en fonction des 60 jours précédents, lesquels 

constituent une borne supérieure au temps de latence maximum reporté dans la littérature (qui est 
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de 40 jours, Peng et Dominici, 2008). Le modèle (11) permet ainsi de modéliser une issue 

sanitaire en fonction de l’historique d’une variable environnementale, comme dans le cas du 

DLM, mais également de modéliser l’évolution de cette relation au cours de l’année (car 1( , )u t  

dépend aussi de t ), alors que le DLM considère cette relation comme fixe.  

Les deux modèles (10) et (11) proposés se généralisent naturellement à plusieurs variables 

explicatives fonctionnelles grâce à la méthode d’estimation récente de Brockhaus et al. (2015). 

De plus, il est possible de rajouter des variables explicatives non fonctionnelles pour contrôler les 

variables potentiellement confondantes (p. ex. une variable dichotomique pour la fin de semaine). 

4. Applications réalisées 

Toutes les méthodes proposées dans la thèse ont été appliquées au lien entre les maladies 

cardiovasculaires et la météorologie au Québec. On présente ici une sélection des principaux 

résultats décrits dans les articles [A1;A2;A3]. Chacun de ces articles présente une application sur 

la relation entre température et mortalité car il s’agit du cas le plus simple et le plus courant . Seul 

l’article [A2] inclut également l’humidité comme variable explicative supplémentaire pour bien 

montrer que la méthodologie de R-EMD a été pensée dans un cadre de régression multiple. Des 

applications plus complètes et couvrant plusieurs cas (mortalité et morbidité pour les 

communautés métropolitaines de Québec et Montréal) ont été réalisées avec les deux première 

méthodologies dans des rapports pour l’Institut national de santé publique du Québec (INSPQ) 

[R1;R2]. Des applications non présentes dans l’article [A3] ont également été réalisées avec la 

régression fonctionnelle; elles sont jointes à l’annexe.  
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4.1. Données 

Les données utilisées dans les articles proviennent de la région métropolitaine de 

Montréal (CMM) qui comprend la ville de Montréal et ses banlieues (voir Figure 4). Il s’agit du 

plus grand et plus dense bassin de population au Québec ce qui permet d’avoir un grand nombre 

de cas de MCV dans une aire relativement restreinte pour laquelle la météorologie peut être 

considérée homogène (Chebana et al., 2012b). Différentes variables mesurées au sein de la CMM 

sont utilisées selon les applications. Elles sont résumées dans le Tableau 3. 

 

 

Figure 4 : Emplacement et carte de la communauté métropolitaine de Montréal. 

 

Les données sanitaires sont la mortalité [A2;A3] pour causes de MCV. Les MCV 

regroupent les maladies coronariennes (codes I20 à I25 dans la dixième version de la 

Classification internationale des maladies, CIM10, et codes 410-414 en CIM9 avant l’année 
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2000), l’insuffisance cardiaque (I50 dans la CIM10, 428 en CIM9) et les maladies vasculaires 

cérébrales (G45, H34.0, H34.1, I60, I61, I63 et I64 dans la CIM10, et 362.3, 430, 431, 434.x, 

435.x en CIM9). Les données sont fournies par l’INSPQ; elles étaient disponibles de 1981 à 2011 

au moment de la thèse et sont montrées dans la Figure 5a. 

Tableau 3 : Résumé des données utilisées dans chacune des applications présentées dans la 
thèse. 

Article Application Réponse 
Variable(s) 

explicative(s) 
Pas de temps Période 

[A1] 
Agrégation 

de la réponse 
Mortalité Température Quotidien 1981-2011 

[A2] R-EMD Mortalité 
Température, 

Humidité 
Quotidien 1981-2011 

[A3] RFS Mortalité Température 
Quotidien (Mortalité) / 

Horaire (Température) 
2007-2011 

[A3] RFF Mortalité Température Quotidien 1981-2011 

 

Les données météorologiques utilisées proviennent de deux sources différentes. Dans trois 

applications, elles sont quotidiennes de 1981 à 2011 et issues du portail de téléchargement 

Données Accès et Intégration (DAI) d’Environnement Canada. Ces données sont illustrées sur la 

Figure 5. Cependant, pour l’application de la RFS (le modèle exprimé par l’équation (10)), des 

données de températures horaires ont été nécessaires. Elles ont donc été fournies par le Ministère 

du Développement durable et de la Lutte contre les changements climatiques (MDDELCC) et 

sont disponibles de 2007 à 2011 inclusivement. Dans tous les cas, les données sont celles de 

multiples stations de mesure dispersées dans le territoire de la CMM, sur lesquelles une moyenne 

spatiale a été appliquée pour n’obtenir qu’une seule série de données (Giroux et al., 2013).  
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a) Mortalité pour cause de MCV 

 

b) Température quotidienne moyenne 

Figure 5 : Évolution temporelle des données de mortalité pour cause de MCV et de 

température de la communauté métropolitaine de 1981 à 2011. 
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4.2. Principaux résultats 

Cette section présente les principaux résultats obtenus pour les méthodologies proposées 

sur les données du Tableau 3. Tous les résultats sommaires ci-dessous sont montrés et discutés 

avec plus de détails dans les articles correspondant. 

4.2.1. Réponse agrégée 

Les résultats de l’article [A1] sont présentés en deux étapes. La première étape consiste à 

effectuer une comparaison d’un DLNM avec réponse agrégée à un DLNM classique. 

L’agrégation effectuée dans cette étape est la moyenne mobile centrée de 7 jours, comme 

Sarmento et al. (2011). Les DLNM sont ajustés selon le même schéma que Gasparrini et al. 

(2015). Les résultats montrent que la méthodologie de régression pour réponse agrégée s’ajuste 

mieux aux données que le DLNM classique ( 2 32%R   contre 22% pour le DLNM classique), 

mais qu’il n’y pas de gain concernant la prédiction de données. En termes d’interprétation, les 

surfaces obtenues montrent que les DLNMs avec réponse agrégée se concentrent sur la relation 

entre température et mortalité à plus long terme, alors que le DLNM classique se concentre 

davantage sur la relation à court terme. Ainsi, les DLNMs avec réponse agrégée mettent en 

exergue l’influence de l’hiver avec 5 à 10 jours de retard, alors que le modèle classique met plus 

en avant l’effet immédiat du froid (ainsi que de la chaleur estivale). Ceci s’explique par le fait 

que les hautes fréquences sont retirées de la réponse par le lissage. Cependant, il est à noter que 

les mêmes motifs ressortent lorsque l’on applique la méthodologie avec des tailles de fenêtre plus 

importantes, ce qui suggère qu’il y a un signal important en hiver avec une semaine de latence. 

Ce résultat est connu dans la littérature sur le sujet, mais l’utilisation de l’agrégation permet de le 

mettre en évidence et le modéliser. L’amélioration des performances explicatives indique 
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également que l’effet court terme pourrait être surestimé habituellement, ce qui est corrigé avec la 

méthode proposée ici.  

La deuxième étape des résultats est d’investiguer des agrégations différentes de la 

moyenne mobile, à savoir l’agrégation par noyau d’Epanechnikov et de Michels ainsi que le 

Loess. Les résultats montrent que le choix de l’agrégation influe peu sur les performances, à 

l’exception du Loess qui nécessite des tailles de fenêtre d’agrégation plus importantes que les 

autres méthodes pour obtenir des performances similaires. Cependant, la taille de fenêtre H  a 

une influence, car les meilleures performances (d’ajustement aux données notamment) sont 

réalisées pour des H  compris entre 3 et 7 jours. Ces résultats sont cohérents avec la littérature 

statistique qui met plus l’accent sur la choix de H  que du noyau (voir p. ex. Wand et Jones, 

1995). Ainsi, ce résultat de peu d’influence du noyau peut être considéré généralisable à d’autres 

problématiques. Il est cependant recommandé d’utiliser le noyau d’Epanechnikov qui permet, 

théoriquement, un ajustement optimal pour un H  donné et dont la forme représente bien 

l’évolution de l’effet d’une exposition sur la santé. 

4.2.2. Régression-EMD 

Dans l’article [A2], la R-EMD1 (6) et la R-EMD2 (7) sont toutes deux appliquées à 

l’influence de la température et de l’humidité sur la mortalité par MCV. Deux variables 

explicatives météorologiques sont utilisées conjointement dans cette application pour bien 

montrer que la R-EMD a été pensée pour un cadre de régression multiple. Afin de présenter les 

résultats sous une forme compacte, le Tableau 4 montre les sensibilités ( )m

jkS  obtenues dans 

l’application, mettant en exergue celles qui sont considérées significativement différentes de zéro. 
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Tableau 4 : Sensibilités obtenues par application de la R-EMD. Les valeurs en rouge sont 

significativement différentes de zéro à 95%, c.-à-d. que l’intervalle de confiance calculé par 
bootstrap ne contient pas la valeur zéro. 

Ordre k  
Période 

moyenne 

Sensibilités ( )m

jkS  

Température Humidité 

R-EMD1 R-EMD2 R-EMD1 R-EMD2 

1 3 jours 0.00 0.21 0.13 0.18 

2 5 jours 0.00 0.16 0.12 0.11 

3 9 jours 0.00 0.00 -0.14 0.00 

4 16 jours 0.00 0.16 -0.04 -0.18 

5 1 mois 0.00 0.00 -0.16 -0.25 

6 2 mois 0.00 0.00 -0.20 -0.22 

7 3 mois -0.20 -0.43 -0.01 -0.12 

8 6 mois -0.29 -0.63 0.09 0.35 

9 1 an -4.48 -4.22 0.00 0.00 

10 2 ans 0.00 0.00 0.00 -0.12 

11 4 ans 0.00 -0.42 0.00 -0.22 

12 9 ans 0.00 0.00 0.00 0.35 

13 25 ans - 0.07 - 0.66 

r  - -4.16 -9.05 0.00 -4.6 

 

Les sensibilités (1)

jkS  de la R-EMD1 et (2)

jkS  de la R-EMD2 sont relativement cohérentes 

les unes avec les autres dans la mesure où les IMFs significatifs dans la R-EMD1 le sont aussi 

dans la R-EMD2, et ce avec des sensibilités d’amplitude similaires, avec la seule exception de 

l’IMF d’humidité de période 9 jours. La principale différence est que les résultats de la R-EMD2 

sont plus détaillés que ceux de la R-EMD1, avec plus d’IMFs significatifs, notamment les IMFs 

d’humidité d’échelle pluriannuelle.  

Les résultats mettent en perspective l’influence de la température et de l’humidité. La 

première agit principalement à une échelle comprise entre 3 mois et 1 an de périodicité, avec une 

sensibilité fortement négative. Les sensibilités (2)

;9 4.48TempS    et 
(2)

;9 4.22TempS     indiquent qu’à 

cause du froid, l’hiver compte chaque jour un peu plus de 4 décès de plus que l’été. Les 

sensibilités (m)

;Temp rS  de la tendance de températures sont également très importantes, suggérant une 
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forte association entre la hausse des températures moyennes (les changements climatiques) et la 

baisse de la mortalité observée (une baisse supérieure à 4 décès par jours entre 1981 et 2011). Ce 

résultat est cependant atténué par le fait que la baisse de mortalité s’explique en partie par 

l’arrivée de nouveaux traitements (Luepker, 2011), ce qui est difficile à intégrer comme 

confondant dans un modèle en raison de l’absence de données à ce sujet dans les fichiers médico-

administratifs. 

L’humidité semble plutôt agir à une échelle comprise entre 2 semaines et 3 mois. Les 

sensibilités significatives sont toutes négatives, indiquant que des périodes sèches peuvent 

résulter en une augmentation de la mortalité, en particulier au printemps et à l’automne. En 

ajoutant les sensibilités correspondantes (cf. Tableau 4), les résultats indique un excès de 

mortalité pendant ces périodes sèches, compris entre 0.34 décès par jours (ou 1 décès tous les 

trois jours) selon la R-EMD1 et 0.77 décès par jours selon la R-EMD2. En effet, les IMFs 

d’humidité avec des sensibilités ( )

;

m

Hum kS  significatives ont une amplitude plus importante pendant 

ces saisons. Les périodes sèches semblent donc avoir une plus grande influence sur la mortalité 

par MCV pendant les périodes de transition entre l’hiver et l’été. 

 Après l’interprétation des résultats, une comparaison de la R-EMD est réalisée avec les 

GAM et DLNM qui sont les deux modèles les plus populaires en épidémiologie 

environnementale. Il est montré que les modèles de R-EMD ont un grand pouvoir explicatif et 

prédictif. En effet, ils montrent des valeurs de 
2R  de 26 et 28 % alors de que les GAM et DLNM 

montrent des valeurs à 10 et 17 % respectivement. De plus, l’erreur de prédiction estimée par 

validation croisée est de 19 pour les deux modèles R-EMD alors qu’elle est de 23 et 21 pour les 

GAM et DLNM respectivement. Ces résultats peuvent être surprenant sachant que la R-EMD est 

linéaire au contraire des GAM et DLNM. Cependant, il est montré dans [A2] que la relation non 
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linéaire mise en lumière dans les GAM et DLNM est en fait linéaire par morceaux et représentée 

par plusieurs IMFs différentes.  

4.2.3. Régression fonctionnelle 

Deux applications visant à illustrer les avantages de la régression fonctionnelle sont 

réalisées dans [A3]. La première utilise la RFS pour expliquer le nombre quotidien de décès par 

MCV en fonction de la courbe de température de la journée précédente, comme exprimé dans 

l’équation (10). Ce modèle a été réalisé pour différents mois de l’année. Seule son application sur 

les mois d’été (juin, juillet et août) est toutefois présentée dans l’article (pour les autres périodes, 

voir l’annexe A). La courbe de température de la journée entière étant utilisée, ça permet 

d’inclure les températures quotidiennes moyennes, minimales et maximales. 

Les résultats montrent une influence positive de la courbe des températures pendant la 

matinée et pendant la soirée de la journée précédente, alors que l’influence est quasi nulle 

pendant l’après-midi. Ces résultats suggèrent que la mortalité estivale n’est pas causée par les 

chaleurs les plus intenses survenant l’après-midi, mais plutôt lorsque la température reste élevée 

pendant la matinée et la soirée. Cela met en évidence le fait que le corps a besoin de se reposer 

d’un stress thermique, ce qui n’est pas possible lorsque la chaleur reste élevée jour et nuit. Ce 

résultat est cohérent d’un point de vue physiologique (p. ex. Sawka et al., 2011) mais n’est 

habituellement pas visible sur les modèles d’épidémiologie environnementale. 

Le modèle de la première application ne peut pas être utilisé sur les données de l’année 

complète car la relation discutée ci-dessus n’est pas la même durant les autres saisons. Ainsi, la 

deuxième application utilise la RFF exprimée par l’équation (11) pour expliquer la relation entre 

la température et la mortalité à plus grande échelle et voir l’évolution de cette relation au cours de 

l’année.  
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La surface ˆ( , )u t  estimée montre une relation principalement négative au cours de 

l’année, montrant un effet du froid principalement. Cet effet est particulièrement fort durant le 

printemps et l’automne, c.-à-d. des périodes de l’année pendant lesquelles la population est moins 

préparée aux grands froids. De plus, la relation trouvée avec la température à la fin de l’hiver 

(février) est nulle voire même positive avec un retard entre 2 semaines et un mois. Ce résultat 

suggère une adaptation de la population au froid au cours de l’hiver, froid qui a donc moins 

d’impact sur la santé à la fin de la saison. Ces aspects de la relation entre la température et la 

mortalité par MCV, qui ne sont pas mis en lumière dans les modèles habituels (p. ex. DLNM), 

montrent que les modèles fonctionnels sont capables de retranscrire l’adaptation physiologique de 

la population selon la saison. 

Les deux modèles décrits ci-dessus, sont finalement comparés à l’application d’un DLNM 

sur les mêmes données. La comparaison se fait grâce aux courbes annuelles de 
2R  et de l’erreur 

de prédiction par validation croisée calculées sur chaque jour de l’année. Les résultats montrent 

que le DLNM a une valeur de 
2R  plus élevée que les deux modèles fonctionnels sur quasiment 

toute l’année. Par contre, l’erreur de prédiction du DLNM est également plus élevée, et le RFS a 

l’erreur la plus basse sur l’été. Ainsi, la régression fonctionnelle ajuste moins bien les données 

quotidiennes qu’un DLNM, mais sont plus juste dans la prédiction de données non observées. 

D’un autre côté, les DLNM pourraient sur-ajuster les données. 
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5. Conclusion et perspectives 

Cette section conclut la synthèse en résumant le travail effectué, puis en mettant l’accent 

sur les apports scientifiques et les perspectives ouvertes par la thèse. 

5.1. Conclusion générale 

La compréhension du lien entre la santé humaine et l’environnement est très importante 

dans un contexte de changements climatiques afin d’anticiper l’évolution de cette relation dans le 

futur. Une bonne anticipation de cette évolution est cruciale pour favoriser l’adaptation à ces 

changements, en particulier pour mettre en place des alertes plus précises et donc diminuer les 

impacts néfastes de l’environnement sur la santé. Au niveau de la recherche, la compréhension du 

lien santé-environnement passe notamment par des méthodes statistiques, qui doivent rendre 

compte le plus fidèlement possible de la relation entre une issue sanitaire et une variable 

explicative environnementale. C’est dans cette perspective que la présente thèse s’inscrit en 

proposant différentes méthodes statistiques pour répondre à certaines difficultés liées aux 

méthodes usuellement utilisées en épidémiologie environnementale. Les méthodologies 

proposées reposent sur un prétraitement des données (agrégation, décomposition et 

transformation en données fonctionnelles) pour ensuite utiliser les données transformées dans des 

modèles de régression adaptés. 

D’abord, l’agrégation de la variable sanitaire est proposée pour tenir compte du bruit 

organisationnel dans les données sanitaires. Cette proposition donne suite à une méthodologie de 

régression applicable lorsque la variable réponse a été agrégée. Cette méthodologie se base 

notamment sur l’utilisation d’estimateurs de régression pour séries temporelles, afin de prendre 

en compte l’autocorrélation créée par l’agrégation. 
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Ensuite, en raison des saisonnalités et tendances importantes contenues dans les données 

sanitaires et environnementales, une méthode de régression-EMD est développée pour pouvoir 

étudier la relation d’intérêt à différentes échelles temporelles simultanément. Cette démarche se 

base sur une décomposition préliminaire des séries de données par EMD pour l’obtention de leurs 

IMFs. Une façon de prendre en compte les IMFs dans la régression est ensuite proposée, incluant 

notamment l’utilisation du Lasso pour sélectionner les IMFs importantes et d’un critère de 

sensibilité pour interpréter les résultats. 

Enfin, l’utilisation de la régression fonctionnelle est proposée pour le domaine de 

l’épidémiologie environnementale. En effet, la nature intrinsèquement continue des processus 

naturels étudiés rendent pertinente l’utilisation des modèles fonctionnels dans ce domaine. Ainsi, 

les applications de la régression fonctionnelle présentées, ouvrent la voie à l’utilisation de la 

statistique fonctionnelle en épidémiologie environnementale afin d’étendre la connaissance des 

relations entre la santé et l’environnement. 

Les méthodes de régression pour réponse agrégée et de R-EMD développées dans la 

présente thèse se veulent générales. Le but est de pouvoir les appliquer dans n’importe quel 

domaine lorsque les variables mises en relation ont des données se présentant sous forme de 

séries, comme les séries temporelles. Ainsi, les articles [A1] et [A2] visent à toucher un public de 

statisticiens appliqués et d’autres experts intéressés par les méthodes, notamment en santé et en 

environnement. Un package développé pour le logiciel R (R Core Team, 2015)  facilitera 

l’utilisation des méthodes qui y sont décrites et intégreras différents outils d’interprétation. 

Les méthodologies proposées sont illustrées plus spécifiquement par leur application au 

lien entre les MCV et la température (ainsi que l’humidité dans le cas de la R-EMD). Ces 

applications permettent de montrer comment interpréter les résultats des méthodologies et quels 
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en sont les avantages. Les applications sont également l’occasion de comparer les méthodologies 

proposées aux GAMs et aux DLNM qui sont des méthodes plus connues et plus souvent utilisées 

en épidémiologie environnementale. L’interprétation des résultats, ainsi que les comparaisons 

permettent de mettre en exergue les avantages des différentes méthodes proposées, et donc les 

innovations apportées par la thèse. 

5.2. Apports à la santé publique et la recherche 

Les applications des méthodologies décrites dans cette thèse ont apporté plusieurs 

éclairages intéressants pour la compréhension du lien entre la météorologie et les MCV et 

pouvant être utiles tant à la santé publique qu’à la recherche.  

L’application de l’agrégation de la réponse illustre très bien que l’influence des 

températures froides sur la mortalité cardiovasculaire se fait sur un plus long terme que des 

températures chaudes. À l’inverse, sans agrégation de la réponse, c’est l’influence à court terme 

des températures chaudes qui ressort. Cette nuance est importante à considérer lors de 

l’établissement des seuils d’alerte, ce qui n’est pas encore dans la pratique usuelle. 

Par une vision différente de la relation santé-environnement, La R-EMD a mis en 

évidence l’effet certain de l’humidité sur les MCV, notamment pendant les périodes sèches. De 

façon notable, elle permet aussi de relever l’importance de fortes variations d’humidité sur la 

mortalité cardiovasculaire, à l’instar des variations de température. En particulier dans les saisons 

de transition (printemps et automne), lesquelles constituent des périodes de l’année où la 

population est moins préparée à y faire face. Or, l’humidité est assez peu étudiée dans la 

littérature en santé environnementale et si elle l’est, c’est généralement en tant que variable 

potentiellement confondante (p. ex. Phung et al., 2016). L’inclure aux systèmes de surveillance et 
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de prévention des impacts sanitaires au climat constituerait aussi une avancée majeure qui 

pourrait améliorer la performance de tels systèmes. 

Cette influence particulière de la température pendant les saisons de transition se retrouve 

dans les résultats de l’application de la régression fonctionnelle, notamment la RFF. Les autres 

résultats importants apportés par la régression fonctionnelle sont le fait que la mortalité estivale 

survient lorsque la température reste élevée la nuit, et le fait que l’effet du froid s’atténue à la fin 

de l’hiver comparativement au début de la saison. Tous ces résultats retranscrivent en fait les 

mécanismes d’adaptation physiologique des populations par rapport à la météorologie ainsi que 

l’importance des périodes de repos pour l’organisme. 

Les avantages des travaux décrits dans cette thèse ne sont pas seulement en termes de 

résultats épidémiologiques mais aussi en termes de méthodes statistiques. En effet, l’article [A1] 

pose le problème de la régression lorsque la série de données réponse a été lissée. Une 

méthodologie est donc proposée pour y répondre, ce qui constitue un ajout à la littérature 

statistique (bien que le cas d'une agrégation augmentant le pas de temps a été étudié, p. ex. Tiao 

et Wei, 1976), légitime dans un contexte comme l’épidémiologie environnementale. Ainsi, un 

avantage annexe de cette étude pourrait être d’amener la problématique dans la littérature 

statistique théorique.  

Au-delà des nouveautés dans les résultats, la R-EMD propose une vision alternative des 

résultats. Dans la régression classique, les résultats sont interprétés au travers de la fonction de 

régression (ou des coefficients dans le cas linéaire) indiquant l’impact sur la réponse d’une 

augmentation d’une unité de la variable explicative. La R-EMD propose d’interpréter les résultats 

dans le domaine fréquentiel et permet de modéliser le fait qu’une baisse de température de 10°C 

(p. ex.) n’a pas nécessairement le même effet si elle est progressive ou soudaine. Si l’idée a déjà 
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été proposée (p. ex. Yang et al., 2011a), la méthodologie de R-EMD permet une application 

moins naïve avec l’utilisation de méthodes statistiques justifiées et performantes. 

L’évolution temporelle de la relation entre deux variables est ce qui justifie l’utilisation de 

la régression fonctionnelle en épidémiologie environnementale. Elle permet de modéliser le fait 

que la relation entre une variable environnementale et la santé n’est pas fixe mais dépend du 

moment de la journée ou de la saison par exemple. Cet aspect permet de prendre en compte 

l’adaptation physiologique, comme indiqué ci-dessus. Si les aspects d’adaptation des populations 

sont discutés dans la littérature (p. ex. Kinney et al., 2012; Liu et al., 2015), ils ne sont pas 

retranscrits dans les modèles classiques. Or, l’adaptation physiologique est un aspect important à 

prendre en compte pour mettre en place des alertes efficaces. Il s’agit donc d’un avantage 

important apporté par la régression fonctionnelle. 

5.3. Perspectives 

Les perspectives sont nombreuses pour chacune des parties de la thèse, tant sur le plan 

méthodologique que pratique. En effet, les méthodologies développées dans la présente thèse 

sont des combinaisons de méthodes statistiques existantes, mais il peut être d’intérêt de 

développer des méthodes théoriques spécifiquement pour les problèmes soulevés au cours de la 

thèse. Dans la conclusion de [A1], il est précisé que la méthode d’estimation par maximum de 

vraisemblance ne permet pas l’utilisation de méthodes complexes pour la régression telles que le 

Lasso, la régression Ridge ou encore une méthode non linéaire. Ainsi, il est important de 

développer des versions de ces méthodes prenant en compte des structures de dépendance 

temporelle dans les résidus de la régression. On peut d’ores et déjà noter les travaux d’Alkhamisi 

(2010), qui propose des estimateurs pour le cas où les résidus suivent au processus autorégressif 

d’ordre 1, mais plus de recherches sont nécessaires. De plus, la régression pour réponses agrégées 
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proposée se fait en deux temps, avec le lissage dans un premier temps et la régression dans un 

deuxième temps. Une perspective pourrait donc être d’estimer conjointement les paramètres de 

lissage et la régression en fonction des prédicteurs. 

La méthodologie R-EMD montre également une limite importante, soit la gestion des 

retards entre le prédicteur et la réponse. En effet, le retard est en réalité souvent distribué alors 

que la R-EMD considère un retard simple. Le problème est que ce type de modèles est peu 

performant dès que plusieurs prédicteurs sont utilisés, ce qui rend impossible l’utilisation d’un 

grand nombre d’IMFs. Une perspective peut donc être dans le développement d’un hybride entre 

DLM (ou DLNM) et Lasso.  

Les perspectives les plus grandes font suite à l’introduction de la régression fonctionnelle 

en épidémiologie environnementale, ouvrant la porte à de nombreuses applications potentielles. 

Notamment, si la RFS et la RFF ont été discutées, la régression avec réponse fonctionnelle et 

prédicteur scalaire peut-être d’intérêt dans le domaine, pour exprimer la forme de la courbe de 

mortalité ou de morbidité en fonction de catégories telles que la saison, les jours de semaine la 

zone climatique, etc… Des travaux plus théoriques sur la statistique fonctionnelle sont 

nécessaires, notamment au niveau de l’inférence pour développer des tests permettant de 

déterminer si un prédicteur peut être considéré comme agissant significativement sur l’issue 

sanitaire d’intérêt. 

Enfin, en termes pratiques, il est nécessaire d’appliquer les méthodes développées et 

discutées dans la présente thèse à différents cas d’études, que ce soit en épidémiologie 

environnementale ou dans d’autres domaines. Pour l’épidémiologie environnementale, on peut 

notamment citer les maladies respiratoires et l’influenza pour les issues sanitaires, mais aussi les 

polluants atmosphériques pour les prédicteurs environnementaux.  
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Résumé 

De nombreux domaines de recherches utilisent des données sous forme de séries 

temporelles dans les analyses par régression. De telles données sont souvent multi-échelle et non-

stationnaires, ce qui mène à des résultats peu précis et donc moins fiables. Afin de répondre à 

cette problématique, le présent article présente une méthodologie de régression-EMD qui consiste 

en l’application de l’algorithme EMD aux séries de données pour utiliser les composantes en 

résultant dans un modèle de régression. En plus de prendre la problématique de non-stationnarité 

en compte, la méthodologie proposée agit comme un scan de la relation entre des prédicteurs et la 

réponse à différentes échelles temporelles, montrant ainsi différents aspects de la relation. À des 

fins d’illustration, la méthodologie est appliquée à l’étude de l’effet de la température sur la 

mortalité par maladie cardiovasculaire de la communauté métropolitaine de Montréal, Canada. 

Cette application met en évidence de nouvelles caractéristiques de la relation et montre de 

meilleures performances de la régression-EMD par rapport aux modèles additifs généralisés et 

aux modèles non-linéaires à effet retardé distribué. La régression-EMD proposée est générale et 

peut-être considérée dans de nombreuses applications. Elle permet de rendre compte des résultats 

en termes d’échelle temporelle. 
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Abstract 

In many research fields and applications, regression analyses are often performed using 

time series data. Such data are often multi-scale and non-stationary, leading to a poor accuracy of 

the resulting regression models and therefore to less reliable results. To manage this issue, the 

present paper introduces the EMD-regression methodology consisting in applying the empirical 

mode decomposition (EMD) algorithm on data series and then using the resulting components in 

regression models. The proposed methodology accounts of the issues of non-stationarity of the 

data series. In addition, this approach acts as a scan of the relationship between a response and 

the predictors at different time scales, providing new insights about this relationship. To illustrate 

the methodology, it is applied to the problem of weather-related cardiovascular mortality in 

Montreal, Canada. This application outlines new features in the relationship and shows that 

EMD-regression outperforms generalized additive models and distributed lag models in this 

application. The proposed EMD-regression is general and can be considered in a variety of 

situations and applications to provide new insights. It allows communicate in terms of time scale 

effects and results in an increase of the explained proportion of mortality compared to classical 

methods. 
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1. Introduction 

Climate change adaptation is a major public health challenge of the forthcoming decades 

since its impact on human health is already observed (Patz et al., 2014). Since climate change 

will result in a modification of many environmental variables, addressing the climate change 

challenge necessitates a clear understanding of how these variables affect human health. 

Therefore, there is an increasing literature assessing the effect of environmental exposures on 

some health issue through statistical models. Environmental exposures include, for instance, 

atmospheric pollutants (e.g. Martins et al., 2006; Kan et al., 2010) and weather variables (e.g. 

Keatinge, 2002; Anderson et Bell, 2009; Bassil et al., 2009; Gasparrini et Armstrong, 2011) 

while the health issue is either general mortality or morbidity (e.g. Peng et al., 2006; Yu et al., 

2012), either specific diseases such as respiratory illnesses (e.g. Qiu et al., 2012) or 

cardiovascular diseases (e.g. Braga et al., 2002; Houck et al., 2005; Törő et al., 2010; Huang et 

al., 2012).  

The natural way to model the effect of environmental exposure on a health issue is 

through regression analysis. The data used are often measures of the exposures (e.g. measures of 

ozone level) at regular time intervals (often daily) and a quantity of death or hospitalization cases 

during the same interval. Hence, such data are under the form of time series, which causes 

accuracy issues in the regression parameters estimation (Granger et Newbold, 1974). Indeed, 

natural data, as well as health data, are often non-stationary (i.e. the moments vary with time) and 

some dominant patterns in time series (such as annual cycles) create a large amount of 

multicollinearity in the exposure time series when several covariates are considered. In a 

regression analysis, if the model does not take account of this issue, it can lead to an increase in 

the variability of parameter estimates, making the final result less reliable. Furthermore, this 
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increases the chances of making wrong conclusions concerning whether or not a predictor 

influences the response (i.e. the so-called "spurious regression" issue, see Granger et Newbold, 

1974; Phillips, 1986). In the time series literature, the usual methods to solve the non-stationarity 

issue are to remove the trend and the seasonality from the series, to apply a difference operator to 

the series, or to add a “time variable” to the regression model (especially in the field of 

environmental epidemiology). However, performing one of these operations means focusing on 

short time scales while we might also be interested by all the scales (Peng et Dominici, 2008; 

Burr et al., 2015), especially in times of climate change.  

The problematic exposed above comes from the fact that processes as complex as climate 

or diseases spreading are multiscale, meaning that number of natural time scales are embedded in 

the data. The weather is an especially good example since a lot of different cycles can be 

identified such as the daily cycle, the annual cycle, some longer climate cycles etc… Hence, it is 

relevant to consider several time scales by decomposing the time series in basic oscillating 

components (Kelsall et al., 1999). In the environmental epidemiology literature, it has been 

considered by Schwartz (2000b) as well as Dominici et al. (2003) in the context of regression. In 

these two papers, the decomposition is respectively achieved with the seasonal-trend using Loess 

(STL) algorithm (Cleveland et al., 1990) and the discrete Fourier transform (DFT, Cooley et al., 

1969). Note that time series decomposition can also be achieved using the discrete wavelet 

transform (DWT, Daubechies, 1992) such as performed by some authors in the hydrologic 

literature (Kucuk et Agiralioglu, 2006; Kişi, 2009). However, all these methods lack practical 

flexibility and objectivity since it is necessary to fix the time scales of interest in the STL 

algorithm, as well as for the DFT and the DWT. Another drawback of all these studies is that 

they did not address the issue of including several predictors in the models. This must be 
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addressed because many factors can impact the human health and a single predictor seems too 

simplistic.  

In the present paper, we propose to entirely let the data tell us what are the time scales to 

consider. This goal can be achieved by decomposing time series into data-driven basic oscillating 

components called intrinsic mode functions (IMFs) using the empirical mode decomposition 

algorithm (EMD, Huang et al., 1998). Unlike the components resulting from the DFT and DWT, 

the individual IMFs are flexible enough to catch small irregularities in the series, resulting in a 

complete decomposition with a limited number of components, while other methods such as the 

DFT and DWT need a high number of components to represent irregular series (Flandrin et al., 

2004b). Since the IMFs represent separate frequency bands, they are orthogonal to each other and 

few variations of their moments. All these attractive features make EMD the perfect tool for 

modelling the time-frequency of natural processes (see Huang et al., 2008 for several examples). 

 The EMD method has received an increasing interest in the literature and has been 

extensively studied in order to increase its applicability by assessing its properties (e.g. Flandrin 

et al., 2004b; Haiyong et Qiang, 2006; Rato et al., 2008) and improving the algorithm (e.g. 

Junsheng et al., 2006; Rilling et al., 2007; Wu et Huang, 2009). Moreover, EMD has been 

applied in very different fields such as oceanography (Huang et al., 1999), climatology (Lee et 

Ouarda, 2011; Lee et Ouarda, 2012), hydrology (Lee et Ouarda, 2010; Durocher et al., 2015; 

Ghouse et al., 2015), seismology (Loh et al., 2001) and econometrics (Zhang et al., 2008). 

However, the method is little known in epidemiology in spite of recent work (Yang et al., 2010; 

2011a; 2013; Xie et al., 2014).  

The present paper aims at proposing a general EMD-regression (EMD-R) methodology, 

which can be used in any regression analysis where data are time series. In this methodology 
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some or all of the time series data are decomposed through EMD and the resulting IMFs are used 

in a regression model. Moreover, since the entirety of time scales may not be relevant to 

understand the effect of interest, we use the Lasso (Tibshirani, 1996) as a variable selection 

method in order to discard irrelevant IMFs from the model. The model is performed according to 

two designs: i) only the predictor(s) are decomposed in order to model the most important scales 

of influence and ii) both the predictor(s) and the response are decomposed in order to look at the 

effect of the exposure with more details. The second design is expected to improve the 

explicative power of the model to better understand the effect of interest. The details of the 

methodology are presented in section 2. To illustrate its properties and strengths, EMD-R is then 

applied to the public health problem of weather-related cardiovascular diseases (CVD) mortality 

in the Greater Montreal region (Canada) from 1981 to 2011. The data and results are presented in 

section 3. The obtained results are discussed in section 4 along with a comparison with common 

regression models in environmental epidemiology, and finally section 5 concludes. 

2. EMD-regression (EMD-R) 

The EMD-regression methodology aims at explaining the effect of covariates jX  on a 

response Y  by: 1) decomposing the time series using EMD and 2) using the IMFs as new 

variables in a sparse regression model, namely the Lasso. Two designs are considered: 1) only the 

covariate(s) jX  are decomposed and their IMFs are used to explain the original response series 

(EMD-R1) and 2) both the covariate(s) jX  and the response Y  are decomposed and each IMF 

from Y  is the response of its own regression model (EMD-R2), similarly to multivariate 

regression models (e.g. Mardia et al., 1979). The whole methodology is summarized in Figure 

2.1. 
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Figure 2.1: EMD-regression (EMD-R) methodology summary. 
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2.1. Background 

2.1.1. Empirical mode decomposition (EMD) 

The EMD algorithm (Huang et al., 1998) has been introduced in order to identify a series 

( )X t  oscillation modes ( )kC t  without making any a priori assumption on the shape of these 

oscillations. This is achieved by decomposing the series such as  

 
1

( ) ( ) ( )
K

k

k

X t C t r t


    (16) 

where the ( )kC t  ( 1,..., )k K  are intrinsic mode functions (IMFs), i.e. series oscillating around 

the zero line with symmetric upper and lower envelopes (Huang et al., 1998). This definition of 

IMFs allows the ( )kC t s to have meaningful physical interpretation while still representing 

separate frequency bands. 

The IMFs ( )kC t  are obtained iteratively, by extracting them from the data beginning with 

the smallest periodicity to the largest, through a sifting process. The sifting process consists in 

three steps: 1) obtain the upper and lower envelopes ( )u t  and ( )l t  of the data series ( )X t  by 

respectively connecting the local maxima and minima through a cubic spline in order to compute 

their mean  ( ) ( ) ( ) 2m t u t l t  , 2) subtract this mean ( )m t  to ( )X t  to obtain the first IMF 

prototype 1( ) ( ) ( )h t X t m t   and 3) repeat the steps 1 and 2 on 1( )h t  until obtaining a prototype 

( )lh t  which corresponds to an IMF, according to some chosen stopping criterion (for different 

stopping criteria, see Rilling et al., 2003; Huang et Wu, 2008). The prototype ( )lh t  is then the 

first IMF 1( )C t  and the whole sifting process is performed again on the residue 
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1 1( ) ( ) ( )r t X t C t   to obtain 2 ( )C t , then on 2 1 2( ) ( ) ( )r t r t C t   and then again until obtaining a 

monotonic residue ( )Kr t . ( )Kr t  is then considered as the trend of the signal. 

When jointly considering 1p   variables, it is useful to obtain the IMFs with the 

multivariate EMD (MEMD, Rehman et Mandic, 2010). It allows to obtain the exact same number 

of IMFs for each variable, and to obtain mode alignment, i.e. two IMFs of the same order from 

different variables have similar frequency bands (Rehman et al., 2013). The MEMD algorithm 

works by making a large number of univariate projections of the multivariate series. The 

envelopes of univariate projections are computed as in the univariate EMD and form together a 

multidimensional envelope from which a mean can be computed and subtracted from the series 

(Rilling et al., 2007). Apart from the envelope computation, the MEMD algorithm is identical to 

the EMD algorithm. 

Finally, to avoid mode mixing (i.e. the mixing of very different frequency bands inside 

one IMF, Huang et al., 1999), we use the noise-assisted ensemble methods originally developed 

by Wu et Huang (2009) for the univariate EMD and later extended by Rehman et Mandic (2011) 

to the multivariate case (NA-MEMD). The NA-MEMD algorithm adds one or several white 

noise variables to the multivariate signal in order to make MEMD acting as dyadic filter. Once 

the MEMD has been performed, the dimensions corresponding to the noises in the resulting 

multivariate IMFs are discarded. The NA-MEMD is used in the EMD-R but, for simplicity, it is 

still referred as EMD throughout the paper. 

2.1.2. The Lasso 

The Lasso (for least absolute shrinkage and selection operator, Tibshirani, 1996) is a 

shrinkage method performing a variable selection while fitting the regression model 
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1

p

j j

j

Y X 


  . Instead of the ordinary least squares (OLS), the Lasso fits the model through 

the minimization of the penalized criterion 

 
1 1 1

ˆ arg min
p pn

i j j j

i j j

y X


   
  

   
    

   
     (17) 

where   is a tuning parameter controlling the severity of the penalization. The greater   is, the 

lower the number of covariates jX  remaining in the model at the end is. In practice,   is 

automatically chosen through cross-validation (for details, see Friedman et al., 2009). Note that 

the Lasso can also be fit with when the response is not Gaussian, similarly to generalized linear 

models (Park et Hastie, 2007; Friedman et al., 2010). 

Note that generically, theoretical standard error computation does not exist for Lasso 

estimates of the j s (Lockhart et al., 2014). In practice it is always useful to compute quantities 

such as p-values or confidence intervals for the estimates, which are based on these standard 

errors. Thus, to reach this goal, it is necessary to use nonparametric methods. In particular, the 

bootstrap allows the estimation of a distribution for the j s estimates (Chatterjee et Lahiri, 

2011). This aspect is discussed with great details in the chapter 6 of Hastie et al. (2015). Note 

that, since the data used in EMD-R are time series, it is necessary to use a block bootstrap method 

(Lahiri, 1999) to account for the dependence structure of data. 

2.2. EMD-regression presentation 

As stated in the introduction of this section, the EMD-R methodology contains two 

designs. In the EMD-R1 design, only the predictors ( )jX t  are decomposed and their IMFs 

(1) ( )jkC t  are used to explain the original response series ( )Y t : 



89 

 

 (1) (1) (1) (1)

1 1

( ) ( ) ( ) ( )
p K

jk jk jr jK

j k

Y t C t r t t  
 

 
   

 
    (18) 

EMD-R1 is similar as the study of Yang et al. (2011b) and is meant to give an overall view of the 

relationship.  

The EMD-R2 design is meant to be more accurate and to give additional insights of the 

relationship at scales with low energy, which are hidden in the original series. In the EMD-R2 

design, both the predictors ( )jX t  and the response ( )Y t  are decomposed, leading to the models 

 
(2) (2) (2)

1

( ) ( ) ( )
p

Yk jk jk k

j

C t C t t 


   for 1,...,k K   (19) 

and the model 
(2) (2) (2)

1

( ) ( ) ( )
p

YK jr jK r

j

r t r t t 


  . This design is similar to Hu et Si (2013). Since 

EMD is a complete decomposition (i.e there is not any loss of information in the EMD process), 

a prediction of  Y t  can be obtained with EMD-R2 by summing the predictions of the models in 

(19), i.e.   (2) (2)

1

ˆˆ ˆ( ) ( )
K

Yk YK

k

Y t C t r t


  . Note that the of the MEMD allows the number of IMFs K  to 

be constant for all the covariates in both designs (18) and (19), but that the predictor’s IMFs jkC  

can be slightly different in EMD-R1 and EMD-R2, depending whether the response ( )Y t  is one 

of the decomposed variables or not. 

In many applications with time-related data, there may be a lag between an exposure and 

its response. Thus, in both EMD-R1 and EMD-R2, the predictors IMFs jkC  may have to be 

lagged before inclusion in the regression model. The optimal lag should be chosen by 

maximizing the (absolute) cross-correlation function (CCF) between jkC  and the appropriate 
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response (Shumway et Stoffer, 2000). Note that we constrain the lag to be lower than the mean 

period (defined as the mean interval between two maxima, Wu et Huang, 2004) of the 

corresponding IMF kjC .  

It is expected that the variance (or energy) of the IMFs decreases with the frequency (Wu 

et Huang, 2004). Thus, it may not be convenient to compare directly the 
jk  estimates. A more 

meaningful quantity to interpret the results is what we hereafter call the sensitivity 
jkS . The 

sensitivity is the estimated coefficient ˆ
jk  standardized by the mean peak-to-peak amplitude 

jkA  

of 
jkC , i.e. 

 ˆ
jk jk jkS A    (20) 

The mean peak-to-peak amplitude 
jkA  is used instead of the more traditional standard deviation 

because of the oscillating nature of 
jkC . Hence, 

jkS  actually indicates the difference 
jkC  makes 

in the response when going from a minimum to a maximum. This quantity is useful to 

immediately see which oscillating modes mostly influence the response. 

3. Application to weather-related cardiovascular mortality 

Among the potentially harmful consequences of climate change, is expected an increase 

of weather-related mortality. Cardiovascular diseases (CVD) are among the most affected 

diseases since it has already been observed an impact of extreme weather (e.g. Braga et al., 2002; 

Bustinza et al., 2013). Indeed, CVD are already the main cause of mortality in Canada and could 

represent an increasing burden on the Canadian public health system in future years (Wielgosz et 

al., 2009). Therefore, it is important to well understand the impact of weather on CVD, in order 

to organize more efficiently adaptation strategies to reduce climate change harmful effects. To 
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help achieve this purpose, EMD-R is hereby applied to the issue of weather-related 

cardiovascular mortality in the city of Montreal (Canada). The first sub-section introduces the 

data and the second presents the results. 

3.1. Data 

The data used are from the Greater Montreal area (geographical location shown on Figure 

2.2). This area is the densest population basin of the province of Quebec, allowing enough CVD 

death cases in a relatively small area. This allows the model to be relevant since the weather can 

be considered homogeneous inside this small and flat area. 

In the present application, the response series ( Y ) is the mortality (M) series, i.e. the daily 

number of CVD deaths from 1981 to 2011 included (a total of 11322n   days). CVD includes 

ischaemic heart diseases (I20-I25 in the tenth version of the international classification of 

diseases, ICD-10), heart failure (I50 in the ICD-10), cerebrovascular disease and Transient 

cerebral ischaemic attacks (G45, H34.0, H34.1, I60, I61, I63 and I64 in the ICD-10).  
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Figure 2.2: Map and location of the study region, i.e. the greater Montreal in the province of 
Quebec, Canada. 

 

The predictor series ( jX s) are daily weather variables in the same days as the CVD 

deaths data. To illustrate the fact that the EMD-R methodology can be applied when several 

predictors are considered, temperatures (T) and relative humidity (H) are chosen in the present 

application. Temperatures represent the most studied predictor in environmental epidemiology 

(Gasparrini et al., 2015) and humidity is also sometimes considered as a predictor (Schwartz et 

al., 2004) or as a confounder (Yang et al., 2015; Phung et al., 2016). Weather data series are 

measured from many stations spread over the Greater Montreal area. However, in order to have 

only one time series for each predictor, the spatial mean is computed on the values of all the 

stations. Note that, in a previous study, weighted kriging was considered instead of spatial mean, 

but it has been concluded that it did not improve the models (Giroux et al., 2013). 
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3.2. Results 

The present section shows the results obtained by applying the EMD-R models described 

in section 2.2 on the data introduced in section 3.1. For interpretation purposes, in the following 

an IMF is denoted by 
( )

 

m

X fC  for a given variable X  (i.e. M, T or H respectively for mortality, 

temperature and humidity), f is its mean periodicity in days and m  represents the model ( 1m   

means that we are in the EMD-R1 context and 2m   represents the EMD-R2). The mean 

periodicity f, computed as the mean difference between two successive peaks in the IMF (Wu et 

Huang, 2004), is more useful than the order j for interpretation (although the two are related since 

the order j increases with the periodicity f). For instance, 
(1)

365TC  is the temperature IMF 

representing the annual cycle (i.e. a periodicity of 365 days) used in the EMD-R1 model. This 

change in notation also impacts the quantities associated to the IMFs such as the amplitudes, 

regression coefficients and sensitivities now respectively denoted 
( )

 

m

X fA , 
( )

 

m

X f  and 
( )

 

m

X fS .  

For the present application, the parameters of the NA-MEMD are set according to the 

advices of Rehman et al. (2013). The stopping criterion for the sifting process is the one of 

Rilling et al. (2003) and two white noise variables with a variance equal to 10% the variance of 

the data are added to perform NA-MEMD. The number of projections for computing the 

multidimensional envelopes is set to 128. 

3.2.1. Interpreting the results 

To give an example of EMD decomposition, Figure 2.3 shows the temperature IMFs 
(1)

 T fC  

obtained to use as predictors in the EMD-R1 model. It can be seen that the frequency of each 

IMF is indeed regular but that the amplitude may vary inside one IMF. Figure 2.3 confirms that 

EMD results in components that can be interpreted, since the extremely regular annual cycle as 
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well as the increasing trend induced by climate change, are well represented. The IMFs shown in 

Figure 2.3, along with the humidity IMFs (1)

 H fC  are then the predictors of the EMD-R1 model. 

 

 

Figure 2.3: Temperatures IMFs 
(2)

TfC  by the MEMD on the trivariate signal where the 

variables are cardiovascular mortality, temperatures and humidity, for the EMD-R2 model. 

 

The sensitivities 
( )

 

m

X fS  estimated by the EMD-R1 and EMD-R2 models (18) and (19) are 

shown in Figure 2.4 along with 95% confidence intervals (CI) computed through 500 moving-
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block bootstrap replications. Note that, the “one standard error rule” in cross-validation for 

choosing the parameter   in (17) has been used in the case of EMD-R1 (e.g. Krstajic et al., 

2014). This rule takes account of the uncertainty of the cross-validation and allows obtaining the 

sparsest model possible since the goal of the EMD-R1 is to depict an overall image of the 

relationship.  

A comparison of the results of EMD-R1 (Figure 2.4a) and EMD-R2 (Figure 2.4b) shows 

that both results are similar, only with greater details for EMD-R2. Focusing on Figure 2.4a 

indicates that there is a clear separation between humidity (in blue), which affects the mortality at 

short time scales, and temperatures (orange) which affects the mortality at large time scales. At 

the shortest time scales, humidity presents positive sensitivities, but note that in this case the CIs 

reach the zero line, meaning that we are not confident about this effect. However, at slightly 

larger time scales (i.e. 
(1)

9HC
 and 

(1)

49HC
), there are sensitivities between -0.15 and -0.20 with CIs 

not containing the zero value. Cumulating them, this means that there is an extra death every 3 

days during the dryer periods compared to the humid ones. Figure 2.5 shows the mean amplitude 

of 
(1)

9HC  and 
(1)

49HC  on one year (the top two panels) and indicates that their amplitude during the 

months of March to May is twice the amplitude of the remaining of the year. Therefore, the dry 

effect on mortality is more important during spring season.  
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a) EMD-R1 

 

b) EMD-R2 

Figure 2.4: Non-null sensitivities obtained by EMD-R1 (panel a) and EMD-R2 (panel b) 
according to the mean period of the associated IMF. The points are the Lasso estimates on the 
whole dataset while the segments indicate 95% confidence intervals computed using 500 block 
bootstrap replications. “x”s represent the estimations for which the confidence interval does not 
reach the zero line, which can be seen as the “significant” coefficients. The x axis is in binary 
logarithmic scale because of the dyadic nature of EMD. 
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Figure 2.5: Mean amplitude on one year for several significant IMFs. The amplitudes are 
computed by Hilbert-Huang transform (Huang et al., 1998).  

 

According to Figure 2.4, temperatures have an effect on mortality only at periodicities 

greater than 3 months. There is especially the obvious annual effect with 
(1)

365 4.47TS    meaning 

that there is an increase of more than 4 deaths a day when 
(1)

365TC  at its minimum (i.e winter) 

relatively than when it is at its maximum (i.e. summer). Beside the annual effect, there are also 

slight negative effects of 
(1)

94TC
 and 

(1)

151TC
. Figure 2.5 (two bottom panels) indicates that these 



98 

 

IMFs have their highest amplitudes during winter which means that they aggravate the already 

strong winter effect. Finally, the strongest effect reported by Figure 2.4 is the effect of the 

increasing temperature trend (i.e. the global warming), which is associated to the decreasing trend 

cardiovascular mortality. Therefore, it would seem that the global warming tends to mitigate the 

winter effect. 

Besides the results of EMD-R1, EMD-R2 gives more insights on the relationship. Figure 

2.4b shows positive sensitivities for the shortest periodicities temperatures IMFs (
(2)

3TC ,
(2)

5TC  and 

(2)

17TC ), but with CI reaching the zero line meaning that we are not too confident about this effect. 

The biggest difference between EMD-R1 and EMD-R2 results, is that the latter indicates effects 

at very large time scales. There are especially high sensitivities for humidity at 8-years and 25-

years scales (
(2)

3059 0.35HS   and 
(2)

9017 0.66HS  ). Finally, Figure 2.4b also indicates that the 

humidity trend 
(2)

Hr  joins itself to the temperatures trend 
(2)

Tr  to explain the trend of mortality. 

This application has been purposely kept simple to focus on the methodology itself. 

However, note that in more complete epidemiologic studies, some variables such as age and 

gender must be controlled. Models for different age classes and for both genders have been 

performed in the present case study. Nevertheless, no real differences have been noticed from the 

general results presented above in this section. In addition, models dealing with separating winter 

and summer have also been performed since the effect of weather can change according to the 

season. The obtained results do not provide any added value to the present paper. Hence, they 

were not presented here to limit the complexity of the application. Further models and results on 

this topic are presented in the extensive application performed in the technical report of Masselot 

et al. (2015). 
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3.2.2. Performance assessment and comparison 

The main difference between EMD-R1 and EMD-R2 is that the latter retains more 

weather IMFs as predictors and hence, more information than the EMD-R1. However, EMD-R1 

is easier to interpret because it is more parsimonious. The two models can be more objectively 

compared between them and with two commonly used models in environmental epidemiology: 

generalized additive models (GAM, Hastie et Tibshirani, 1986) and distributed lag nonlinear 

models (DLNM, Gasparrini et al., 2010). GAM are commonly used in environmental 

epidemiology for having brought to attention the nonlinear J, U or V-shapes relationships 

between mortality and temperatures (e.g. Braga et al., 2001b; Bayentin et al., 2010). DLNMs are 

also nonlinear models allowing in addition the use of several lags for each predictor, in order to 

model more precisely the induction time between an exposure and the response (e.g. Li et al., 

2013; Vanos et al., 2014). The comparison between the models is performed through the R
2
 and 

generalized cross-validation (GCV, Craven et Wahba, 1978) criteria. They respectively represent 

the explicative and the predictive power of the models.  

The values of the R
2
 and GCV criteria for each model are shown in Figure 2.6. One can 

see that the EMD-R1 and EMD-R2 models display the best R
2
 values with 26% and 28% 

respectively, while GAM and DLNM have R
2
 values of 10% and 16% respectively (Figure 2.6a). 

The GAM and DLNM R
2
 values are consistent with the values usually found in the literature. 

The higher score for EMD-R2 shows that this model is more accurate than EMD-R1, since its 

details allow explaining a larger proportion of the response’s variance. Note that these R
2
 scores 

are particularly high knowing that the weather is actually one of many factors (and not the main) 

affecting the CVD mortality. Other factors include, for instance, physical exercise, obesity, 

dietary habits and smoking (Institut national de santé publique du Québec, 2006). 
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The GCV scores (Figure 2.6b) lead to the conclusion that EMD-R models have lower 

prediction error than GAM and DLNM (although not large differences since GAM and DLNM 

have scores of 23 and 21 versus scores of 19 for both EMD-R1 and EMD-R2). 

  

a) 2R  b) GCV criterion 

Figure 2.6: Comparison of the performance criteria 
2R  and GCV of the two EMD-R models 

as well as GAM and DLNM applied on the same data. 

 

4. Discussion 

The results on the weather-related cardiovascular mortality issue, described in section 3.2, 

already shows one advantage of the EMD-R: it is able to display some hidden aspects of the 

relationship. In this case, the effect of humidity found during spring season and at very large time 

scales (i.e. periodicities of several years) is quite new in the field of environmental epidemiology. 

Indeed, similar studies often concentrate on temperatures (e.g. Patz et al., 2014). In section 3.2.1, 

the effect of temperature is mainly an effect of winter cold. The readers used to the field of 

environmental epidemiology could be surprised about the non-significance of short periodicity 

temperature IMFs, since the effect of heat waves is the most documented one in the literature 

(e.g. Chebana et al., 2012b; Bustinza et al., 2013). However, heat waves are extreme events, not 
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necessarily well represented by single IMFs, and need particular statistical methods to be studied. 

The present finding that the main effect is the constant cold is actually consistent with the global 

study of (Gasparrini et al., 2015).  

The performance comparison of section 3.2.2 shows that EMD-R offers an improvement 

over reference methods in the environmental epidemiology, both for explanation and prediction. 

This might seem odd since GAM and DLNM are both nonlinear while the EMD-R is only linear, 

and that the relationship between temperatures and mortality is well known for being nonlinear. 

This is illustrated by Figure 2.7 which shows the J-shaped GAM function obtained for 

temperatures on the cardiovascular mortality for the data described in section 3.1. However, note 

that this function is piecewise linear and that all the pieces can be found in Figure 2.4b. Indeed, 

the coefficient (2)

365
ˆ 0.14T    corresponds to the main piece in box 1 which has a slope of 

approximately -0.15. Moreover, the positive coefficients (2)

3
ˆ
T , (2)

5
ˆ
T  and (2)

17
ˆ
T  (although not 

significant) correspond to the increasing piece of box 2 and the negative coefficients (2)

94
ˆ
T  and 

(2)

151
ˆ
T  correspond to the slightly decreasing piece of box 3. The usefulness of nonlinear models is 

that they summarize several effects in one curve but EMD-R is able to provide details about the 

different parts of a nonlinear relationship. 
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Figure 2.7: GAM function depicting the whole relationship between temperatures and 
cardiovascular mortality. Boxes indicate the linear pieces of the function. 

 

5. Conclusion 

The present paper introduces a methodology for EMD-regression when dealing with time 

series data (and more generally all data with autocorrelation). The purpose of the EMD-R is to 

understand a relationship between variables from a different point a view, i.e. from a time scale 

point of view. This point of view acknowledges the complexity of many real-world time series 

which contains important information quantity through their variations. With EMD-R, it is 

possible to assess the influence of all of these time scales on the response of interest, while the 

classical regression will only depict the relationship at the dominant time scale. The main interest 

of EMD-R is to interpret and communicate the results in terms of time scales. Moreover, using 

the Lasso to perform the regression analysis in both EMD-R1 and EMD-R2 allows using several 
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predictors in the analysis. Besides the core of the EMD-R methodology (i.e. EMD and the 

Lasso), the present paper also proposes a number of tools helping in the interpretation, illustrated 

in the application results. These tools are the sensitivity (20) with an associated plot (illustrated in 

Figure 2.4) and the amplitude plot (illustrated in Figure 2.5).  

As a perspective, the motivating application of weather-related cardiovascular mortality 

appeals for a more complete analysis controlling for some variables, e.g. atmospheric pollutants. 

Note that all the tools used in the field of environmental epidemiology, such as the computation 

of relative risks and the use of a time variable to control for unmeasured confounders, can be 

used in the context of EMD-R. The present paper intended to introduce the EMD-R in its basic 

form but for a general context to show its applicability and benefits in fields where regression is 

used and data are time dependent. 

Despite its usefulness, EMD-R is not intended to be an alternative to the most used 

regression methods but to complete the existing methods. Indeed, EMD-R results are difficult to 

interpret “at a glance” like, e.g. GAM functions. Moreover, the methodology is intended to study 

the relationship at different time scales through regular pattern. The application of section 3 

suggests that EMD-R is not able to detect the effect of extreme events, which are not necessarily 

regular. Hence, depending on the goal, it may be necessary to complete this analysis with 

extreme statistics. Another methodological limitation lies in the choice of lags. Indeed, the 

present methodology choose only one lag per IMF, but in many cases like in environmental 

epidemiology, the lags are distributed, meaning that the effect of an exposure is not only on a 

single day (Schwartz, 2000a). Therefore, a perspective would be to develop a statistical method 

able to estimate distributed lags as well as perform a variable selection, for instance a mix 

between the group Lasso (Yuan et Lin, 2006b) and the lag weighted Lasso (Park et Sakaori, 
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2013). Finally, although this aspect has not been brought in the paper, note that existing tools 

allow forecasting future oscillations of the IMFs (e.g. Kurbatskii et al., 2011; Lee et Ouarda, 

2011). Therefore another perspective is to use or adapt these tools to forecast the predictors IMF 

in order to provide a forecast of the response. 
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Annexe A : modèles saisonnier avec RFS 

Les résultats montrés ci-dessous ont été produits pendant les travaux de l’article [A3] 

mais ne furent finalement pas inclus pour des raisons de place et de clarté. Il s’agit du modèle 

RFS tel que décrit dans la section 3.2.1. de l’article [A3] appliqué sur les saisons d’automne 

(septembre à novembre), d’hiver (décembre à mars) et de printemps (avril et mai). 
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a) Automne b) Hiver 

 

c) Printemps 

Figure A.1: Coefficients fonctionnels estimé pour l’application 1 de l’article [A3]. Les lignes 
pointillées indiquent l’intervalle de confiance à 95% estimé par wild bootstrap. 
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