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RÉSUMÉ

Le monde des géosciences accumule des données depuis plus de 150 ans. Plus récemment,
les levés géophysiques aéroportés se sont montrés adéquats pour l’étude du sous-sol de par
leur continuité spatiale, leur nature quantitative et leur pénétration en profondeur. L’apprentissage
automatique est un outil puissant d’analyse et de mise en valeur des données déjà appliqué avec
succès dans de nombreux domaines. Son application aux données géophysiques aéroportées per-
mettrait d’en extraire plus d’information et faciliterait leur utilisation par les géologues. Les réseaux
de neurones convolutifs, prenant en compte l’agencement spatial et fournissant de nouvelles re-
présentations des données, semblent particulièrement adaptés à cette tâche. Dans ce cadre, trois
projets ont été réalisés pour extraire de l’information, interpréter et mettre en valeur ces données.
En premier lieu, un auto-encodeur a été entraîné à décomposer puis recomposer des images
obtenues par géophysique aéroportée. Une fois entraîné, il fournit des représentations isolant
les différentes composantes du signal d’entrée. Ces représentations peuvent alors être utilisées
par un géologue ou par un autre algorithme d’apprentissage automatique à différentes fins. Un
deuxième projet génère un jeu de données synthétiques de magnétisme aéroporté et de cartogra-
phie géologique grâce à un processus d’augmentation des données, prenant en entrée un modèle
géologique et pétrophysique 3D. Un réseau de neurones convolutifs a été entraîné à réaliser une
segmentation sur ces données. Un algorithme de regroupement utilise ensuite les représentations
du réseau entraîné pour produire une segmentation semi-supervisée. Cette dernière montre des
résultats prometteurs pouvant être utilisés en cartographie géologique prédictive préliminaire. Un
troisième projet propose d’entrainer un réseau antagoniste génératif à augmenter la résolution des
données magnétiques aéroportées, permettant d’obtenir une continuation vers le bas des don-
nées. Au-delà de ces réalisations, ces projets définissent un cadre à l’application des réseaux de
neurones convolutifs aux données géophysiques aéroportées. La difficulté de cette tâche réside
dans le transfert de l’expérience et de la compréhension géologique aux algorithmes, ce qui doit
être pensé en amont par : la définition des objectifs, les types de pairs données/étiquettes utilisées,
les stratégies d’entrainement et l’architecture des algorithmes. Cette technologie, à court terme,
présente un grand potentiel dans le traitement et la mise en valeur des données géophysiques
existantes, de par la nature des données, leur disponibilité et les applications matures actuelles de
l’apprentissage automatique. Ainsi, la convergence des sciences des données et des géosciences
permettrait d’extraire une information précieuse des données historiques, et aider les géologues
dans leur compréhension de sous-sol.

Mots-clés Intelligence Artificielle ; Apprentissage Automatique ; Géophysique Aéroportée ;
Données Magnetiques Aéroportées ; Réseau de Neurones Convolutifs ; Auto-Encodeur ; Aug-
mentation des Données ; Segmentation ; Réseaux Antagonistes Génératifs ; Continuation Vers le
Bas
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ABSTRACT

Geosciences have been cumulating data for more than 150 years, including airborne geo-
physical surveys, which are well adapted to study the subsurface due to their spatial continuity,
quantitative nature, and depth penetration. Machine learning is a powerful and mature tool for data
analysis and enhancement, already successfully applied in many domains. Applying it to airborne
geophysical data would extract new information from them and facilitate their use by geologists.
Convolutional neural networks, which take the spatial layout of the data into account and provide
new data representations, seem particularly well suited for the task. In this context, three projects
have been carried out to extract information, interpret, and enhance these data. First, an auto-
encoder is trained to decompose and recompose a geophysical signal. Once trained, it provides
new representations isolating the different components of an input signal. Then, geologists or ano-
ther machine learning algorithm can use these representations for various purposes. A second
project generates a synthetic airborne magnetic dataset and their counterpart geological maps
through a data augmentation process, taking a 3D geological and petrophysical model as input. A
convolutional neural network is trained to perform segmentation on this data. A clustering algorithm
also uses the representations of the trained network to produce a semi-supervised segmentation.
It shows promising results, which can be used in preliminary predictive geological mapping. A third
project proposes to train a generative adversarial network to increase the resolution of airborne
magnetic data. This task, similar to a downward continuation of the data, could be achieved with
this network. Beyond these achievements, these projects define a framework to apply convolutio-
nal neural networks to airborne geophysical data. This task’s difficulty lies in transferring geological
experience and understanding to the algorithms, which must be thought upstream by : defining the
objectives, the types of data/label pairs used, the training strategies, and the architecture of the
algorithms. Nevertheless, this technology, in the short term, has great potential in the processing
and enhancement of existing geophysical data due to the nature of the data, its availability, and
the current mature applications of machine learning. Thus, the convergence of data sciences and
geosciences would allow the extraction of valuable information from historical data and help geo-
logists understand the subsurface.

Keywords Artificial Intelligence; Machine Learning; Airborne Geophysics; Airborne Magnetic
Data; Convolutional Neural Network; Auto-Encoder; Data Augmentation; Segmentation; Genera-
tive Adversial Network, Downward Continuation
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1 INTRODUCTION

1.1 Mise en contexte géologico-économique

En 2020, au Canada, 2,5% du PIB est issu du secteur minier, soit une valeur de production de
44G$CA. Le Québec, première province en matière de production minérale du pays, représente
26% de cette production (11,6G$CA, Canada, 2021c). Cette industrie génère 18 918 emplois dans
cette province (en 2019), notamment en région (Nord-du-Québec, Abitibi-Témiscamingue et Côte-
Nord) où se concentre la majorité de l’activité et de l’investissement (Madore, 2021).

Afin de mieux comprendre les dynamiques de ce secteur, deux commodités sont utilisées pour
sa mise en contexte : l’or et le cuivre. Elles présentent les deux principales valeurs de livraison
minérale métallique au Québec (respectivement 30% et 2% des valeurs de livraisons minérales
totales Madore, 2021). Ces deux commodités sont utilisées majoritairement dans la spéculation et
la joaillerie pour l’or (respectivement 47% et 37% de l’utilisation totale en 2020 Canada, 2021b) et
pour des utilisations industrielles pour le cuivre (Canada, 2021a).

La figure 1.1 présente les investissements en exploration minérale (en M$US) pour l’or et le
cuivre, ainsi que les découvertes majeures de gisements d’or (en millions d’onces) et de cuivre (en
millions de tonnes) de 1990 à 2019 dans le monde. Comme le montre la figure, depuis 2009, le
nombre de découvertes majeures pour ces commodités a drastiquement chuté. De 2016 à 2019,
aucune mine majeure de cuivre ou d’or n’a été découverte (Murphy, 2021, 2022).

Afin d’inverser cette tendance, il est nécessaire d’investir dans l’exploration de nouveaux gi-
sements. Comme le montre la figure 1.1, le nombre de découvertes majeures et l’investissement
en exploration ont été corrélés jusqu’en 2009. Cependant, de 2009 à 2014, l’investissement en
exploration a connu un pic, pour peu de découvertes, avant de diminuer. Cette décorrélation est
due au fait que les gisements les plus accessibles, situés sur les camps miniers connus, sont déjà
pour la plupart exploités (Dunbar et al., 2016). La découverte de nouveaux camps miniers est donc
primordiale. Or, afin de réduire le risque lié à l’exploration, la tendance de l’industrie minérale est
de concentrer l’exploration dans les régions adjacentes aux gisements connus ou sur l’expansion
de mines déjà en activité (Murphy, 2021, 2022).

La figure 1.2 présente l’état des connaissances géologiques du sous-sol du Québec en 2019
(en densité de données par 25 km2 ; SIGEOM, 2019) ainsi que l’emplacement des mines actives
et des projets d’exploitation majeurs. Comme le montre la figure, les projets et mines actives sont
présents dans les régions les plus explorées. Aucune mine de cuivre n’est présente au Québec.
Le cuivre produit est issu de sous-produits, majoritairement liés aux exploitations d’or (Canada,
2021a).
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FIGURE 1.1 : investissement en exploration minérale (en millions de dollars des États-Unis d’Amérique - M$US)
et gisements découverts pour l’or (millions d’onces - Moz) et pour le cuivre (millions de tonnes - Mt) de l’année
1990 à l’année 2019 (Murphy, 2021, 2022).

Au-delà des stratégies d’exploration à faible risque, cette corrélation des mines et projets avec
la densité de connaissance géologique est également due à d’autres facteurs. Premièrement,
l’exploration se concentre majoritairement, au Québec, dans les ceintures de roches volcano-
sédimentaires. Deuxièmement, l’accessibilité difficile des régions Nordiques, qui ne possèdent
pas d’accès routier, limite le développement de projet en augmentant les coûts d’exploration. L’ab-
sence d’investissement dans ces régions induit alors encore plus de disparité de connaissances
du sous-sol, décourageant d’éventuels investisseurs à y prospecter.

Enfin, la diminution de découvertes, et donc du retour sur investissement, réduit l’attractivité
financière du secteur minier. Cela entraîne une réduction des moyens disponibles en exploration
minérale et amplifie encore la tendance. De plus, de nouveaux secteurs d’investissements plus
attractifs, comme les nouvelles technologies ou les crypto-monnaies, ont drainé les investisseurs
(Normand, 2019). De même, les problématiques environnementales actuelles ont détourné une
partie des investisseurs vers des secteurs considérés plus durables (Dunbar et al., 2016). L’in-
dustrie minière doit donc répondre à des problématiques d’exploration minérale complexes avec
moins de moyens financiers.
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FIGURE 1.2 : carte présentant l’état des connaissances géologiques et l’emplacement des mines actives et des
projets miniers au Québec (SIGEOM, 2019).

1.2 Répondre par l’innovation

Afin de réaliser des tâches plus complexes, demandant plus de ressources, avec moins de
moyens, il est nécessaire d’introduire des innovations technologiques (Dunbar et al., 2016). L’inno-
vation permettrait en effet d’améliorer les capacités de mesures, de réduire les coûts et d’augmen-
ter la productivité. Parmi les vecteurs d’innovation de la décennie 2010-2020, l’« apprentissage
automatique » s’est imposé au point d’être considéré par certains auteurs comme la 4ième révo-
lution industrielle (Girasa, 2020). En effet, cette technologie a changé en profondeur de nombreux
domaines industriels de manière disruptive.
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1.2.1 L’Explosion de l’apprentissage automatique

Pour appréhender l’ampleur de l’expansion de ce secteur, la production scientifique peut être
examinée. La figure 1.3 présente le nombre d’articles étant étiqueté « apprentissage automa-
tique » sur la base de données SCOPUS de l’année 2000 à l’année 2021. Comme le montre la
figure, le nombre d’articles publiés dans ce domaine a augmenté de manière exponentielle jus-
qu’en 2020 (année de la pandémie mondiale de COVID-19) pour atteindre près de 80 000 articles
publiés en 2021 (soit près de 220 articles par jour).

Au-delà de cette production académique, représentative du dynamisme de ce secteur, de nom-
breuses applications de ces technologies impactent la société réelle. Par exemple, le ciblage de la
publicité et du contenu proposé aux utilisateurs des plateformes numériques a des impacts socié-
taux documentés (Baumann et al., 2020) ; de même, la reconnaissance vocale, permise par cette
technologie, est largement utilisée dans de nombreuses applications quotidiennes ; ou encore, ces
algorithmes permettent l’émergence des véhicules autonomes sur le marché (Girasa, 2020).

La vision numérique (« Computer Vision » ) est un des champs d’application révolutionnés
par ce secteur (Girasa, 2020). Il consiste à extraire l’information pertinente des images à des
fins précises. Bien que cette tâche soit naturelle pour l’humain, son application numérique est
extrêmement complexe. En effet, une image est la représentation en 2D d’un ensemble d’objets
en 3D, de différentes natures, dans différentes positions et partiellement cachés (Prince, 2012).
L’avance la plus notable dans ce champ d’application a été obtenue par l’apprentissage profond,
un type d’apprentissage automatique (voir section 1.2.2.1), qui a présenté des résultats éclipsant
les précédents travaux (Szeliski, 2022).

Cette révolution de la vision numérique a permis de grandes avancées, dans le domaine de
la médecine par exemple. Elle permet alors d’extraire les différentes composantes d’une image
de radiographie, permettant alors à un médecin de mieux les interpréter, de tracer le contour des
organes, ou encore de les modéliser en trois dimensions (Gao et al., 2018).

Comme le montrent ces applications, l’effervescence du domaine de l’apprentissage automa-
tique a permis le développement d’outils matures et transférables à d’autres domaines. Le do-
maine des géosciences est notamment intéressant pour l’application de tels algorithmes, car les
compagnies et les gouvernements stockent des données géologiques depuis maintenant plus d’un
siècle.

La figure 1.3 présente le pourcentage d’article étant étiqueté « apprentissage automatique »
et « géologie » sur le nombre total de publications étiquetées « géologie » (en pourcentage).
Comme le montre la figure, ce pourcentage augmente de manière linéaire avec le nombre d’ar-
ticles publiés en apprentissage automatique, pour attendre 3% des 10 000 publications étiquetées
en « géologie » en 2020. Ces technologies sont utilisées dans le domaine minier en exploitation
(forages, gestion de l’équipement, gestion géotechnique, sécurité — 54%), en exploration (ex-
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FIGURE 1.3 : nombre d’articles de la base de données SCOPUS étiquetés « apprentissage automatique » (bleu)
et pourcentage d’articles étiquetés « apprentissage automatique » et « géologie » pour l’ensemble des publi-
cations étiquetées « géologie » (orange, étiquettes traduites de l’anglais) de 2000 à 2021.

ploration minière, planification de mines et évaluation — 27%) et dans la prévention (suivis de
l’occupation au sol et risques miniers — 19% ; Jung et al., 2021).

L’application de l’apprentissage automatique sur les données géologiques permettrait de géné-
rer de nouvelles informations à moindre coût. Ces dernières aideraient alors les géologues à affiner
les modèles géologiques des zones connues, mettre en évidence de nouveaux métallotectes et
mieux comprendre, donc mieux cibler, les zones pas encore explorées.

1.2.2 Les algorithmes d’apprentissage automatique

L’apprentissage automatique est un domaine en plein essor, dans ses performances comme
dans ses domaines d’application. L’apprentissage automatique se définit par un changement de
paradigme de programmation. À la place d’un humain qui implémente un ensemble de règles
calculant une réponse à partir de données (figure 1.4.1), un algorithme cherche à établir des
règles à partir de données et de réponses connues (figure 1.4.2). Une fois ces règles définies, elles
peuvent ensuite être appliquées sur un autre jeu de données de même nature dont les réponses
ne sont pas encore définies (Chollet, 2018).

Afin d’apprendre ces règles, les algorithmes d’apprentissage automatique possèdent des pa-
ramètres qu’ils vont ajuster afin de fournir une prédiction optimale. Un des algorithmes d’apprentis-
sage automatique le plus simple est la régression linéaire, illustrée sur la figure 1.5.1. Elle consiste
à expliquer la relation entre plusieurs variables (X et Y sur la figure 1.5.1) selon une droite définie
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FIGURE 1.4 : comparaison des approches des algorithmes classiques et des algorithmes d’apprentissage au-
tomatique (modifié de Chollet, 2018).

par deux paramètres (pour un espace bidimensionnel) : la pente de la droite (a sur la figure 1.5.1)
et l’ordonnée à l’origine (b). La capacité de prédiction de la régression linéaire est exprimée selon
un score : R2. Plus le score est haut, plus les données sont corrélées linéairement. En fonction
des valeurs des paramètres a et b, le score va varier, comme l’illustre la figure 1.5.2. L’objectif de
l’algorithme est de trouver les paramètres pour lesquels le score est maximal.

Une fois les paramètres optimisés, l’algorithme sera capable de fournir une prédiction d’une
valeur de Y, connaissant X. Dans l’ensemble, les algorithmes d’apprentissage automatique fonc-
tionnent selon ce principe. Cependant, le nombre de paramètres à optimiser peut atteindre les
millions, permettant ainsi de résoudre des problèmes extrêmement complexes.

L’émergence de ces technologies repose sur deux axes : (1) l’augmentation des données dis-
ponibles et (2) l’augmentation de la puissance de calcul disponible. En effet, la taille et le nombre
des jeux de données disponibles pour l’ entraînement d’algorithmes ont augmenté de manière
exponentielle. Cette tendance est due à la digitalisation de la société. De plus en plus de nos ac-
tivités ont lieu sur des postes informatiques reliés les uns aux autres par internet. Cela permet de
centraliser les informations générées par tous et de créer des jeux de données de plus en plus
imposants, d’où l’introduction du terme « Big Data » (Goodfellow et al., 2016).

La puissance de calcul a augmentée de manière tout aussi importante. Les CPU et les GPU
sont en effet de plus en plus puissants et de plus en plus accessibles, permettant l’utilisation d’al-
gorithmes de plus en plus complexes entraînés sur des bases de données de plus en plus grande
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en fonction de la valeur des paramètres.

(Goodfellow et al., 2016). Les CPU sont des processeurs d’ordinateur qui permettent de réaliser
différentes tâches complexes, mais limitées en nombre (32 ou 64 cœurs pour les ordinateurs de
calcul), ce qui contraint le nombre de tâches pouvant être réalisées en parallèle. Les GPU, quant à
eux, permettent de réaliser en même temps de très nombreuses tâches simples en distribuant ces
dernières sur une grappe de mini processeurs (par exemple, le GPU NVDIA GTX 1650 possède
896 coeurs). Originalement, ces derniers ont été créés pour la gestion des graphiques, notamment
dans les jeux vidéos (Goodfellow et al., 2016).

La progression des algorithmes, de la puissance de calcul et de la disponibilité des données a
permis le déploiement de l’apprentissage automatique dans de nombreuses applications. En plus
d’être utilisés massivement par les entreprises des technologies, ils ont permis de nombreuses
avancées scientifiques (Goodfellow et al., 2016).

1.2.2.1 Les types d’algorithmes

Ces dernières années, de nombreuses nouvelles librairies, majoritairement distribuées en ac-
cès libre par les géants du Web (Abadi et al., 2016; Paszke et al., 2019) ou le milieu universitaire
(Pedregosa et al., 2011), ont augmenté le nombre d’algorithmes d’apprentissages automatiques
disponibles au grand public. Ce dynamisme est amplifié par la tendance de la communauté à par-
tager les connaissances en libre accès (Aversano et al., 2015). Ces nouvelles méthodes peuvent
être utilisées dans de nombreux usages, où chaque algorithme excelle dans des champs d’ap-
plication spécifiques. La figure 1.6 présente une cartographie non exhaustive des algorithmes
d’apprentissage automatiques.
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FIGURE 1.6 : classification non exhaustive des types d’algorithmes d’apprentissage automatique courants (ins-
piré de Chollet, 2018).

Plusieurs nomenclatures des différents algorithmes d’apprentissage automatique existent. Une
première consiste à séparer les algorithmes d’apprentissages générant leurs propres représenta-
tions (« Apprentissage Profond » sur la figure 1.6) et les algorithmes d’apprentissage classiques
(les autres). Les premiers cherchent de nouvelles représentations des données d’origine afin de
produire leur prédiction. Ces nouvelles représentations sont contenues dans des « couches »,
liées les unes aux autres. Le terme profond réfère au grand nombre de couches contenues dans
ces réseaux, qui interprètent et compressent le signal en entrée. Néanmoins, tous les modèles
utilisant ce principe ne sont pas nécessairement composés d’un grand nombre de couches. Les
algorithmes classiques, quant à eux, cherchent les relations dans des données fournies en entrée
sans générer de représentation (Goodfellow et al., 2016).

Une seconde nomenclature sépare les algorithmes (1) supervisés, (2) non-supervisés et de (3)
renforcement. La première consiste à entraîner un modèle à trouver un lien entre des données en
entrée et une sortie attendue. Ces sorties peuvent être discrètes, dans le cas de la classification, ou
continues, dans le cas de la régression (Raschka et al., 2015). Ces algorithmes, une fois entraînés,
peuvent appliquer les relations qu’ils ont trouvées sur un nouveau jeu de données et fournir une
prédiction (Raschka et al., 2015).
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Les algorithmes non supervisés consistent à explorer les structures des données. Cela peut
consister à chercher les groupes naturels au sein d’un jeu de données (Regroupement sur figure
1.6); à réduire le nombre de dimensions d’un jeu de données, afin de compresser l’information ou
de visualiser les données; ou encore, à chercher les structures internes des données (Raschka
et al., 2015).

L’apprentissage par renforcement consiste à développer un système améliorant ses perfor-
mances au contact d’interactions avec un environnement (Raschka et al., 2015). Pour cela, ces
algorithmes vont apprendre des relations actions-situations dans un environnement, à partir d’une
récompense numérique. En d’autres termes, des règles sont données à un algorithme et il apprend
à maximiser le but qui lui a été programmé en utilisant au mieux ces règles. Ce type d’algorithme
est différent de l’apprentissage supervisé et non supervisé car il ne prend pas d’étiquette en entrée
ni ne cherche à explorer la structure des données (Sutton et al., 2018).

Enfin, les méthodes d’ensemble peuvent être considérées comme un dernier type d’algorithme.
Elles consistent à combiner de nombreux algorithmes d’apprentissage afin d’améliorer leurs pré-
dictions. Ces algorithmes sont composés d’un ensemble d’algorithmes classiques, qui vont pro-
poser leurs prédictions. La combinaison de ces prédictions permet d’obtenir une prédiction finale
plus robuste que celle d’un seul prédicteur (Apeksha Jain et al., 2017).

1.2.2.2 La préparation des données

Afin d’utiliser un algorithme d’apprentissage automatique, un jeu de données doit être préparé.
Cinq étapes sont généralement nécessaires à la préparation de tels jeux de données.

Premièrement, (1) les données anomales, c’est à dire qui ne respectent pas la distribution des
données, doivent être analysées. Elles doivent être supprimées ou gardées, en fonction de l’in-
formation qu’elles apportent (effet pépite ou anomalie indicatrice). Ensuite, (2) un jeu de données
peut contenir des données manquantes. En fonction du pourcentage de données manquantes,
elles peuvent être remplacées par la moyenne, par la valeur d’un échantillon comparable, ou la
variable concernée peut être supprimée. (3) Les données non numériques, telles que les noms
de classe, doivent être transformées en valeurs numériques. (4) Enfin, les données doivent être
normalisées. Ces données peuvent être projetées dans une plage limitée ([0, 1] ou [-1, 1]), nor-
malisée par la moyenne (moyenne = 0 et déviation standard = 1), afin de pouvoir être comparées
sur la même échelle de valeurs. (5) Elles peuvent également être projetées sur une nouvelle dis-
tribution, comme par exemple la distribution normale. La transformation des données selon la loi
normale présente de nombreux bénéfices. En effet, certains algorithmes d’apprentissage automa-
tique classiques sont basés sur le principe même que les données respectent cette distribution
(Barai, 2020; VanderPlas, 2016).

9



Une fois les données préparées, de nouvelles représentations mettant en évidence des ten-
dances dans les données (dit « Feature Engineering » ) peuvent être générées. Cette étape doit
être réalisée par l’utilisateur pour les algorithmes d’apprentissage automatique classique. Cepen-
dant, les algorithmes d’apprentissage profond, qui produisent leurs propres représentations, n’ont
pas besoin d’une intervention humaine pour cette étape. Les nouvelles représentations générées
par l’utilisateur doivent mettre en évidence un maximum d’information contenue dans les données.
Ces informations peuvent être issues de relations entre les variables d’entrée, être contenues dans
différentes fréquences des données d’origine, ou encore renseigner sur la corrélation spatiale des
données (VanderPlas, 2016).

1.2.2.3 L’augmentation des données

Afin d’être entraînés, les algorithmes d’apprentissage automatique requièrent un grand nombre
de données. Dans certains cas, le nombre de données disponible est insuffisant. Il est alors pos-
sible d’augmenter artificiellement le nombre de données (donc la variance du jeu de données), en
les modifiants. Ce principe se nomme « Augmentation des données » (« Data-Augmentation » ;
Goodfellow et al., 2016).

La figure 1.7 illustre ce principe. Une donnée d’origine (1 sur figure 1.7) présente un exemple
d’augmentation des données dans un cas de vision numérique. Comme dans ce domaine d’ap-
plication les objets peuvent être agencés de différentes manières ou partiellement cachés (voir
section 1.2.1), il est alors possible de changer l’agencement de l’objet considéré en modifiant
aléatoirement son orientation ou en découpant des parties de l’image, par exemple (voir figure
1.7.2 ; VanderPlas, 2016).

(1) Donnée d’Origine

Augmentation 
des Données

(2) Données Augmentées

FIGURE 1.7 : illustration du principe d’augmentation des données : plusieurs données sont créées à partir d’une
donnée d’origine en appliquant un grand nombre de transformations aléatoires (modifié de Alto, 2020).

En apprentissage profond, l’augmentation des données est primordiale. Elle permet de pré-
server du sur-ajustement, d’augmenter la vitesse d’ entraînement, d’améliorer les performances
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des réseaux de neurones, leur généralisation ainsi que d’entraîner un algorithme sur des jeux de
données trop restreints (Gu et al., 2019; Goodfellow et al., 2016).

L’augmentation des données cherche à modifier les données d’entraînement de manière réa-
liste. Pour cela, elle est souvent supervisée par un expert du milieu, validant le réalisme des don-
nées augmentées (Chlap et al., 2021). Par exemple, Huang et al. (2019) cherchent à répliquer
les phénomènes visuels naturels pouvant être observés sous l’eau, comme la turbulence, l’angle
de la caméra, l’illumination, afin d’entraîner un CNN. Ils proposent alors des transformations des
images d’origine répliquant les effets visuels produits par ces phénomènes. Cependant, certaines
transformations extrêmes (non-réalistes) ont permis d’améliorer les performances d’un CNN dans
certains cas d’études (Chlap et al., 2021).

Deux méthodes d’augmentation des données peuvent être opposées : (1) les transformations
basiques, obtenues grâce à des déformations des images ou des transformations de l’intensité des
images définies par l’utilisateur ; (2) la génération de données synthétiques, utilisant généralement
des algorithmes d’apprentissage automatique profond (Chlap et al., 2021).

Dans le deuxième cas, les réseaux générateurs antagonistes sont très largement utilisés (Ko-
nidaris et al., 2019; Ge et al., 2020; Gao et al., 2020; Chlap et al., 2021). Ils permettent d’obtenir
des images synthétiques réalistes. Comme pour les données augmentées par les transformations
basiques, le réalisme de ces images synthétiques doit être validé par un expert du domaine (Chlap
et al., 2021).

1.2.2.4 L’entraînement, la validation et le test

Une fois les données préparées, l’algorithme doit être entraîné. Comme le montre la figure 1.8,
cet entraînement nécessite la séparation de la base de données en plusieurs parties : le jeu de
données d’ entraînement, de validation et de test. Les deux premiers jeux de données vont per-
mettre d’entraîner l’algorithme et de valider ses performances sur un jeu de données non vu lors
de l’ entraînement. Cela permet à l’utilisateur d’ajuster les différentes options de l’algorithme utilisé
afin d’obtenir un résultat optimal (de nombreuses options pouvant généralement être définies par
l’utilisateur sur chaque algorithme). Plusieurs itérations d’ entraînement et de réglages sont la plu-
part du temps nécessaires afin d’obtenir un résultat optimal. Enfin, une fois que les performances
prédictives de l’algorithme sur le jeu de validation ont atteint un maximum, le jeu de données de
test va permettre d’obtenir un score prédictif de l’algorithme non biaisé par les réglages des phases
d’ entraînement-validation (VanderPlas, 2016).

L’intérêt de cette technique réside dans le fait qu’un algorithme qui s’entraîne à réaliser des
prédictions à partir de données peut proposer des solutions triviales ou encore « mémoriser » la
structure des données d’ entraînement. On parle alors de sur-ajustement des données (« Over-
fitting » ). Par conséquent, son pouvoir prédictif face à de nouvelles données de même nature
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FIGURE 1.8 : illustration du réglage d’un algorithme d’apprentissage automatique : après avoir séparé le jeu de
données en trois parties, d’ entraînement, de validation et de test, (1) l’algorithme s’entraîne sur les données d’
entraînement à fournir le résultat escompté; (2) l’algorithme évalue ses performances sur le jeu de validation,
les options de l’algorithme sont changées afin d’optimiser ses performances lors de l’évaluation ; (3) après une
optimisation itérative des options de l’algorithme, la partie de test du jeu de données est utilisée afin d’obtenir
un résultat non biaisé de l’algorithme (modifié de Leven, 2020).

s’en retrouvera limité. En introduisant une étape de validation sur des données jamais utilisées à l’
entraînement, l’utilisateur s’assure que le modèle généralise le problème (VanderPlas, 2016).

La figure 1.9 illustre le principe de sur-ajustement des données lors de l’ entraînement. Au
fur et à mesure de l’ entraînement, le modèle s’ajuste aux données qui lui sont exposées. Par
conséquent, son score d’ entraînement augmente. Sur des données de validation jamais utilisées,
le score de prédiction du modèle doit également croître. Cependant, quand le modèle utilise les
spécificités du jeu de données d’ entraînement pour produire une meilleure prédiction, alors le
score de validation décroit, le jeu de données de validation ne partageant pas ces spécificités. Le
plus haut score de validation indique la meilleure généralisation du modèle. L’ entraînement doit
donc être arrêté quand cet optimum est atteint (VanderPlas, 2016).

Le sur-ajustement peut être lié à différents facteurs. Un premier peut être induit par des spé-
cificités propres à la base de données. Dans ce cas, la généralisation du modèle sera limitée.
La complexité du modèle d’apprentissage automatique peut aussi générer du sur-ajustement. En
effet, si un modèle est trop complexe, il est capable de mémoriser le jeu de données d’ entraî-
nement en enregistrant dans ses paramètres la solution adéquate pour chaque donnée d’entrée
(VanderPlas, 2016).
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FIGURE 1.9 : illustration de l’évolution des scores d’ entraînement et de validation lors de l’ entraînement d’un
modèle en fonction de l’ajustement du modèle sur ces données (modifié de VanderPlas, 2016).

De plus, lors de l’utilisation de données spatiales, comme c’est le cas pour la plupart des
données utilisées en géosciences, il existe une corrélation des données en fonction de leur em-
placement. Par conséquent, si les données de validation et d’ entraînement sont sélectionnées
au hasard dans une base de données, elles peuvent être colocalisées. De par leur corrélation,
ces points présentent alors des valeurs similaires et les mêmes spécificités. Afin d’éviter le sur-
ajustement, il est donc nécessaire que les jeux de données d’ entraînement et de validation soient
séparés spatialement, en deux zones distinctes.

Dans les projets présentés par la suite, le score de validation, mesuré sur un jeu de données
de validation, a été calculé de manière régulière lors de l’entraînement des algorithmes. Quand le
score de validation ne s’améliore plus après un certain nombre d’époques, l’ entraînement s’arrête
et les paramètres de l’algorithme ayant présenté le meilleur score de validation sont gardés.

1.3 Les données disponibles

Les géosciences sont des sciences naturalistes, basées sur l’observation et la mesure de l’en-
vironnement, et donc de données. Les états et les compagnies privées amassent, depuis la fin du
XIX siècle, des données géologiques afin de mieux appréhender la nature et les ressources du
sous-sol. Au Québec, le Ministère de l’Énergie et des Ressources Naturelles (MERN) est, depuis
sa création, un acteur principal du développement du secteur minier. Il acquiert et compile les
données géoscientifiques de la province dans une base de données publique, le SIGEOM (Sys-
tème d’Information GéO-Minière), afin de les mettre à disposition des compagnies œuvrants en
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géosciences. Cette base de données représente 150 ans de données géologiques, amassées sur
l’ensemble du Québec. Elle permet de guider les campagnes d’exploration et de maximiser les
chances de découverte, rendant ainsi la province plus attractive aux investissements (Charette,
2020). La majorité des données utilisées dans cette thèse proviennent de la base de données du
SIGEOM et sont disponibles en accès libre.

Les données géophysiques aéroportées ont un intérêt particulier en géosciences. Elles consistent
à mesurer les propriétés physiques du sous-sol, fournissant ainsi une information sur sa nature.
Certaines mesures peuvent être réalisées à distance, et donc depuis un aéronef, de manière aé-
roportée. Cela permet de collecter des données dans des zones étendues, difficiles d’accès, de
manière rapide, continue, quantitative et peu dispendieuse (Murthy, 2007).

La figure 1.10 illustre l’échantillonnage d’un signal magnétique lors d’un levé aéroporté. Comme
le montre la figure, lors d’un levé géophysique aéroporté, les mesures sont prises à différents em-
placements selon une grille régulière. Cela permet de projeter les données sur une grille en 2
dimensions et, après traitement, d’obtenir une image géophysique montrant les variations des pro-
priétés physiques du sous-sol sur une zone d’étude. Ces images fournissent une information indi-
recte et quantitative au géologue, lui permettant de détecter les discontinuités dans les propriétés
physiques d’un terrain et d’affiner son interprétation géologique (Murthy, 2007).
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FIGURE 1.10 : schéma de l’échantillonnage du signal magnétique lors d’un levé aéroporté ; les lignes de vol
sont espacées de 50 à 400 m, les lignes perpendiculaires sont séparées de 500 à 2000 m et les mesures sont
prises entre 50 et 150 m d’altitude (modifié de Telford et al., 1990).

De nombreuses propriétés physiques peuvent être inférées par des méthodes géophysiques
aéroportées : le magnétisme des roches, leur densité (gravimétrie), leur conductivité (électroma-
gnétisme) ou leur radioactivité (radiométrie).

14



La figure 1.11 présente l’emplacement et la couverture des différentes données géophysiques
aéroportées disponibles au Québec. Comme le montre la figure, la couverture des données ma-
gnétiques est très importante ; les données électromagnétiques ainsi que les données radiomé-
triques ont été mesurées sur différentes zones restreintes dans l’ensemble du Québec ; enfin, peu
de données gravimétriques sont disponibles sur l’ensemble de la province (SIGEOM, 2019).

N Électromagnétique

Gravimétrique

Radiométrique

Magnétique

Données Aéropo ées : 

Données Géophysiques Aéropo ées 
Disponibles au Québec

SRC : NAD83 / Québec Lambe  EPSG:32198 Source : SIGEOM 

FIGURE 1.11 : Données géophysiques aéroportées magnétiques, électromagnétiques, radiométriques et gravi-
métriques disponibles au Québec et emplacement des levés (SIGEOM, 2019).

Les données satellitaires peuvent aussi s’apparenter aux données géophysiques aéroportées,
dans le sens où elles projettent des données physiques sur des images géoréférencées. Ces
données, rendues publiques par différentes agences spatiales étatiques, ont leur utilité en géos-
ciences. Elles mesurent différentes propriétés physiques comme l’élévation du terrain, ou la me-
sure du spectre électromagnétique du visible à l’infrarouge thermique (USGS, 2018). Cependant,
ces données mesurent uniquement les propriétés physiques de surface (comme les données ra-
diométriques) et renseignent sur les roches uniquement là où elles affleurent.
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Une des limites de l’utilisation des données géophysiques aéroportées réside dans la perte
d’information et de sens entre leur traitement et leur interprétation géologique. En effet, il s’agit de
données situées entre deux champs d’expertise : la physique et la géologie. Lors du traitement de
ces données par un géophysicien non initié aux subtilités géologiques, une perte d’information per-
tinente peut avoir lieu, comme par exemple lors de la projection en 2D des données multi-variées
ou du lissage du signal. De même, un géologue n’appréhenda pas les implications physiques de
ces données, et l’interprétation géologique résultante s’apparentera alors plus à un art qu’à une
science.

1.4 Applications d’apprentissage automatique aux données géophysiques aéro-
portées

Comme évoqué dans la section 1.2.1, il existe plusieurs champs d’application de l’apprentis-
sage automatique impliquant des données géophysiques aéroportées. Parmi elles se trouvent :
l’interprétation des données (Bergen et al., 2019) ; le traitement des données (Uieda, 2018) ; l’in-
version géophysique (Lysdahl et al., 2022; Abbassi et al., 2021; Käufl et al., 2016) ; ou encore, la
génération de données synthétiques (Hansen, 2021; Dupont et al., 2018; Chan et al., 2017).

L’interprétation des données géophysiques aéroportées est conduite à des fins prédictives ou
de compréhension de la géologie. Les algorithmes sont notamment utilisés dans la cartographie de
l’occupation ou de la nature des sols (Wadoux et al., 2020), des sédiments de surface (Harris et al.,
2012; Brown et al., 2007; Latifovic et al., 2018), de la géologie (Harris et al., 2003; Harvey et al.,
2016; Cracknell, 2014; Cracknell et al., 2014a,b,c; Hood et al., 2019; Costa et al., 2019; Harris
et al., 2008), ou encore pour la génération de cartes prospectives (Jafarirad, 2018; Bournas et al.,
2019; Yeomans et al., 2020). Dans de nombreux cas, les données géophysiques sont couplées à
des données géochimiques ou de géologie de surface.

Dans le cadre de cette thèse, trois axes de recherches ont été explorés : (1) la mise en valeur
des données géophysiques aéroportées, cherchant à séparer les composantes d’un signal ; (2) la
cartographie préliminaire prédictive, cherchant à interpréter les données magnétiques aéroportés ;
(3) la super-résolution des données magnétiques aéroportées, cherchant à augmenter la qualité de
ces levés. Une brève revue de littérature de ces champs de recherches est présentée ci-dessous.

1.4.1 Séparation des composantes d’un signal géophysique aéroporté

Les données géophysiques aéroportées sont souvent la seule information disponible sur la
nature du sous-sol, à des profondeurs inatteignables par des techniques de mesure directe (Isles
et al., 2013). Un levé géophysique est la mesure d’un signal physique, lui-même composé de
plusieurs signaux (ou composantes). Afin de mettre en valeur l’ensemble des informations conte-
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nues dans ces données, et donc de séparer les composantes du signal, de nombreuses méthodes
existent (Milligan et al., 1997).

Dans le cas des données magnétiques aéroportées, les anomalies peuvent être causées par
des objets situés à différentes profondeurs. Plus un objet sera éloigné du point de mesure, donc
plus il sera profond, plus l’anomalie qu’il induira sera estompée et aura des bords « flous » (Milli-
gan et al., 1997; Isles et al., 2013). Afin d’isoler les anomalies les plus profondes (régionales) des
anomalies superficielles locales, il faut mesurer le magnétisme à une plus haute ligne de vol. Cela
peut-être calculé par une « continuation vers le haut », permettant de simuler des lignes de vols
de plus haute altitude à partir d’un jeu de données Isles et al. (2013).

De la même manière, il serait possible de simuler des lignes de vol plus basses (ou « continua-
tion par le bas » ), et de mettre en évidence les anomalies superficielles, présentant des contacts
francs. Cependant, la continuation par le bas demande de générer des signaux qui n’ont pas été
mesurés, car de fréquence trop courte, et est par conséquent instable (Isles et al., 2013).

Le bruit est une partie du signal ne contenant pas d’information. Il est généralement de haute
fréquence et peut masquer des composantes du signal d’intérêt. Il peut être en partie filtré par des
filtres le moyennant, ou en supprimant certaines fréquences du signal (Milligan et al., 1997).

Afin d’isoler certaines fréquences, plusieurs méthodes existent. La transformée de Fourrier
permet de décomposer un signal en une combinaison linaire de fonctions sinus et cosinus. Il
est alors possible d’en isoler certaines, qui peuvent correspondre au bruit ou à certains types
d’anomalies cherchées (Ridsdill-Smith, 2000). La transformée en ondelette permet d’isoler les
anomalies en fonction de leur longueur d’onde et de leur direction. Elles consistent à passer par
une fenêtre glissante une ondelette qui s’adapte au signal local, en variant en fréquence et en
amplitude. Contrairement aux transformées de Fourrier, cette méthode peut isoler des anoma-
lies locales. Cette décomposition se fait généralement selon les directions oblique, horizontale et
verticale (Ridsdill-Smith, 2000; Misiti et al., 2003).

Notamment, Abbassi et al. (2021) proposent d’utiliser des ondelettes dans différentes direc-
tions et à différentes longueurs d’onde pour créer un grand nombre de représentations de données
géophysiques aéroportées en entrée. Afin d’isoler l’information extraite en peu de représentation,
ils utilisent une analyse en composantes indépendantes sur le jeu de données créé. Cela permet
alors de garder un nombre restreint de représentations pertinentes.

Afin d’isoler certaines fréquences, de très nombreux filtres usuels sont couramment utilisés. La
dérivée verticale, par exemple, permet de mettre en évidence les variations verticales locales des
données. Elle est obtenue en faisant la différence entre deux levés à deux altitudes différentes (la
seconde obtenue grâce à une continuation vers le haut). Cela permet alors d’enlever les basses
fréquences, et de visualiser seulement les hautes fréquences (on parle alors de filtres « passe-
haut » ; Isles et al., 2013). La dérivée seconde peut également être obtenue en faisant la dérivée
verticale de la dérivée verticale calculée. Les dérivées peuvent être également calculées horizon-
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talement, mettant en évidence des variations selon une direction donnée. Ces filtres peuvent être
combinés pour obtenir de nouvelles représentations (Roest et al., 1992).

D’autres techniques permettent également d’obtenir de nouvelles représentations. Par exemple,
la profondeur peut être estimée, les bordures entre les corps magnétiques à différentes profon-
deurs peuvent être tracées (Isles et al., 2013), ou encore, l’amplitude de certaines fréquences
peut être modifiée, par la pseudo-gravité (augmentation des basses fréquences ; Jekeli et al.,
2010) ou encore le « contrôle automatique de gain » (« Automatic-Gain-Control » qui permet de
rendre l’amplitude des différentes fréquences égales ; Rajagopalan et al., 1994).

Ces outils sont utilisés pour extraire un maximum d’information des données géophysiques
aéroportées. Cependant, l’accumulation des traitements et leur utilisation subjective font perdre du
sens à la donnée et peuvent faire apparaitre des artéfacts. Leur utilisation doit donc être prudente
et minutieuse (Milligan et al., 1997).

1.4.2 Cartographie préliminaire prédictive

L’utilisation de l’apprentissage automatique à des fins de cartographie géologique prédictive a
été explorée par de nombreux auteurs. Les algorithmes cherchent alors à trouver un lien entre des
données géophysiques aéroportées et une étiquette géologique de nature interprétative.

La finalité de la géologie prédictive est une interprétation préliminaire de la géologie d’un ter-
rain. Elle permet de planifier les campagnes de terrain, de cibler les principales unités géologiques,
ou de planifier les traverses (Harris et al., 2008). Cette cartographie pourra être affinée par la suite,
quand plus d’information sera disponible (Harris et al., 2012). Bien qu’elle ait des similarités avec
la cartographie des dépôts de surface, elle y diffère de par sa complexité.

En effet, la présence de dépôts de surface au-dessus du substratum rocheux limite les types
de données pouvant être utilisées. Seules les méthodes ayant une forte pénétration peuvent alors
être utilisées. De plus, dû à ces mêmes dépôts de surface, il est plus difficile d’obtenir des éti-
quettes géologiques avec un haut degré de certitude pour l’ entraînement d’un algorithme. Enfin,
les données géophysiques utilisées ayant une forte pénétration, l’information contenue dans les
données concerne 3 dimensions, alors que le résultat est une interprétation en 2 dimensions du
substratum rocheux.

Les auteurs appliquant l’apprentissage automatique à la génération de cartographie géolo-
gique prédictive ont utilisé des approches supervisées et non-supervisées. Parmi les approches
non-supervisées, Carneiro et al. (2012) et Carter-McAuslan et al. (2021) utilisent des cartes auto-
adaptatives (« Self-Organizing-Maps » ) afin de trouver des relations dans les données. Cet al-
gorithme consiste à projeter un maillage en deux dimensions dans un espace multivarié afin de
trouver une structure dans les données. Une fois que le maillage s’est adapté aux données, il
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est possible de projeter ses mailles en deux dimensions et de visualiser la répartition du jeu de
données selon ce nouveau plan.

D’autres auteurs, comme Carter-McAuslan et al. (2021), Carneiro et al. (2012) ou Lavoie
(2017), utilisent également des algorithmes de regroupement (voir section 2.2.1.2). Cette méthode
sépare un jeu de données dans ses groupes naturels. Elle permet ainsi aux auteurs de fournir des
« cartographies » séparant une région en classes regroupant les zones aux signatures les plus
similaires. Certains auteurs, comme Harvey et al. (2016), Cracknell (2014) ou Harris et al. (2015),
comparent les performances de ces algorithmes à d’autres méthodes supervisées. Bien qu’il ne
s’agisse pas de cartographie prédictive, certains auteurs ont utilisé ces algorithmes à des fins de
prospection, consistant à classer une zone d’étude selon deux pôles : présence ou absence de
potentiel minéral (Abedi et al., 2013b).

Les approches supervisées appliquées à la cartographie géologique préliminaire sont égale-
ment courantes dans la littérature. De nombreux auteurs ont utilisé des algorithmes de classifica-
tion à cette fin (Brown et al., 2008; Harris et al., 2012; Cracknell et al., 2014a; Latifovic et al., 2018;
Metelka et al., 2018; Harvey et al., 2016; Hood et al., 2019; Costa et al., 2019; Pfaffhuber et al.,
2019). Comme pour les approches non-supervisées, de nombreux auteurs ont également utilisé
ces algorithmes à des fins de prospection (Brown et al., 2000; Harris et al., 2003; Carranza et al.,
2005; Chun Che Fung et al., 2005; Carranza, 2011; Zuo et al., 2011; Abedi et al., 2012a,b, 2013a;
Carranza et al., 2015b,a; Rodriguez-Galiano et al., 2015; Li et al., 2020; Zuo, 2020).

D’une manière générale, les auteurs utilisent des algorithmes d’apprentissage automatique
classiques, peu profonds, les contraignant à générer eux-mêmes des couches de données mettant
en valeur certaines relations au sein du jeu de données (Jung et al., 2021). La majorité des auteurs
utilisent des techniques d’ensemble (voir 1.2.2.1), ou des machines à vecteur support (« Support
Vector Machine » ) consistant à classer un jeu de données en utilisant des hyperplans (Jung et al.,
2021). Les utilisations d’algorithmes « profonds » dans ce domaine sont majoritairement des
Réseaux de Neurones (« Artificial Neural Network » ou « ANN », voir section 2.2.3.2).

Les méthodes classiques utilisées par les auteurs de la littérature requièrent un traitement des
données en amont. À cette fin, la plupart des auteurs utilisent des filtres numériques faisant ressor-
tir des éléments du signal, comme la dérivée première par exemple (voir section 2.1.3.1). Certains
utilisent des Composantes en Analyse Principale (« Principal Componant Analysis » ou PCA, voir
2.2.1.1) afin de synthétiser et d’interpréter des données multivariées (Hood et al., 2019). D’autres
utilisent des Analyses en Composantes Indépendantes (« Independant Componant Analysis » ),
qui n’imposent pas d’orthogonalité entre les composantes (Abbassi et al., 2021).

Cracknell (2014) observe notamment que l’introduction de variables dérivées de l’agencement
spatial des données permet d’améliorer les résultats de classification par apprentissage automa-
tique. Latifovic et al. (2018), ont comparé les résultats d’une approche par apprentissage super-
visé classique avec une approche de vision numérique par apprentissage profond, qui considère
l’agencement spatial des données. Cette dernière a présenté de meilleurs résultats.
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1.4.3 Augmentation de la résolution des données géophysiques

La finalité de la majorité des traitements d’images géophysiques aéroportées est d’améliorer
la qualité visuelle de la donnée d’origine, notamment en mettant en valeur les hautes fréquences
du signal. Ces tentatives d’amélioration ont conduit certains auteurs à chercher à augmenter la
résolution des données.

La continuation vers le bas est un exemple d’augmentation de la qualité des données. Certains
auteurs ont cherché à rendre cette technique plus stable Abedi et al. (2013a); Li et al. (2013);
Sebera et al. (2014); Cooper (2019); Zuo et al. (2020). Par exemple, Abedi et al. (2013a) proposent
une méthode de continuation vers le bas intégrant une préservation des bordures des anomalies
afin d’être résilient au bruit. De même, Li et al. (2013) proposent de considérer ce problème comme
une inversion.

L’apprentissage automatique profond a également permis à certains auteurs d’améliorer la ré-
solution d’images géophysiques. Certains proposent d’utiliser ces algorithmes pour augmenter la
résolution de données satellitaires hyperspectrales (Zhang et al., 2012; Zhao et al., 2014; Song
et al., 2015; Zhang et al., 2019; Arun et al., 2020; Kawulok et al., 2020; Salgueiro Romero et al.,
2020; Xiong et al., 2020; Daoming et al., 2021; Wang et al., 2021a), ou encore de données d’éléva-
tion de terrain Demiray et al. (2021). D’autres utilisent également ces algorithmes d’augmentation
des données appliqués aux données sismiques (Yuan et al., 2019; Li et al., 2022; Sun et al., 2022).
Ces algorithmes leur permettent également de filtrer le bruit de ces données.

1.4.4 Les approches entraînement-validation

Dans le cas des algorithmes supervisés, un système d’ entraînement-validation doit être mis en
place (voir 1.4.4). Les auteurs de la littérature ont utilisé plusieurs approches. Certains utilisent des
points d’ entraînement et de validation obtenus de manière aléatoire sur leur zone d’étude (Harris
et al., 2015; Christensen et al., 2021; Hood et al., 2019). Certains utilisent des points d’affleure-
ment, répartis dans la zone d’étude, où l’étiquette est connue (Brown et al., 2007; Schetselaar
et al., 2007; Harris et al., 2012; Reading et al., 2015; Kuhn et al., 2018; Costa et al., 2019). Crack-
nell (2014) a même étudié l’impact du jeu de validation sur la qualité de la prédiction. Il observe que
plus les données sont réparties sur la zone, plus les résultats de validation augmentent (approche
aussi utilisée dans Cracknell et al., 2014a).

Dans la très grande majorité des études, les données de validation sont colocalisées avec les
données d’ entraînement. Aucune utilisation d’une zone de test, non colocalisée avec les données
d’ entraînement, n’a été relevée dans la littérature. Cette colocalisation des données entraîne,
comme il a été discuté dans la section 1.4.4, le sur-ajustement des paramètres des algorithmes
en raison de la forte corrélation spatiale existante.
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De plus, en géosciences, plusieurs auteurs ont soulevé le problème de la qualité des étiquettes
utilisées lors de l’ entraînement et de la validation (Latifovic et al., 2018; Harris et al., 2012; Brown
et al., 2007). Les étiquettes étant majoritairement de nature interprétative, elles peuvent se révéler
fausses, entraînant un biais empêchant les algorithmes d’être consistants. De ce fait, Harris et al.
(2012) proposent de raffiner de manière itérative les étiquettes géologiques, en utilisant les sorties
de l’algorithme pour raffiner les étiquettes d’ entraînement et utiliser ces étiquettes raffinées pour
ré-entraîner un algorithme. Latifovic et al. (2018) propose encore d’utiliser seulement des données
dont la qualité est avérée et d’obtenir un jeu de données complet par augmentation des données.

En effet, en géosciences, l’utilisation de données dont l’étiquette est avérée peut également
conduire à plusieurs limitations. Premièrement, dans le cas de la recherche d’un objet géologique
précis, il est difficile de sélectionner des exemples négatifs suffisamment représentatifs de la base
de données (Zuo, 2020). Deuxièmement, le nombre restreint d’exemples connus pour un objet
géologique cherché peut induire du sur-ajustement (Zuo, 2020).

Afin de contourner ces limitations, certains auteurs proposent d’utiliser des données synthé-
tiques pour entraîner un algorithme d’apprentissage supervisé. Par exemple, Abbassi et al. (2021)
génèrent des modèles synthétiques à partir d’objets prédéfinis pour réaliser une inversion des
données. Encore, Hansen (2021) génère des données synthétiques pour entraîner un algorithme
à réaliser une inversion 1D de données électromagnétiques par apprentissage automatique.

1.5 Discussion

Le secteur minier est confronté à une réduction de la découverte de nouveaux gisements. Afin
de répondre à cette problématique, l’exploration de nouvelles régions est nécessaire. Cependant,
au vu de la difficulté et du coût engendré, cette solution est limitée, en particulier dans les zones
peu accessibles (Dunbar et al., 2016).

L’innovation permettrait de répondre à cette problématique sans nécessiter des financements
trop importants. L’apprentissage automatique a notamment fourni de nombreux outils ayant fait
leurs preuves dans d’autres domaines d’application et pouvant être appliqués aux géosciences,
d’autant plus qu’un grand nombre de données est disponible dans ce domaine (Jung et al., 2021).

Parmi ces données, les données géophysiques aéroportées permettent de mesurer les proprié-
tés physiques des roches de manière continue et peu dispendieuse, sur de vastes zones d’études
(Murthy, 2007). L’application de l’apprentissage automatique sur ces données, notamment d’algo-
rithmes de vision numérique, permettrait d’extraire de nouvelles informations et de proposer de
nouvelles interprétations de ces dernières, facilitant ainsi l’exploration de nouvelles régions.

Cependant, la disponibilité de ces données est une de leurs limites. Bien que les données
aéromagnétiques, au Québec, soient disponibles dans de nombreuses régions (SIGEOM, 2019),
la disponibilité d’autres types de données est, quant à elle, beaucoup plus limitée. Un algorithme
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utilisant plusieurs types de données sera alors restreint aux régions où ces données s’intersectent.
Dans le cas où ce modèle utiliserait des données ne permettant pas de mesurer les propriétés
physiques en profondeur, cette restriction s’étendra aux zones non-affleurantes. Cette réduction
du potentiel d’application d’un algorithme sera accentuée à chaque ajout d’une nouvelle couche
de données.

Afin de répondre au manque de données d’ entraînement disponible, certains auteurs pro-
posent d’utiliser des approches par augmentation des données (Latifovic et al., 2018). Ces ap-
proches doivent générer de nouvelles données, ou modifier les données existantes, de manière
à ce qu’elles restent réalistes (Chlap et al., 2021). Dans le cadre des données géophysiques aé-
roportées, si une approche classique est utilisée (déformation géométrique et transformation d’in-
tensité), il faut alors utiliser des transformations simulant des phénomènes géologiques pouvant
affecter les données (des cisaillements, des rotations, des compressions/dilatations) et simulant
des phénomènes induits par la mesure des données (des données prises à différentes lignes de
vol, des artéfacts de mesure réalistes). Si une approche par génération de données synthétique
est utilisée, il faut qu’un expert du domaine vérifie le réalisme de ces données.

Les auteurs ayant appliqué des algorithmes d’apprentissage automatique supervisés aux don-
nées géophysiques ont utilisé des données d’ entraînement et de validation corrélées spatiale-
ment, sans utiliser de données de test (voir section 1.4.4). Cela a induit un fort sur-ajustement des
algorithmes de par la colocalisation des données d’ entraînement et de validation. Cette approche
doit être considérée comme une interpolation et non pas une prédiction généralisable. Dans le
cas d’une prédiction, l’utilisation d’une zone de test présentant un contexte géologique similaire,
mais n’étant pas colocalisée avec les données d’ entraînement-validation afin de limiter le sur-
ajustement des données, est essentielle.

Au-delà de ces problématiques, les applications des algorithmes d’apprentissages automa-
tiques aux données géophysiques aéroportées s’avèrent prometteuses, de par la grande quantité
et la qualité des données disponibles. L’application de ces algorithmes permettrait d’extraire de
ces données un maximum d’information, de les interpréter ou de les traiter, facilitant ainsi leur
utilisation par les géologues.

À cette fin, trois applications novatrices d’algorithmes d’apprentissage automatique de vision
numérique sont proposées dans ce projet. La première (chapitre 3) propose d’utiliser un algorithme
d’apprentissage d’automatique profond afin de générer de nouvelles représentations des données
géophysiques aéroportées (voir section 1.4.1). La deuxième (chapitre 4) propose la génération
d’un jeu de données synthétiques (voir section 1.2.2.3) afin d’entraîner un algorithme d’apprentis-
sage automatique profond à produire une cartographie géologique préliminaire (voir 1.4.2). Enfin,
la troisième application (chapitre 5) propose d’augmenter la résolution des données magnétiques
aéroportées (voir 1.4.3) grâce à un algorithme d’apprentissage automatique profond.
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1.6 Contributions

Dans le cadre de cette thèse, les travaux réalisés ont été présentés dans les cadres suivants :

• [Présentation] Québec Mines, 2019. Isolation des textures géologiques dans les données de
géophysiques aéroportées par apprentissage automatique. Auteurs : Matthieu Cedou (INRS,
Geolearn), Erwan Gloaguen ()INRS) et Martin Blouin (Geolearn). Sessions : Outils d’intelli-
gence artificielle dans les secteurs minier et énergétique.

• [Affiche] Québec Mines, 2019. Isolation des textures géologiques dans les données de géo-
physiques aéroportées par apprentissage automatique. Auteurs : Matthieu Cedou (INRS,
Geolearn), Erwan Gloaguen (INRS) et Martin Blouin (Geolearn).

• [Présentation] GAC-MAC-IAH, 2019. Supervised and unsupervised classification to explore
geophysical data. Auteurs : Matthieu Cedou (INRS, Geolearn), Erwan Gloaguen (INRS),
Martin Blouin (Geolearn). Session : Machine Learning as an interpretation tool for geologists.

• [Présentation] Journées des sciences, 2019. Supervised and unsupervised classification to
explore geophysical data. Auteurs : Matthieu Cedou (INRS, Geolearn), Erwan Gloaguen
(INRS), Martin Blouin (Geolearn).

• [Présentation aux commanditaires] Ministère de l’Énergie et des Ressources Naturelles du
Québec (MERN). Cartographie géologique préliminaire des données magnétiques aéropor-
tées par apprentissage automatique profond. Auteurs : Matthieu Cedou (INRS), Erwan Gloa-
guen (INRS), Martin Blouin (Geostack), Antoine Caté (SRK Consulting), Jean-Philippe Paie-
ment (Mira Geoscience), Shiva Tirad (Commission Géologique du Canada).

• [Atelier] Ministère de l’Énergie et des Ressources Naturelles du Québec (MERN). Carto-
graphie géologique préliminaire des données magnétiques aéroportées par apprentissage
automatique profond. Auteurs : Matthieu Cedou (INRS), Erwan Gloaguen (INRS), Martin
Blouin (Geostack), Antoine Caté (SRK Consulting), Jean-Philippe Paiement (Mira Geos-
cience), Shiva Tirad (Commission Géologique du Canada).

• [Prépublication] Arxiv, 2021. Predictive Geological Mapping with Convolution Neural Network
Using Statistical Data Augmentation on a 3D Model. Auteurs : Matthieu Cedou (INRS), Erwan
Gloaguen (INRS), Martin Blouin (Geostack), Antoine Caté (SRK Consulting), Jean-Philippe
Paiement (Mira Geoscience), Shiva Tirad (Commission Géologique du Canada). Catégorie :
Geophysics. DOI : https ://doi.org/10.48550/arXiv.2110.14440

• [Présentation] Québec Mines, 2021. Cartographie géologique préliminaire des données ma-
gnétiques aéroportées par apprentissage automatique profond. Auteurs : Matthieu Cedou
(INRS), Erwan Gloaguen (INRS), Martin Blouin (Geostack), Antoine Caté (SRK Consulting),
Jean-Philippe Paiement (Mira Geoscience), Shiva Tirad (Commission Géologique du Ca-
nada). Sessions : Outils d’intelligence artificielle dans les secteurs minier et énergétique.
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• [Présentation] Journée des Sciences, 2021. Preliminary geological mapping with convolution
neural network using statistical data augmentation on a 3D model. Auteurs : Matthieu Cedou
(INRS), Erwan Gloaguen (INRS), Martin Blouin (Geostack), Antoine Caté (SRK Consulting),
Jean-Philippe Paiement (Mira Geoscience), Shiva Tirad (Commission Géologique du Ca-
nada).

• [Rapport Technique] Ministère des Ressources Naturelles du Québec, 2022. Cartographie
géologique préliminaire des données magnétiques aéroportées par apprentissage automa-
tique profond. Auteurs : Matthieu Cedou (INRS), Erwan Gloaguen (INRS), Martin Blouin
(Geostack), Antoine Caté (SRK Consulting), Jean-Philippe Paiement (Mira Geoscience),
Shiva Tirad (Commission Géologique du Canada). Numéro de rapport : MB 2022-08

• [Article] Computer and Geosciences, 2022. Preliminary geological mapping with convolution
neural network using statistical data augmentation on a 3D model. Auteurs : Matthieu Ce-
dou (INRS, Mira Geoscience), Erwan Gloaguen (INRS), Martin Blouin (Geostack), Antoine
Caté (SRK Consulting), Jean-Philippe Paiement (Mira Geoscience), Shiva Tirad (Commis-
sion Géologique du Canada). Volume 167, October 2022, 105187. ISSN 0098-3004, DOI :
https ://doi.org/10.1016/j.cageo.2022.105187
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2 MÉTHODOLOGIE

Ce chapitre présente les types de données géophysiques aéroportées ainsi que les algo-
rithmes d’apprentissage automatique utilisés dans les projets présentés aux chapitres 3 et 4.

2.1 Les données géophysiques utilisées

Cette section est une brève présentation des mesures géophysiques. Dans ce projet, aucune
donnée n’a été ni acquise ni traitée. Les données utilisées par la suite proviennent majoritairement
de la base de données du SIGÉOM (SIGEOM, 2019) du Ministère de l’Énergie et des Ressources
Naturelles, partenaire du projet.

2.1.1 Les données magnétiques aéroportées

Les méthodes magnétiques aéroportées sont les plus utilisées en exploration minérale. Ces
méthodes sont fiables, peu dispendieuses et apportent une information d’intérêt aux géologues
(Murthy, 2007). Elles leurs permettent notamment de tracer les contacts entre des objets géolo-
giques identifiés de différente susceptibilité magnétique ainsi que de cartographier certaines failles
et linéaments (Murthy, 2007). Par conséquent, de nombreux levés aéromagnétiques ont été acquis
par le ministère des ressources naturelles du Québec ainsi que par des compagnies géophysiques
et sont disponibles sur l’ensemble du Québec sur le site web du SIGÉOM (voir section 1.3).

Ces méthodes mesurent les variations spatiales du champ magnétique terrestre. Comme le
montre la figure 2.1, localement, l’intensité du champ magnétique est, entre autres, due à la somme
du champ magnétique terrestre et d’un champ magnétique induit. Ce dernier est produit par l’in-
teraction du champ magnétique terrestre avec les roches du sous-sol (par induction magnétique,
Telford et al., 1990).

Pour une valeur de champ primaire donnée, l’intensité du champ magnétique induit est fonction
d’un paramètre physique : la susceptibilité magnétique (sans unité). Dans les roches, ce paramètre
est majoritairement contrôlé par la concentration de certains minéraux : la magnétite, l’ilménite et
la pyrrhotite (Telford et al., 1990). Les levés magnétiques renseignent donc sur la concentration de
ces minéraux et donc indirectement sur la nature géologique du sous-sol.

Cependant, en un point de mesure donné, la valeur du champ magnétique induit équivaut à la
somme des champs induits par l’ensemble des formations géologiques sous-jacentes, qui décroît
en fonction du carré de leur distance. Sur Terre, cet effet est perceptible jusqu’à une profondeur où
les minéraux perdent leur propriété magnétique (point de Currie à ' 550◦C, soit environ ' 40km
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; Telford et al., 1990). La valeur mesurée à un point peut donc résulter d’une infinité de scéna-
rios d’agencement et de nature du sous-sol, mais permet néanmoins de contraindre fortement
l’interprétation.

Des corrections doivent être apportées aux mesures magnétiques. En effet, d’autres phéno-
mènes interfèrent avec le champ magnétique terrestre. Tout d’abord, l’intensité du champ ma-
gnétique terrestre varie selon son emplacement (longitude, latitude et altitude) à la surface de
la Terre. Les mesures doivent donc être corrigées afin de simuler qu’elles aient été prises à un
champ magnétique terrestre égal, au même emplacement (réduction au pôle). Ensuite, le champ
magnétique varie dans le temps (variation séculaire diurne). Il faut donc mesurer ces variations
à une station fixe et soustraire la dérive aux mesures. Une fois ces corrections apportées, les
variations spatiales observées dans les données sont principalement dues à la susceptibilité et
à la rémanence (champs magnétiques fossiles observés dans certaines formations) des roches
sous-jacentes (Telford et al., 1990).

Nord Géographique

Profondeur
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Susceptibilité 
Magnétique

Surface

Champs Magnétique 
Terrestre

Champs Magnétique 
Induit
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d’observation

Ze

Xe
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FIGURE 2.1 : Schéma d’un levé aéromagnétique : un appareil mesure localement, à différents points d’observa-
tion, l’intensité du champ magnétique due au champ magnétique terrestre et au champ magnétique induit.

Comme le montre la figure 2.1, dans le cadre d’un levé aéromagnétique, le champ magnétique
est mesuré depuis un capteur, disposé sous un aéronef, à différents points d’observation répartis
selon une grille régulière. Cela permet alors de projeter les valeurs mesurées sur une matrice qui
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correspond à une image en 2D. Les variations du champ magnétique induit visibles sur cette carte
permettent alors, notamment, de définir les contacts entre les différentes formations géologiques
et de déduire la nature de certains objets selon leur forme et leur texture (Telford et al., 1990).

Les données aéromagnétiques utilisées dans les projets présentés par la suite sont disponibles
en accès libre dans la base de données du SIGEOM. Elles ont été compilées par Intissar et al.
(2014). Cette compilation regroupe les données aéromagnétiques maillées provenant de compila-
tions existantes et y intègre des levés récents, ainsi que quelques levés privés de bonne qualité
couvrant d’importantes surfaces. Ces données ont été interpolées sur une maille carrée de 75m,
ont été prolongées vers le haut pour simuler une hauteur de vol similaire, et ont été fusionnées
ensemble (Intissar et al., 2014). Ces données étant déjà traitées, réduites aux pôles, et la magné-
tique résiduelle étant calculée (c’est-à-dire les anomalies magnétiques régionales supprimées),
ces sujets ne seront pas abordés dans la méthode et peuvent être trouvées dans Intissar et al.
(2014).

2.1.2 Les données électromagnétiques aéroportées

Les méthodes électromagnétiques (EM) permettent d’inférer la conductivité électrique des
roches de sub surface, c’est-à-dire la capacité d’un matériau à faire circuler un courant électrique.

La figure 2.2 illustre un levé EM dans le domaine du temps (TEM). D’abord, un champ magné-
tique variant dans le temps va être généré grâce à une boucle émettrice (solénoïde) tractée depuis
un aéronef. Ce champ magnétique primaire va induire un courant électrique dans les matériaux
conducteurs du sous-sol. Ce courant électrique va, à son tour, générer un champ magnétique (ou
champ EM secondaire) dont l’intensité est proportionnelle à la conductivité électrique de la roche.
Une partie du champ magnétique secondaire est mesurée par une bobine réceptrice tractée de-
puis le même aéronef. La décroissance temporelle du champ induit par les objets géologiques
conducteurs peut être inversée afin d’estimer la conductivité électrique de la sub surface (Telford
et al., 1990).

La réponse TEM au-dessus d’un sous-sol homogène décroît dans le temps selon une asymp-
tote connue (t−5/2). Si des corps conducteurs sont présents, alors la décroissance du champ va
être modifiée (la courbe va être translatée vers la droite, vers des temps plus longs). La pénétration
dans le sol d’un champ EM est limitée par le moment magnétique de la boucle émettrice et par
la conductivité des roches. Avec les systèmes aéroportés existant, la réponse mesurée est alors
fonction de la conductivité des roches des premiers 200 m sous la surface (Odenburg et al., 2019).
Enfin, des traitements vont être appliqués aux données pour obtenir une valeur unique à chaque
point d’observation. Il est important de noter que les données électromagnétiques sont sensibles
aux morts-terrains conducteurs et aux couches horizontales conductrices (Exploration Noranda,
2009), et par conséquent aux lacs, aux marécages et aux rivières.
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FIGURE 2.2 : Schéma d’un levé électromagnétique dans le domaine du temps : une source formée par une
bobine électrique génère un champ magnétique ; ce champ provoque par induction un champ magnétique
secondaire, dans les objets géologiques conducteurs ; le récepteur mesure alors l’ensemble des champs ma-
gnétiques (Odenburg et al., 2019).

Les données TEM utilisées dans la thèse sont issues d’une série de levés réalisés en Abi-
tibi, avec le système MEGATEM II (Exploration Noranda, 2009). Ces données ont été traitées,
fusionnées et projetées sur une maille à 50m par le ministère. Le système MEGATEM II mesure
la variation du champ magnétique dans le temps, sur 20 canaux. Afin d’obtenir une valeur unique
à chaque point, les profils ont été comparés à la réponse d’une plaque horizontale verticale de
600m de large pour 300m de profondeur. Par conséquent, si la forme d’un conducteur diffère
considérablement de celle d’une plaque verticale, son estimation sera inexacte.

2.1.3 Techniques de mise en valeur des données géophysiques

Les données géophysiques peuvent être mises en valeur par plusieurs opérations linéaires
ou non linéaires. Elles permettent de faciliter la visualisation des données, de filtrer le bruit, ou
de mettre en évidence des anomalies présentant les mêmes caractéristiques (voir section 1.4.1).
Parmi ces opérations, l’utilisation de filtres numériques est populaire et commune.

2.1.3.1 Les filtres numériques

Les filtres numériques permettent d’obtenir de nouvelles représentations des données d’ori-
gine. Parmi ces filtres, les dérivées verticales ou horizontales (selon une direction donnée) mettent
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en évidence les contacts entre les objets géologiques, ou les variations dans les données (Milligan
et al., 1997).

La figure 2.3 illustre le fonctionnement d’un type de filtre numérique. Comme le montre la figure,
le filtre est passé par convolution sur une image et, à chaque pixel, multiplie sa valeur par celle
du pixel et de son voisinage. La somme de ces valeurs est ensuite projetée sur une nouvelle
représentation, appelée « carte filtrée », ou « carte d’activation » en apprentissage automatique.
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FIGURE 2.3 : Illustration de la convolution d’un filtre numérique sur une matrice ; à chaque cellule de la matrice,
le filtre multiplie ses valeurs par les valeurs locales de la matrice et en fait la somme ; ces sommes sont enfin
projetées sur une carte d’activation.

La figure 2.4 présente le résultat de la convolution d’un filtre sur une image de magnétisme
aéroporté. Le filtre numérique a été défini par l’auteur d’une manière arbitraire. Il permet de mettre
en évidence les linéaments magnétiques orientés NE-SO dans les données, et correspond à une
dérivée horizontale selon cette direction. Il isole alors les objets de l’image d’origine orientés dans
cette direction. Cependant, ces filtres doivent être utilisés avec précaution car ils altèrent le si-
gnal original pour faire ressortir les anomalies que souhaite mettre en avant le géologue (Milligan
et al., 1997). Cela peut donc mener à des artéfacts et à des biais dépendants de l’expérience du
géologue faisant le traitement.

Ces filtres peuvent être également superposés les uns aux autres afin de mettre en valeur
des patrons spatiaux plus complexes. C’est-à-dire qu’un filtre numérique peut être utilisé sur une
représentation obtenue par un autre filtre numérique. Pour obtenir un même résultat, ces filtres
peuvent être passés dans n’importe quel ordre dans le cas des filtres linéaires, mais doivent être
passés selon un ordre précis dans le cas des filtres non linéaires (Milligan et al., 1997).

Les propriétés des filtres doivent être bien comprises afin d’éviter les erreurs dues à leur ma-
nipulation et à l’interprétation des résultats. En effet, les filtres déforment les données. Ils peuvent
également introduire des effets d’ondes, appelés « phénomène de Gibbs ». De même, plus une
image est filtrée, plus la donnée d’origine perd son sens et plus l’interprétation géologique doit être
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FIGURE 2.4 : Exemple de la convolution d’un filtre numérique sur des données magnétiques résiduelles aéro-
portées et carte d’activation résultante

prudente et minutieuse. Enfin, ces filtres n’améliorent en rien le signal original et permettent juste
de mettre en évidence ou d’isoler certaines parties du signal original (Milligan et al., 1997).

Ces filtres peuvent être utilisés dans le cadre de la mise en valeur des données (« Feature En-
gineering », voir section 1.2.2.2). Ils permettent par exemple de mettre en évidence les variations
dans les données.

2.1.3.2 Échantillonnage spatial

Dans les données géophysiques aéroportées, les signaux induits par les objets les plus pro-
fonds sont majoritairement associés aux plus grandes longueurs d’onde. Afin d’isoler les fré-
quences les plus basses, un signal peut être échantillonné à un pas spatial plus grand. Plus
l’espacement entre les échantillons est important, plus la longueur d’onde isolée est considérée
comme importante (Milligan et al., 1997). Cette règle est définie par la fréquence de Nyquist, la
plus petite fréquence échantillonnée, qui ne peut pas être inférieure à la moitié de la fréquence
d’échantillonnage.

La figure 2.5 présente un exemple d’isolation des plus grandes longueurs d’onde par échan-
tillonnage à partir d’une image de magnétisme aéroportée. Sur l’image originale (gauche), tous
les détails sont présents. Les objets localisés sont associés à de courtes longueurs d’onde. Cette
image peut-être ré-échantillonnée (droite) et interpolée à la même dimension que l’image d’origine
pour comparaison. Comme le montre le résultat, seules les plus grandes longueurs d’onde sont
visibles sur cette image. On parle alors de « filtre passe-bas », laissant seulement passer les
basses fréquences.

Le ré-échantillonnage des données peut se faire selon d’autres règles que l’échantillonnage à
un pas prédéfini. Par exemple, comme l’illustre la figure 2.6, l’échantillonnage peut se faire par la
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FIGURE 2.5 : Exemple de ré-échantillonnage de données de magnétiques résiduelles aéroportées filtrant les
signaux de haute fréquence des données d’origine.

sélection des valeurs maximales de la zone à être réduite (ou « Max-Pooling », Chollet, 2018).
Dans ce cas, selon le facteur de réduction de l’image (ici 2), la plus grande valeur de sous-zones de
la taille du facteur de réduction va être préservée et projetée dans une nouvelle représentation qui
réduit les hautes fréquences contenues dans l’image. D’autres techniques utilisent, par exemple,
la valeur minimale ou moyenne de ces sous-zones selon le même principe de filtre passe-bas.
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FIGURE 2.6 : Exemple d’échantillonnage majoritaire (ou « Max-Pooling » ) sur une matrice ; les sous-zones sont
mises en évidence en vert.
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2.2 Algorithmes utilisés

Il existe de très nombreux algorithmes d’apprentissage automatique, fonctionnant selon diffé-
rentes logiques. Le but de cette section est de présenter le fonctionnement des algorithmes utilisés
dans les chapitres 3, 4 et 5. Ces algorithmes sont présentés sur la figure 1.6.

2.2.1 Non-supervisés

2.2.1.1 Analyse en composante principale

L’Analyse en Composante Principale (PCA, « Principal Component Analysis » ) est une mé-
thode d’apprentissage automatique non supervisée ayant comme objectif de réduire le nombre de
dimensions d’un jeu de données.

Comme le montre la figure 2.7, une PCA cherche, dans un jeu de données en plusieurs dimen-
sions, les hyperplans expliquant un maximum la variance. En deux dimensions, l’algorithme trouve
l’hyperplan expliquant le plus la variance : la composante principale (CP1 sur la figure 2.7.2). Une
fois ce plan trouvé, le PCA sélectionne un second axe, orthogonal au premier (CP2). Dans le cas
d’un jeu de données en trois dimensions, le CP2 est l’axe expliquant le plus la variance des don-
nées orthogonales au CP1, et le troisième hyperplan est orthogonal aux deux premiers. Pour un
jeu de données en n dimensions, le PCA va trouver n hyperplans selon ce principe (Géron, 2017).
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FIGURE 2.7 : Illustration d’un algorithme d’Analyse en Composantes Principales utilisé pour trouver les axes
de variances principaux au sein d’un jeu de données en 2 dimensions.

Les intérêts de cet algorithme sont nombreux. Premièrement, les axes de composantes princi-
pales sont, la plupart du temps, plus pertinents que les axes d’origine et ont souvent une interpré-
tation simple. Une PCA met donc en valeur la variance des données et fournit donc une meilleure
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représentation de ces dernières (Géron, 2017). Ensuite, dans le cas d’un jeu de données d’un
grand nombre de dimensions, il permet de réduire ce nombre de telle manière que les données
soient interprétables par un humain. Il permet également de réduire la mémoire et la puissance de
calcul nécessaire au traitement de ces données (Géron, 2017).

Enfin, les nouvelles représentations peuvent mettre en évidence des tendances dans les don-
nées. La figure 2.7 illustre ce principe. En supposant que les données soient visualisables en une
dimension (exemple simplifié d’une image où les données sont visibles en 2D), elles se présentent
sous la forme de deux distributions normales (voir figure 2.7.1). Une fois les données projetées
sur les CP1 et CP2, l’histogramme du CP2 permet de visualiser deux groupes distincts au sein
des données (voir figure 2.7.2). Une fois cette information mise en valeur, elle peut être utilisée par
l’utilisateur ou par un algorithme (Géron, 2017).

2.2.1.2 Regroupement

Le regroupement (« Clustering » ) est une méthode d’apprentissage automatique ayant pour
objectif de trouver les groupes naturels au sein d’un jeu de données. Il s’agit d’une méthode d’ap-
prentissage non-supervisé.

Comme le montre la figure 2.8, dans un jeu de données, plusieurs groupes naturels peuvent
se distinguer (figure 2.8.1). L’objectif de l’algorithme est de séparer ces groupes et d’assigner à
chaque point la classe correspondante. Il existe un très grand nombre d’algorithmes de regrou-
pement qui délimitent les groupes selon différentes méthodes : la distance à un point présentant
le centre d’un groupe (utilisé par la méthode de K-mean, l’algorithme de regroupement le plus
populaire), la concentration des points, la variance des groupes, etc. La méthode doit être choisie
en fonction de la nature des données, et proposer une approche qui respecte les phénomènes
régissant la structure des données (VanderPlas, 2016).

Après avoir choisi l’algorithme le plus pertinent, l’utilisateur doit renseigner certains paramètres
en fonction de l’algorithme choisi. Ces paramètres peuvent être le nombre de groupes à trouver,
des fonctions de transformation des données, etc. Ces paramètres doivent être sélectionnés selon
la nature des données d’entrée, mais aussi sélectionnés par essai-erreur (VanderPlas, 2016).

La figure 2.9 illustre le fonctionnement d’un algorithme de regroupement agglomératif hiérar-
chique, un type d’algorithme de regroupement très utilisé en géosciences. Le principe de cet al-
gorithme est de créer une hiérarchie des données d’entrée, en fonction de leur similarité. Cette
similarité peut être mesurée par différentes méthodes de calcul. Deux données d’entrée les plus
similaires les unes aux autres vont être groupées ensemble dans un « nœud ». Chaque donnée
d’entrée est associée selon cette logique à la donnée ou au nœud le plus similaire. De même,
au cours du regroupement, si deux nœuds présentent une forte similarité, ils sont associés pour
former un nouveau nœud. Le regroupement s’arrête quand un nombre de nœuds (ou groupes)
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FIGURE 2.8 : Illustration du principe de regroupement où un algorithme cherche les classes naturelles au sein
d’un jeu de données.

à trouver ou un seuil de similarité maximal entre les groupes trouvés est atteint. Ces paramètres
sont définis par l’utilisateur selon sa compréhension du phénomène à l’étude, afin d’obtenir les
classes les plus en accord avec son interprétation.

Une méthode populaire pour calculer la similarité des données est la mesure de la variance
interne des groupes formés. Alors, si le paramètre à trouver est un nombre de groupes prédéfini,
les groupes formés sont les groupes présentant une variance interne minimale. Si un seuil de
variance est fixé, alors les groupes formés sont les groupes de variance minimale en deçà de la
valeur de variance maximale définie. Cet algorithme n’utilisant pas de valeur aléatoire, un de ses
avantages est sa consistance (Kilitcioglu, 2018).
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FIGURE 2.9 : Illustration d’un algorithme de regroupement hiérarchique minimisant la variance
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2.2.2 Apprentissage supervisé

2.2.2.1 Arbre de décision

Les arbres de décision sont des algorithmes de classification supervisés. Comme le montre
la figure 2.10, l’algorithme aborde un problème selon un ensemble de questions, posées à une
base de données multivariée en entrée. Pour une donnée en entrée, l’algorithme examine si,
par exemple, une de ses variables est supérieure à une certaine valeur. La réponse est binaire
(oui/non). En fonction de la réponse, une autre question de la même nature sera posée à une
autre de ses variables (VanderPlas, 2016).

Intensité Magnétique

Gravimétrie Gravimétrie

Gamma Gamma Gamma Gamma

<510 >510

>123<123 <82 >82

<0.5 >0.5>2.1<2.1>1.8<1.8>2.5<2.5

PlutonPlutonSédiment Dyke Sédiment DykePlutonDyke

Couches de Données

Paramètres ajustables
du modèle

Étiquettes Recherchées

FIGURE 2.10 : Illustration d’un arbre de décision cherchant à classer des données en pluton, sédiments ou
dykes à partir de données magnétiques, gravimétriques et radiométriques

Lors de l’ entraînement du modèle, les valeurs seuils des « questions » de l’arbre de décision
sont les paramètres à optimiser. Ces paramètres vont être changés jusqu’à ce que les questions
soient les plus pertinentes possible et permettent de trouver les étiquettes cherchées. Une fois
l’arbre de décision entraîné à prédire un phénomène, ses paramètres considérés comme optimaux
sont fixés et l’arbre peut être utilisé comme modèle prédictif.

L’avantage des arbres de décision est l’intelligibilité de leur mécanisme. Projeter les paramètres
permet de mieux comprendre la structure d’un jeu de données et le lien entre les données d’entrée
et les étiquettes cherchées. Cependant, la limite de cet algorithme réside dans sa robustesse au
bruit et à la faiblesse de la causalité de la base de données. En d’autres termes, il n’est pas capable
d’une grande généralisation.
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2.2.2.2 Forêt d’arbres aléatoires

Les algorithmes de forêt d’arbres aléatoires (« Random Forest » ), proposé par Breiman
(2001), utilisent un grand nombre d’arbres de décision pour fournir une prédiction partagée par
l’ensemble des arbres, d’où le nom « forêt ». Cet algorithme est présenté sur la figure 2.11.
Comme pour les arbres de décision, il s’agit d’un algorithme de classification supervisé. Cette
technique consiste à optimiser un ensemble d’arbres de décision courts et d’en déduire une pré-
diction finale par vote entre les arbres. Ce principe d’utiliser un grand nombre de sous-algorithmes
prédictifs dans un même algorithme se nomme « méthodes d’ensemble » (« Ensemble Machine
Learning », Apeksha Jain et al., 2017).

Comme le montre la figure 2.11, pour un problème donné, chaque arbre de décision compris
dans la forêt d’arbres aléatoires va proposer une prédiction. Dans le cas d’une classification, il
s’agit d’étiquettes continues. La prédiction finale de l’algorithme va être définie par un vote majori-
taire, où la classe la plus représentée dans les prédictions des arbres de décision va être proposée
(Apeksha Jain et al., 2017).

Entrée

Arbre 1 Arbre 2 Arbre n

Classe A Classe B Classe A

Vote Majoritaire

Classe Finale : A

. . .

. . .

FIGURE 2.11 : Illustration d’un algorithme de Forêt d’Arbres Aléatoires utilisé pour la classification supervisée
de donnée, composé d’un grand nombre d’arbres de décision.

Plusieurs approches de Méthode d’Ensemble existent. L’agrégation (« Bootstrap Aggregation »
ou « Bagging », dont l’arbre de forêt aléatoire fait parti) consiste à utiliser comme prédiction finale
la moyenne des prédictions des modèles entraînés (Apeksha Jain et al., 2017).
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Le « Bootstrapping » consiste à séparer le jeu de données d’ entraînement de manière aléa-
toire sur plusieurs itérations. À chaque itération, un modèle prédictif s’entraîne sur un sous-groupe
du jeu de données d’entraînement sélectionné de manière aléatoire. La prédiction finale est égale
à la moyenne de la prédiction des modèles entraînés (Apeksha Jain et al., 2017).

Le « Boosting » consiste à entraîner un algorithme sur des sous-ensembles de données. En-
suite, l’algorithme prédit l’ensemble des données d’ entraînement et un deuxième sous-ensemble
de données est constitué de données mal prédites par le premier algorithme. Ces données mal
prédites ont un poids plus important à chaque itération. Un second algorithme s’entraîne alors sur
ce jeu de données. Cette opération est répétée jusqu’à ce que la prédiction du modèle soit de
haute précision (Apeksha Jain et al., 2017).

Enfin, le « Stacking » consiste, comme le Bagging, à entraîner un grand nombre de sous-
modèles, à la différence que le résultat final est obtenu par un autre modèle de classification,
prenant en entrée les prédictions des sous-modèles (Apeksha Jain et al., 2017).

2.2.3 Apprentissage profond

Le terme « apprentissage profond » réfère à des algorithmes capables par eux-mêmes de
trouver des caractéristiques d’intérêts dans les données d’origine (Chollet, 2018). Par conséquent,
ils ne sont pas dépendant d’une recherche de caractéristiques en amont par l’utilisateur, contraire-
ment aux algorithmes présentés précédemment. Les « Réseaux de Neurones » sont les premiers
algorithmes créés selon ce principe.

2.2.3.1 Perceptrons

Les réseaux de neurones sont constitués de perceptrons. La figure 2.12 illustre le fonctionne-
ment d’un perceptron. Il prend en entrée des valeurs numériques (X1 à Xn sur la figure 2.12). À
chacune de ces valeurs est associée un poids correspondant (W1 à Wn), par lequel est multipliée
l’entrée. La somme de ces produits est ensuite calculée dans la fonction transfert et un biais y
est additionné. Le résultat est ensuite envoyé dans une fonction d’activation, qui va effectuer une
transformation mathématique de cette valeur, produisant ainsi une sortie (Andrew, 2011). Dans
la majorité des cas, cette fonction d’activation (la fonction « Relu » ), transforme la fonction de
transfert par une fonction linéaire (Chollet, 2018).

2.2.3.2 Réseau de neurones

La figure 2.13 illustre un réseau de neurones. Il est composé d’un grand nombre de couches,
constituées de perceptrons. Le réseau prend en entrée des valeurs numériques qui vont être trai-
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FIGURE 2.12 : Illustration d’un perceptron composé d’une fonction transfert et d’une fonction d’activation (mo-
difié de Andrew, 2011).

tées par les perceptrons de la première couche, produisant ainsi un nombre de sorties égal au
nombre de perceptrons contenus dans la couche. Les perceptrons de la deuxième couche vont
ensuite prendre en entrée les sorties de la couche précédente et calculer une nouvelle sortie. Ce
principe est répété pour chaque couche composant le réseau, jusqu’à la couche de sortie produi-
sant le résultat escompté. La complexité d’un modèle, qui doit être adaptée à la tâche demandée,
est fonction du nombre couches et de perceptrons choisis par l’utilisateur (Andrew, 2011).
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Nn

N2
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Y

perceptron
couche
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Entrées Réseau de 
neurones
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FIGURE 2.13 : Illustration d’un réseau de neurones composé de couches contenant des perceptrons (modifié
de Andrew, 2011).

Afin de remplir avec succès une tâche, le réseau de neurones doit être entraîné. Cette étape
consiste à trouver les poids et les biais (w et biais dans figure 2.12) optimaux, permettant de
répondre à la tâche demandée. La figure 2.14 illustre le principe de l’ entraînement d’un réseau
de neurones. Lors de l’ entraînement, un grand nombre d’exemples est passé dans le réseau. Il
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va fournir pour chacun une prédiction qui sera comparée à la réponse connue (cible vraie sur la
figure 2.14). Cette comparaison se fait à l’aide d’une « fonction objective ». À partir d’un « score »
obtenu par cette fonction, les poids et les biais sont mis à jour par une méthode de gradient
(Andrew, 2011; Chollet, 2018).

N2
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N2

N1

N3

YP Fonction Objective

YP

Optimisation Score

Prédiction

Cible vraie

Mise à jour 
des poids et biais

X1

X2

FIGURE 2.14 : Illustration de l’entraînement d’un réseau de neurones par optimisation (modifié de Chollet, 2018
et de Andrew, 2011).

Comme le problème est fortement non-linéaire, cette optimisation (appelée aussi propagation
inverse) du réseau se fait par itération. La figure 2.15 illustre ce principe, où le score du réseau
est comparé aux valeurs des poids et des biais projetés sur un seul axe pour plus de lisibilité. À
chaque exemple envoyé dans le réseau, les poids et les biais se mettent à jour et sont modifiés
légèrement selon un « pas » d’ entraînement défini par l’utilisateur. À chaque itération, le réseau
est optimisé et le score du modèle est supposé réduire. Quand le score du modèle atteint un
minimum, le réseau est considéré comme entraîné (Chollet, 2018).

Cependant, le rapport entre la valeur des poids et des biais du réseau et le score est rarement
linéaire. Pour certaines valeurs de poids et de biais, le score du réseau va tomber dans un mini-
mum, dit « minimum local », car d’autres valeurs de paramètres permettent au réseau d’obtenir un
score plus bas. Ce principe est illustré sur la figure 2.15. Lors de l’ entraînement, le gradient peut
se retrouver dans un de ces minimums, ne plus s’améliorer et ne pas trouver la réponse optimale
(appelée « minimum global » ; Chollet, 2018).

Afin d’éviter la convergence des algorithmes vers des minimums locaux, certaines fonctions de
propagation inverse utilisent différentes stratégies. Certaines utilisent un « momentum », permet-
tant de continuer à modifier la valeur des paramètres du réseau après qu’un minimum soit atteint,
en fonction de l’amplitude des changements précédents (Ruder, 2017).

D’autres méthodes de propagation arrière adaptent également leur pas d’apprentissage en
fonction des paramètres du modèle. Ils définissent des pas d’apprentissage court pour les pa-
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FIGURE 2.15 : Illustration de la convergence du gradient lors de l’entraînement d’un réseau de neurones en
fonction des valeurs des paramètres projetées en une dimension et du score du modèle (modifié de Chollet,
2018).

ramètres les plus utilisés et des pas d’apprentissage plus importants pour les paramètres peu
utilisés. Enfin, certaines méthodes utilisent ces deux stratégies Ruder, 2017.

2.2.3.3 Les réseaux de neurones convolutifs

L’apprentissage profond s’est notamment imposé dans les tâches de vision numérique. Cela a
été rendu possible grâce aux réseaux de neurones convolutifs (« Convolutional Neural Network »
ou CNN ; Minaee et al., 2021). Ces réseaux fonctionnent, dans l’ensemble, comme des réseaux de
neurones. Cependant, ils utilisent à la place des fonctions de transfert des filtres numériques (voir
figure 2.3) qui vont être optimisés afin de transformer un signal d’entrée en une sortie souhaitée
(Chollet, 2018).

La figure 2.16 illustre une couche de convolution, remplaçant les couches de neurones dans
les CNN. Cette couche est composée de filtres numériques, qui produisent chacun une carte
d’activation à partir de l’image passée en entrée. Lors de l’ entraînement, ce sont les valeurs
contenues dans chaque filtre qui vont s’optimiser, afin de produire les cartes d’activations les plus
pertinentes à la résolution de la tâche demandée. À chaque filtre sont associés un biais et une
fonction d’activation (Chollet, 2018).

Un CNN est composé de nombreuses couches de convolutions. Chaque couche de convolu-
tion prend en entrée les cartes d’activations fournies par la couche de convolution la précédant
et fournit de nouvelles représentations. Les représentations ainsi créées sont très complexes et
isolent des structures, objets ou textures des images en entrée (Chollet, 2018).
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FIGURE 2.16 : Illustration d’une couche de convolution composée de filtres numériques et produisant des cartes
d’activations.

Des couches de « Max-Pooling » peuvent être introduites dans le réseau. Elles permettent
alors de filtrer l’information d’intérêt des cartes d’activation et de réduire la taille du signal (Chollet,
2018). La compression du signal permet alors de transformer la donnée d’entrée dans la dimension
de la sortie souhaitée.

Classification d’image Une des premières applications des CNN est la classification d’images
(Lecun, 1998). La figure 2.17 illustre un CNN appliqué à cette tâche. Pour cela, une image est
passée en entrée dans le réseau. Les couches de convolution vont transformer le signal et les
couches de Max-Pooling vont le compresser, de telle sorte qu’en sortie le signal aura la forme
d’une matrice colonne d’une taille correspondant au nombre de classes possibles (matrice de
n× 1 où n est le nombre de classes). Chaque cellule de cette matrice de sortie renvoie une valeur
continue et la plus haute valeur définit la classe sélectionnée par le modèle. Afin que le modèle
fonctionne et trie les images dans les classes désirées, il doit être entraîné avec un jeu de données
étiqueté simulant la tâche qu’il doit réaliser (Chollet, 2018).

Auto-encodeur Des étiquettes ne sont pas toujours disponibles pour permettre à un réseau de
converger et de fournir une bonne compréhension des données d’entrée, c’est à dire des cartes
d’activation pertinentes. Les auto-encodeurs, illustrés sur la figure 2.18, permettent de contourner
cette problématique. Cet algorithme consiste à compresser un signal, grâce à un premier réseau
nommé « Encodeur ». Il permet d’obtenir une forme compressée du signal. Ensuite, un deuxième
réseau, nommé « Décodeur », va essayer de reproduire le signal en entrée, à partir du signal
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FIGURE 2.17 : Classification d’images par réseau de neurones convolutif composé de couches de convolutions.

compressé, afin de vérifier qu’il n’y a pas de perte d’information. Si la reconstruction du signal
par le décodeur est de bonne qualité, cela valide la capacité du réseau à compresser le signal
(Andrew, 2011).

Données
Compressées

Image Originale Représentation
Apprise

Réseau 1 :
Encodeur

Réseau 2 :
Décodeur

FIGURE 2.18 : Illustration du principe de l’auto-encodeur, entraîné à décomposer et recomposer des données
aéromagnétiques.

Utiliser un auto-encodeur constitué de couches de convolution revient à stocker l’information
visuelle des images dans les filtres numériques (donc de faire une compression d’image). Lors de
l’ entraînement, les filtres numériques des couches de convolution vont s’adapter de telle manière
à ce qu’ils « apprennent » l’ensemble des textures présentes dans les images du jeu de données
d’ entraînement. Le signal compressé indique alors quels objets sont présents, et leur localisation.

Par exemple, Zeng et al. (2018) utilisent un auto-encodeur pour classer des images tomogra-
phiques en 3D de cellules. Valentine et al. (2012) et Qian et al. (2018) utilisent également cette
technologie pour des données sismiques. Pour cela, ces auteurs entraînent un auto-encodeur à
reproduire des images. Ensuite, ils utilisent les données compressées pour classer les images
d’entrée grâce à un algorithme de regroupement.

Segmentation d’image La segmentation d’image est également une application populaire des
réseaux de neurones convolutifs. Elle consiste à classer chaque pixel d’une image en entrée dans
une classe désirée. La figure 2.19 illustre cet algorithme. Pour cela, l’algorithme transforme une
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image en entrée dans une matrice de même dimension, mais avec un nombre de canaux égal au
nombre de classes désirées. Pour chaque pixel, le canal présentant la plus haute valeur définira
la classe qui lui sera assignée (Minaee et al., 2021).
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FIGURE 2.19 : Illustration de segmentation d’images par réseau de neurones convolutif utilisant un module
ASPP (inspiré de Chen et al., 2017.

De nombreuses architectures existent à des fins de segmentation (Minaee et al., 2021). La
figure 2.19 illustre un réseau de type « DeepLabV3 », proposé par Chen et al. (2017). Ce réseau
utilise un module d’« Atrous Spatial Pyramidal Pooling » (ou ASPP) en fin de réseau, après la
transformation et la compression du signal, permettant de réaliser la segmentation.

Cartes d’Activation
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pas = 24pas = 12

pas = 36

Module ASPP Valeurs Associées
aux Echelles ConsidéréesConvolutions à 
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FIGURE 2.20 : Illustration du fonctionnement du module d’ASPP : à partir de cartes d’activations fournies par
le réseau, le module d’ASPP va réaliser des convolutions à différents pas d’échantillonnage, permettant une
compréhension à différentes échelles de la scène d’origine.

Le module d’ASPP est composé de couches de convolution qui prennent en compte les élé-
ments du signal à différentes échelles. La figure 2.20 illustre ce module. Pour se faire (Figure
2.20), un pas d’échantillonnage est introduit entre les cellules des filtres numériques. Différents
pas d’échantillonnage sont utilisés afin d’analyser des fréquences différentes, selon le principe
présenté dans la figure 2.5. Cela permet de produire des cartes d’activation détectant les dif-
férents éléments du signal à différentes échelles (ou longueur d’onde). Ces cartes d’activations
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sont ensuite utilisées par un dernier module, constitué de couches de convolution, qui produit la
segmentation finale (Chen et al., 2017).

*

(1) Couche de Convolution
d’Origine
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Transformée
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Multiplication des valeurs 
par la couche de Gate

Valeurs entre 0 et 1

FIGURE 2.21 : Schéma d’une couche de Gate appliquée au traitement d’image, multipliant ses valeurs, com-
prises entre 0 et 1, à un ensemble de cartes d’activation en entrée.

Les couches de convolution de « Portail » (« Gated Convolutional Layers » ou « GCL »,
définies par Dauphin et al., 2017) permettent d’activer ou de désactiver certaines parties du si-
gnal. Elles ont d’abord été introduites en compréhension du langage, mais ont aussi montré de
bonnes applications en vision numérique (Takikawa et al., 2019). Ces GCL produisent des cartes
d’attention en 2D à partir de cartes d’activation en entrée. Elles fournissent une carte de probabi-
lité, entre 0 et 1, de la présence ou de l’absence d’objet d’un signal d’intérêt. Comme le montre la
figure 2.21 qui illustre ce principe, cette couche multiplie ses valeurs par les valeurs d’une couche
de convolution en entrée, permettant de supprimer les parties du signal qu’elle considère inutile
(Takikawa et al., 2019).

Réseaux antagonistes génératifs En apprentissage profond, les réseaux antagonistes géné-
ratifs (« Generative Adversarial Networks » ou « GAN » ), proposés par Goodfellow et al. (2014)
ont permis d’importants progrès dans de nombreux domaines. Cette architecture, illustrée sur la
figure 2.22, est composée de deux modules. Un générateur (1), qui est un réseau profond, produit
des données synthétiques à partir de données d’entrée (du bruit ou des données à modifier). Le
résultat peut être comparé au résultat souhaité par une fonction objective, comme dans un CNN
classique présenté précédemment (Goodfellow et al., 2014).

Une fois une donnée synthétique générée, elle est envoyée avec une image réelle à un second
réseau : le discriminateur (2). Il s’agit d’un réseau de classification, comme présenté à la section
2.2.3.3, qui cherche à définir si l’image en entrée est réelle ou synthétique. Le résultat de cette
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classification va être mesuré par une fonction objective, permettant l’ entraînement du discrimina-
teur, qui va s’améliorer à distinguer les images synthétiques des images vraies, et du générateur,
qui va s’entraîner à tromper le discriminateur (Goodfellow et al., 2014; Alqahtani et al., 2021).

Entrée

Vrai

Faux
Vrai
Faux

(1) Générateur

(2) Discriminateur

Fonction Objective

Fonction
Objective

: rétropropagation

: transfert d’information

FIGURE 2.22 : Schéma d’un réseau antagoniste génératif composé (1) d’un générateur produisant des données
synthétiques et (2) d’un discriminateur, cherchant à distinguer les données synthétiques (fausses) des données
réelles (inspiré de Goodfellow et al., 2014).

Ce principe de deux réseaux antagonistes mis en compétition a permis d’obtenir des résul-
tats répliquant les propriétés des données réelles, trompant même les humains (Goodfellow et al.,
2014). Cela est dû au fait que le générateur est contraint par le discriminateur, capable de prendre
en compte un grand nombre de caractéristiques à différentes échelles, contrairement à des fonc-
tions objectives ciblées sur des caractéristiques précises, utilisées par d’autres algorithmes dédiés
à la même tâche (Alqahtani et al., 2021).

Cependant, la limite des GAN est leur difficulté à converger. En effet, la progression du score
du discriminateur entraine automatiquement une régression du score du générateur, ce qui induit
de l’instabilité lors de l’ entraînement et rend difficile la convergence des réseaux antagonistes
(Alqahtani et al., 2021).

Au-delà de ces limites, les GAN ont permis de nombreux progrès dans de nombreux domaines,
notamment en ce qui concerne les tâches de vision numérique : la génération d’images à partir de
description, la génération d’images, le transfert de style d’image à image, la modification d’attributs
d’images ou encore la super-résolution d’image, etc. (Alqahtani et al., 2021).

2.3 Discussion

Les données géophysiques aéroportées sont des sources de données particulièrement fiables,
car continues spatialement et quantitatives. Elles peuvent être facilement utilisées sans biais d’in-
terprétation et avec un biais de répartition spatiale réduit. De plus, certaines données, comme les
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données aéromagnétiques, renseignent directement sur la nature des roches du sous-sol, sans
être affectées par les dépôts de surface (Telford et al., 1990). Cependant, les données TEM sont
affectées par ces derniers, et un biais peut donc être introduit lors de leur utilisation de par leur
sensibilité aux objets conducteurs de surface ou au traitement de ces données.

De nombreux algorithmes d’apprentissage automatique existent, apportant des outils permet-
tant de répondre à plusieurs problématiques variées. Dans le cas de l’utilisation des données
géophysiques aéroportées, l’algorithme idéal doit prendre en compte l’agencement spatial des
données (Cracknell, 2014). C’est le cas des CNN, qui semblent être les algorithmes les plus adap-
tés à cette problématique. En effet, il s’agit de la technologie de référence dans le cadre de la vision
numérique, cadre qui intègre nos problématiques. De plus, cette approche par apprentissage pro-
fond consistant à ce que l’algorithme génère ses propres représentations semble pertinente, car
elle permettrait de trouver de nouvelles relations spatiales dans les données et isoler des parties
du signal d’intérêt dans les données d’origine.

Ces nouvelles représentations isolant ou mettant en exergue des parties du signal d’entrée
sont également intéressantes d’un point de vue géologique et de traitement du signal. En effet, si
un algorithme est capable de proposer une prédiction fiable à partir de ces cartes, il est probable
qu’elles soient pertinentes, donc utiles, à un géologue, pour son interprétation, à un géophysicien,
pour traiter un signal brut, ou à un autre algorithme, pour proposer des prédictions à partir de ces
cartes.

Dans le cadre de l’apprentissage supervisé, la disponibilité et la qualité des étiquettes sont
problématiques. En effet, l’interprétation géologique n’est pas forcément précise et est vouée à
changer avec l’acquisition de nouvelles données. Elle est donc difficilement utilisable comme éti-
quette d’ entraînement. Certaines solutions ont été proposées ou explorées dans la littérature (voir
section 1.4.2), comme utiliser des modèles synthétiques, augmenter des données géologiques
considérées comme robustes et fiables, raffiner itérativement les prédictions d’un algorithme, ou
encore utiliser des approches non supervisées.

Enfin, les GAN intégrants des CNN ayant montrés de nombreuses applications révolutionnaires
dans le cadre de la vision numérique, ces algorithmes ont de nombreuses applications directes ap-
pliquées aux données magnétiques aéroportées et permettraient de traiter, modifier, et augmenter
ces données de manière flexible et réaliste.

46



3 EXTRACTION D’INFORMATION DES DONNÉES GÉOPHYSIQUES
AÉROPORTÉES PAR AUTO-ENCODEUR

3.1 Introduction

Comme mentionné dans la section 2.1.3.1, les filtres numériques permettent d’extraire et de
visualiser les différents signaux composant les données géophysiques. Les CNN utilisant de très
nombreux filtres numériques, optimisés de manière objective, leur utilisation dans la mise en valeur
des données géophysiques semble indiquée.

Cependant, les CNN sont souvent considérés comme des boîtes noires, leurs transformations
des données d’entrée étant trop complexes et abstraites pour être appréhendées par un être hu-
main (Chattopadhay et al., 2018). Cette limitation réduit également la confiance de certains experts
dans les résultats de ces algorithmes (Ayhan et al., 2021).

Afin de contourner cette limitation, de nombreux auteurs proposent des techniques de visuali-
sation du fonctionnement des CNN. Zeiler et al. (2014) proposent, par exemple, d’utiliser d’autres
CNN pour recomposer les représentations profondes d’un CNN afin de visualiser les textures ap-
prises. D’autres auteurs cherchent à cartographier les régions des images d’entrées utilisées par
les CNN pour prendre leurs décisions (Simonyan et al., 2014; Zintgraf et al., 2017; Chattopadhay
et al., 2018; Singh et al., 2020; Ayhan et al., 2021; Jin et al., 2021). Zintgraf et al. (2017) cartogra-
phient même les régions d’intérêt des cartes d’activation d’un CNN.

Van Molle et al. (2018) proposent de visualiser directement les cartes d’activations d’un CNN
entraîné à diagnostiquer des lésions de la peau. Après avoir inspecté l’ensemble des cartes d’ac-
tivations obtenues, ils observent que certaines d’entre elles isolent les textures ou les objets cher-
chés par les spécialistes du domaine. Ces cartes d’activation fournissent alors de nouvelles repré-
sentations pertinentes. Appliquer cette méthode aux données géophysiques aéroportées permet-
trait d’obtenir de nouvelles couches d’informations pouvant être utilisées par les géologues et les
géophysiciens pour interpréter ces données.

Cependant, comme discuté dans la section 2.3, l’application de l’apprentissage automatique
supervisé aux données géophysiques aéroportées présente plusieurs limites. En effet, généraliser
la prédiction d’étiquettes géologiques prédéfinies sur plusieurs cas d’applications est une tâche
ardue. Cela est dû, entre autres, au fait que la nature et la composition des roches varient fortement
d’un contexte géologique à l’autre, limitant ainsi la généralisation. De plus, la qualité des données
d’étiquetage est également un facteur limitant à l’entraînement d’un CNN. Une approche non-
supervisée, ne nécessitant pas d’étiquettes d’entraînement, est donc à privilégier.
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Dans ce projet, nous proposons d’entraîner un auto-encodeur CNN (voir section 2.2.3.3) à
recomposer des données magnétiques et électromagnétiques (MEGATEM II) de la province géo-
logique de l’Abitibi, au Québec, Canada. Une fois entraîné, il produit des cartes d’activation à partir
de ces données. Leur pertinence géologique est alors étudiée dans la région de Langlois-Grevet,
en Abitibi.

Contributions Les contributions techniques apportées par ce projet sont les suivantes :

• Préparation d’une base de données d’entraînement de données aéromagnétiques et élec-
tromagnétiques.

• Adaptation de l’algorithme U-Net au format des données magnétiques et électromagnétiques
et intégration de régularisateurs d’activité à l’architecture.

• Processus d’extraction et de réduction du nombre de cartes d’activation générées par re-
groupement hiérarchique.

• Processus de sélection des cartes d’activation présélectionnées par entraînement de forêt
d’arbres aléatoires et de calcul de la valeur SHAP.

3.2 Méthodologie

3.2.1 U-Net

L’auto-encodeur utilisé pour décomposer les données aéromagnétiques et électromagnétiques
est un CNN de type « U-Net », proposé par Ronneberger et al. (2015). Cet algorithme, illustré sur
la figure 3.1, est composé d’un encodeur et d’un décodeur. Ces deux modules sont constitués de
blocs de couches de convolutions et présentent la même architecture en miroir.

Architecture Dans l’encodeur, des couches de Max-Pooling, intercalées entre les blocs de convo-
lution, ré-échantillonnent le signal. Dans le décodeur, des couches d’expansion remplacent et réa-
lisent la tâche inverse des couches de Max-Pooling, c’est à dire augmentent la taille du signal.
La particularité du U-Net est le transfert de l’information des cartes d’activations des couches de
convolutions de l’encodeur vers les couches de convolutions du décodeur de même dimension.
Cette architecture permet alors une localisation précise de l’information dans l’espace (Ronneber-
ger et al., 2015)

Afin d’assurer une bonne décomposition du signal en entrée, des régularisateurs d’activités
(« Activity Regularizer » ; Vail et al., 2007) sont introduits dans les couches de convolutions. Ils
pénalisent l’auto-encodeur lors de l’entraînement si les cartes d’activation qu’une couche produit
sont trop similaires (Keras, 2016). Ainsi, en plus de chercher à recomposer le signal, l’algorithme
cherche à obtenir de multiples représentations différentes de ce dernier.
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FIGURE 3.1 : Architecture du modèle U-Net, proposé par Ronneberger et al. (2015), utilisé comme auto-encodeur
pour les images magnétiques aéroportées.

Une fois l’auto-encodeur entraîné sur un jeu de données d’images géophysiques aéroportées,
il est capable de compresser l’information de ces signaux de manière spécifique. Les cartes d’ac-
tivation mettent alors en évidence certains signaux contenus dans l’image d’entrée, et permettent
de les visualiser.

Extraction des cartes d’activation L’information contenue sur ces cartes d’activation peut en-
suite être utilisée à différentes fins. Par exemple, elles peuvent être utilisées par d’autres algo-
rithmes d’apprentissage automatique classiques, à des fins de regroupement ou de prédiction.
Cependant, en raison du grand nombre de filtres numériques contenus dans l’encodeur (2944), de
très nombreuses cartes d’activation peuvent être produites. Ces cartes d’activation présentent, de
plus, une très forte redondance. Cela les rend difficilement utilisables pour un être humain.

Afin de réduire le nombre de cartes d’activation, le nombre de filtres numériques peut être
réduit. Pour cela, un regroupement agglomératif des filtres est conduit sur chaque couche de
convolution de l’encodeur, afin de sélectionner les filtres les plus représentatifs. Cela permet alors
de réduire grandement le nombre de cartes d’activation, et donc de faciliter leur visualisation et
leur utilisation.

Sélection des cartes d’activation Dans leur article, Van Molle et al. (2018) projettent et sé-
lectionnent les cartes d’activations manuellement. Bien que cette approche soit robuste, elle est
chronophage, pénible et peut être limitée par des biais d’interprétation.
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Afin de sélectionner les cartes d’activations les plus pertinentes, un algorithme de classification
de foret aléatoire (voir section 2.2.2.2 ; « DecisionTreeClassifier » de Scikit-Learn) les utilise pour
prédire certains objets géologiques (des failles dans le présent projet), comme illustré sur la figure
3.2. L’avantage de cet algorithme est son intelligibilité et sa vitesse de mise en place.

Image d’Entrée

Classe N

 .   .   .   .   .   .   Cartes d’Activation .   .   .   .   .   . 

Forêt Aléatoire

Extraction des
Cartes d’Activation

Isolation de l’Encodeur

FIGURE 3.2 : Extraction des cartes d’activations de l’encodeur du U-Net entraîné afin de réaliser une classifica-
tion supervisée par Forêt d’Arbres Aléatoires.

À cette fin, un jeu de données composé d’images ou une classe est associée à chaque pixel
est créé à partir des données disponibles. Dans le présent projet, une zone tampon de 50 m a
été appliquée autour des failles et le jeu de données est séparé en deux classes : présence ou
absence de faille. L’arbre de forêt aléatoire va ensuite chercher à prédire pour chaque pixel s’il
s’agit d’une faille à partir des valeurs de ce pixel sur les cartes d’activations.

Une fois l’arbre de forêt aléatoire entraîné, les données d’entrée les plus utilisées pour prédire
les objets recherchés peuvent être connues. Pour cela la méthode « SHAP », proposée par
Lundberg et al. (2017) est utilisée. Elle assigne une valeur à chaque entrée en fonction de leur
impact sur la qualité de la prédiction en utilisant la théorie des jeux.

Les cartes d’activations qui présentent la valeur SHAP la plus élevée, donc les plus utilisées
par l’algorithme pour retrouver les objets géologiques cherchés, mettent en valeur les parties du
signal associées à ces objets. Elles sont alors sélectionnées pour être visualisées par l’utilisateur.
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3.3 Données disponibles — région de Langlois-Grevet

3.3.1 Entraînement de l’auto-encodeur

Afin d’entraîner l’auto-encodeur, deux jeux de données ont été préparés : un de données aé-
romagnétiques (Intissar et al., 2014) et un de données MEGATEM II (Exploration Noranda, 2009).
Ensuite, deux auto-encodeurs ont respectivement été entraînés sur chaque jeu de données. La fi-
gure 3.3 présente ces données. Elles sont localisées dans la région de l’Abitibi, Québec, Canada,
et ont été obtenues à partir de la base de données du SIGEOM (SIGEOM, 2019).

Abitibi - Données Aéromagnétiques
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SRC : NAD83(CSRS) / UTM zone 17N - EPSG : 6660
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FIGURE 3.3 : (1) Données magnétiques aéroportées disponibles en Abitibi sur lesquelles le un auto-encodeur
a été entraîné ; (2) Données MEGATEM II disponibles en Abitibi sur lesquelles un auto-encodeur a été entraîné.

Ces données ont été découpées en images de 256 par 256 pixels. La taille des images a été
définie en fonction de la mémoire de calcul disponible. Ensuite, le premier auto-encodeur a été
entraîné avec les données aéromagnétiques et le second avec les données MEGATEM II. L’entraî-
nement a été arrêté quand le score de reconstruction des données ne s’améliorait plus et que les
données d’entrée et les données recomposées n’étaient plus discernables. Le score de validation
a été mesuré par la moyenne du pourcentage de l’erreur absolue (« Mean Absolute Percentage
Error » ; Tensorflow, 2019). La fonction de propagation utilisée est la fonction « ADAM »; (Kingma
et al., 2014), avec l’option « AMSGrad » (Ruder, 2016). Les meilleurs paramètres du modèle ont
été obtenus des tests systémiques.

3.3.2 Zone d’étude de Langlois-Grevet

La zone d’étude de Langlois-Grevet se situe en Abitibi, au Québec (encadré rouge sur figure
3.4.1). Comme le montre la carte de la figure 3.5.1, l’Abitibi est une ceinture de roche verte Ar-
chéenne comprenant de nombreuses roches volcaniques intrudées par des batholites felsiques.
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Les structures sont globalement orientées E-O et sont contrôlées par des failles principales (Faure,
2011).

La zone de Langlois-Grevet, présentée sur la figure 3.4.2, est une ceinture de roche verte,
présentant majoritairement des roches volcaniques mafiques. Elle est délimitée au Nord et au
SE par deux batholites felsiques. Cette zone est orientée NO-SE (voir figure 3.4). Elle se situe à
l’intersection de plusieurs structures majeures : la faille de Casa-Berardi, orientée O-E, associée
à un couloir de déformation, des roches sédimentaires détritiques (conglomérats polygéniques) et
des formations de fer ; la faille de de Cameron, orientée OSO-ENE, le long du batholite felsique
au S-E de la zone (pluton de Montain) ; et la faille de Lamark-Wedding, orientant la zone selon un
couloir d’orientation NE-SO (Faure, 2011).

Cette zone présente également de nombreux indices de minéralisation. Des sulfures massifs
volcanogènes sont situés le long de la faille de Cameron et du pluton de Montain, ainsi que des
indices d’or orogénique le long de la faille de Casa-Berardi et de la faille Lamark-Wedding (Faure,
2011).

(1) Emplacement de la Zone d’Étude

Source : SIGEOM SRC : NAD83(CSRS) / UTM zone 17N - EPSG : 6660 0 25 50 km
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FIGURE 3.4 : (1) Carte géologique de l’Abitibi et emplacement de la zone de test ; (2) carte géologique de la zone
de Langlois-Grevet sur laquelle le modèle est testé.

Les figures 3.5.1 et 3.5.2 présentent respectivement les données aéromagnétiques et MEGA-
TEM II disponibles sur la zone d’étude. Les données aéromagnétiques mettent en évidence les
différences de susceptibilité magnétique des lithologies. Les données MEGATEM II mettent en
évidence des objets linéaires conducteurs.

La figure 3.5.3 présente la photographie aérienne de la zone d’étude. Comme le montre cette
photographie, de nombreux lacs sont présents sur la zone. Sur les données MEGATEM II, ces lacs
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induisent des anomalies présentant de hautes conductivités, étendues et homogènes, visibles sur
la figure 3.5.2.

(1) Données Aéromagnétiques Originales

Variation de l’intensité magnétique

Source : SIGEOM

(2) Données MEGATEM-II Originales
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Source : bing Aerial SRC : NAD 83 / UTM zone 17 - EPSG : 6660

(3) Photographie Aérienne de la Zone d’Étude

Source : SIGEOM SRC : NAD 83 / UTM zone 17 - EPSG : 6660

FIGURE 3.5 : (1) Données de magnétisme aéroportées disponibles sur la zone d’étude de Langlois-Grevet ; (2)
données de MEGATEM II disponibles sur la zone d’étude de Langlois-Grevet ; (3) photographie aérienne de la
zone d’étude de Langlois-Grevet.

3.4 Résultats de l’auto-encodeur

Une fois les auto-encodeurs entraînés sur les données de l’Abitibi, le modèle est appliqué sur
les données de Langlois-Grevet et les cartes d’activation des encodeurs extraites. Cela permet
d’obtenir de nouvelles représentations des données aéromagnétiques et EM de la zone d’étude.

La forêt d’arbres aléatoires prédit les failles à partir de ces nouvelles représentations. Une fois
les failles prédites, les cartes d’activation présentant la plus haute valeur SHAP sont gardées. La
figure 3.6.1 présente les failles cartographiées sur la zone d’étude, ainsi que les zones utilisées
pour la validation. La figure 3.6.2 présente les résultats de l’algorithme de forêt aléatoire. Au total,
61% des failles du jeu de données de validation sont détectées.

Le jeu de données de failles utilisé pour entraîner le modèle a été obtenu par l’interprétation
des linéaments grâce aux données géophysiques (SIGEOM, 2019). En effet, les failles ne peuvent
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Résultat de Validation :

(2) Probabilité des Failles par 
Forêt d’Arbres Aléatoires

N
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FIGURE 3.6 : (1) Étiquettes d’entraînement de présence ou d’absence de failles sur la zone d’étude et délimita-
tion des zones de validation (en rouge) ; (2) Probabilité de présence de failles sur la zone d’étude fournie par le
U-Net et résultats de validation de l’algorithme.

pas être directement cartographiées car seule 5% de la sur face de l’Abitibi affleure (Coulibaly,
1996). Utiliser ces données pour prédire les failles n’est cependant pas notre objectif, qui est de
sélectionner les cartes d’activation les plus pertinentes.

Une fois l’arbre de forêt aléatoire entraîné, les 9 cartes d’activation les plus utiles à la prédiction
des failles sont extraites (figure 3.7). Le score de pertinence, la valeur SHAP, est indiqué au-dessus
de chaque carte d’activation de la figure 3.7.

1 2 3

4 5 6

7 8 9

Impact de la carte d’activation sur la prédiction (valeur SHAP)

4

FIGURE 3.7 : Les 9 cartes d’activation les plus utilisées par la forêt d’arbres aléatoire (selon la valeur SHAP,
indiquée sur la figure) pour retrouver les failles sur la zone d’étude.
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Les cartes d’activations les plus utilisées pour prédire les failles, présentées sur la figure 3.7,
offrent de nouvelles représentations de la donnée. Toutes ces cartes d’activations sont issues des
données EM. La première (1 sur la figure 3.7) isole les zones peu conductrices ; la seconde (2) agit
comme une dérivée verticale, mettant en évidence les variations subtiles au sein des données ; la
quatrième (4) met en évidence les linéaments conducteurs orientés ESE-ONO ; la cinquième (5),
les variations de plus grande longueur d’onde que la (2) ; la sixième (6) les linéaments conducteurs
orientés NE-SO ; la huitième (8) d’autres linéaments orientés E-O.

La figure 3.8 présente certaines de ces cartes et les compare aux failles connues de la zone
d’étude. Comme elle le met en évidence, certaines informations isolées sur les cartes d’activations
sont corrélées avec les failles connues. Par exemple, la carte 1 isole les zones peu conductrices.
Ces dernières semblent éviter les tracés des failles connues. Il s’agirait alors de zones épargnées
par la fracturation. Cette information apporte un indice d’importance sur la compréhension struc-
turale de la région.

La carte 2 de la figure 3.8, qui fait ressortir en détail les bordures des anomalies EM, met
en évidence les zones conductrices, donc probablement fracturées. Comme le montre la carte 2,
ces zones, et en particulier les anomalies linéaires, sont corrélées avec les failles cartographiées.
Cette information est complémentaire à celle de la carte 1, qui met en évidence les zones peu
conductrices et épargnées par la déformation. Associer l’information de ces deux cartes permet
alors d’affiner le modèle structural de la zone.

86

21

FIGURE 3.8 : Exemples de quatre cartes d’activation d’intérêt (cartes 1, 2, 6 et 8 de la figure 3.7) et comparaison
aux failles connues sur la zone d’étude de Langlois-Grevet.
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La carte 6 de la figure 3.8, qui met en évidence les linéaments conducteurs orientés NO-SE,
montre une corrélation entre ces linéaments et les failles cartographiées orientées selon cette
direction. Cette carte permet alors de proposer une continuité à certaines failles ainsi que d’affiner
leur tracé. De plus, certains de ces linéaments n’étant pas associés à une faille, ils ciblent alors
des failles potentielles, qui n’auraient pas été cartographiées sur la zone d’étude.

La carte 9 de la figure 3.8, qui met en évidence les linéaments conducteurs orientés E-O,
apporte des informations comparables à celles de la carte 6, mais selon une autre direction. En
effet, comme le montre la carte, certains linéaments sont clairement corrélés avec des failles car-
tographiées. En revanche, d’autres, qui ne sont associés à aucune faille cartographiée, pourraient
mettre en évidence de potentielles failles.

Comme le montrent ces exemples, ces cartes d’activations offrent de nouvelles représentations
des données, pouvant être utiles aux géologues lors de leurs interprétations. Elles mettent en
évidence des parties du signal associées à certaines anomalies précises. De plus, la sélection des
cartes d’activation par un algorithme supervisé classique permet d’isoler les cartes d’activations
les plus pertinentes de manière rapide et objective.

Les cartes d’activations les plus utilisées par la forêt d’arbres aléatoires sont issues des don-
nées MEGATEM II. Cela s’explique par le fait que les failles sont souvent des objets conducteurs,
qui ressortent dans les données électromagnétiques et qui ne présentent pas nécessairement une
forte susceptibilité magnétique. Cependant, il est à noter que les anomalies induites par les lacs
sont présentes dans ces cartes d’activation. Elles introduisent par conséquent une erreur dans les
résultats.

3.5 Discussion

Entraîner un auto-encodeur avec des données géophysiques aéroportées (aéromagnétiques
et EM) a permis la convergence d’un CNN sans avoir recours à des étiquettes d’entraînement,
souvent limitantes en géosciences. Une fois entraîné, il est alors possible d’extraire les repré-
sentations profondes du réseau, les cartes d’activations, qui décomposent un signal d’entrée en
plusieurs composantes. Ces cartes d’activations peuvent être considérées pertinentes dans la
mesure où elles permettent au réseau de recomposer le signal d’origine.

Une fois obtenues, ces cartes d’activation peuvent être utilisées à différentes fins. Elles peuvent
être utilisées par un géologue, pour son interprétation, ou être utilisées en entrée par d’autres al-
gorithmes d’apprentissage automatique, pour la prédiction ou la recherche de structures internes
aux données. L’interprétation de ces modèles permet entre autres de sélectionner les cartes d’ac-
tivations mettant en évidence les parties du signal associées à ces objets.

Cependant, cette méthode présente plusieurs limites. En effet, bien que certaines cartes d’ac-
tivation paraissent pertinentes, la reproductibilité du résultat et la compréhension de la signature
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du signal isolée peuvent être mises en doute. De plus, le grand nombre de cartes d’activation
produites exacerbe ces limitations.

De même, la séparation du signal n’est pas contrôlée. Aucun élément quantitatif ne permet de
définir si les cartes d’activation sont géologiquement pertinentes, triviales, voir si elles mettent en
évidence des artéfacts non présents dans les données d’origine. La décomposition du signal est
également trop cryptique pour être comprise par un humain.

Afin de contourner cette problématique, l’introduction d’une couche centrale où l’ensemble de
l’information serait canalisée, et l’introduction de fonctions objectives non supervisées sur cette
couche, cherchant par exemple à maximiser la variance entre les cartes d’activation, permettrait
une décomposition plus intelligible et reproductible du signal. L’entraînement d’un CNN supervisé
à la prédiction de tâches géologiques générales pourrait également permettre l’obtention de cartes
d’activations dont la pertinence est plus probable.

L’utilisation des données EM a également présenté des limites. Bien que, dans le cadre de
ce projet, il s’agisse des données les plus aptes à détecter les failles, leur sensibilité aux milieux
aqueux fausse les résultats obtenus. Les données brutes, non projetées en 2 dimensions et pos-
sédant une information sur la profondeur des anomalies, pourraient éventuellement contenir de
l’information relative aux objets recherchés. Leur utilisation est donc conseillée, les algorithmes
d’apprentissage automatique n’étant pas limités par le nombre de dimensions en entrée.

Au-delà de ces limites et des problématiques soulevées par ce projet, les CNN permettent de
générer de nombreuses nouvelles représentations des données géophysiques aéroportées, sans
nécessiter d’étiquettes géologiques précises lors de l’entraînement. Ces nouvelles représentations
peuvent alors être utilisées par des algorithmes superficiels, ne nécessitant pas une grande base
de données d’entraînement, souvent non disponibles au vu du peu de données d’étiquetage exis-
tant ou de la rareté de certains phénomènes géologiques étudiés.
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4 APPROCHE PAR MODÈLES SYNTHÉTIQUES

4.1 Introduction

Quand un géologue interprète la géologie d’un affleurement ou d’une image géophysique, il
réalise une cartographie. Il cherche les formations et les objets présents, les délimite et définit leur
nature. Se faisant, s’il travaille sur une image, il assigne à chaque pixel une étiquette lithologique.
Cette tâche s’apparente alors à de la segmentation sémantique.

La segmentation sémantique est une tâche populaire en vision numérique. Ces dernières an-
nées, les CNN ont révolutionné ce domaine et sont maintenant utilisés dans l’écrasante majorité
des travaux de références (Minaee et al., 2021). La segmentation d’images supervisée (voir sec-
tion 2.2.3.3) est la méthode qui a présenté les meilleurs résultats (Minaee et al., 2021).

Cependant, comme il a été souligné précédemment (voir section 1.4.2), l’utilisation de la carto-
graphie réalisée par les géologues comme étiquette d’entraînement a montré des limites. En effet,
elle n’est pas toujours consistante, n’est pas à la même résolution que les données géophysiques
aéroportées et, s’agissant d’une interprétation, n’est pas toujours fiable.

Comme Latifovic et al. (2018) l’ont préconisé, afin de bénéficier des performances de la seg-
mentation supervisée et de contourner les limites de la cartographie, une approche par augmen-
tation des données est proposée. Elle consiste en un processus d’augmentation des données
prenant en entrée un modèle géologique et pétrophysique en 3 dimensions. À partir de ce modèle,
de nombreux scénarios d’apprentissage synthétiques sont créés. Une fois une base de données
conséquente obtenue, elle est utilisée pour entraîner un CNN. La relation entre les données d’en-
trée et les résultats attendus étant ainsi contrôlée, l’apprentissage est facilité et la fiabilité des
prédictions mesurées.

Cette segmentation des données géophysiques aéroportées fournit alors des cartographies
géologiques préliminaires (voir 1.4.2). Ces cartographies préliminaires facilitent la compréhension
géologique des données, fournissent un outil décisionnaire en amont du travail de terrain et per-
mettent de détecter les formations géologiques présentes, afin de planifier les traverses.

Contributions Les contributions techniques apportées par ce projet sont les suivantes :

• Processus d’augmentation des données géostatistique permettant d’obtenir un très grand
nombre de modèles synthétiques geologiquement réalistes variés à partir d’un modèle géo-
logique et pétrophysique 3D unique.

• Création de bases de données synthétiques pouvant être utilisées (utilisées dans d’autres
projets d’inversion 3D) à des fins d’entraînement d’algorithmes d’apprentissage profond.
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• Adaptation du réseau GSCNN aux données magnétiques aéroportées.

• Module d’augmentation géométrique des données intégré à l’architecture du GSCNN per-
mettant de simuler des déformations géologiques.

• Module d’extraction et de regroupement produisant une segmentation semi-supervisée des
cartes d’activations du GSCNN entraîné.

• Interface en accès libre permettant d’obtenir les produits de sortie du GSCNN entraîné à
partir de données raster géoréférencées.

4.2 Données utilisées

4.2.1 Zone d’étude

La zone d’étude est localisée dans la partie sud de la région de l’Abitibi, centrée sur la mine de
Malartic. C’est une région de 20 km par 14 km, orientée E-O. La figure 4.1 présente l’emplacement
de la zone, la localisation de la mine de Malartic et la géologie de la zone.

La zone se situe dans la province archéenne du Supérieur. Elle se situe entre la sous-province
géologique de l’Abitibi (au nord) et la sous-province géologique du Pontiac (au sud). La zone de
faille de Cadillac Larder-Lake sépare ces deux provinces (ZFCLL, ligne noire pointillée sur la figure
4.1). Il s’agit d’une faille trans-crustale associée à de nombreux dépôts d’or orogénique (Rabeau
et al., 2010).

La sous-province de l’Abitibi est localisée au nord de la ZFCLL (voir figure 4.1). Elle est carac-
térisée par des épisodes volcaniques datés de 2765 à 2695 Ma et montre un faible grade méta-
morphique (schiste vert, Thurston et al., 2008). Comme le montre la figure 4.2, la zone d’étude pré-
sente, du Nord au Sud : le groupe de Malartic, composé d’un assemblage de roches volcaniques
et de roches intrusives ultramafiques, présentant une forte signature magnétique ; le groupe de
Kewagama, composé de Greywackes ; la formation de Hébecourt, composée de basaltes andé-
sitiques et de gabbros ; le groupe de Cadillac, composée de greywackes et de conglomérats ;
le groupe de Piché, situé dans la ZFCLL, composé de roches volcaniques présentant une forte
réponse magnétique (De Souza et al., 2015, 2017).

Le sud de la zone d’étude se situe dans la sous-province du Pontiac, au sud de la ZFCLL. Elle
est dominée par une séquence de greywackes, similaire au groupe de Kewagama, datée entre
2685 et 2682 Ma. Elle présente un fort grade métamorphique, augmentant du faciès schiste vert,
au nord, au facies amphibolite, au sud (De Souza et al., 2015; Camiré et al., 1993). La province
du Pontiac présente également des roches méta-volcaniques mafiques et ultramafiques (Camiré
et al., 1993), ainsi que des intrusions de diorites et de grano-diorite (De Souza et al., 2015). De
plus, comme le montre la figure 4.2, des dykes de diabase Protérozoïque tardifs recoupent la zone
d’étude selon une direction NO-SE (Buchan et al., 2004).
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La mine de Malartic est un dépôt d’or situé dans les méta-sédiments du groupe du Pontiac.
Des dykes et des sills de composition variée (diorite-monzodiorite sur la figure 4.2) recoupent les
roches encaissantes. Les fluides minéralisateurs ont été canalisés par la ZFCLL et captés dans les
sédiments sous forme de stockworks de pyrite et de quartz et sous forme de pyrites disséminées
(De Souza et al., 2015).
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FIGURE 4.1 : Carte géologique simplifiée de la région adjacente à la mine de Malartic (SIGEOM, 2019) située le
long de la zone de faille de Cadillac-Larder Lake (ligne tirets et points noirs) ; emplacement du modèle 3D de
la zone de la mine de Malartic (encadré tirets rouges) ; emplacement des zones de test (encadré tirets noirs) ;
localisation de la zone dans la province du Québec (en haut à droite)

4.2.2 Modèle 3D de la zone de Malartic

Le modèle 3D utilisé a été créé par Vallée et al. (2019). Sa localisation est présentée sur la
figure 4.1.2. Le modèle est une grille en 3 dimensions contenant des valeurs de lithologie et de
susceptibilité magnétique. La taille des cellules est de 50×50×50 m. La grille contient 401 cellules
selon l’axe E-O, 281 selon la direction N-S et 56 cellules selon l’axe vertical (soit un total de 6 310
136 cellules Vallée et al., 2019).

Le modèle lithologique (figure 4.2.1) contient 12 lithologies, décrites précédemment. Il a été
créé à partir de la cartographie de la zone d’étude, la cartographie de la mine, la description des
forages carottés et des données géophysiques disponibles sur la zone d’étude (Vallée et al., 2019).
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Le modèle pétrophysique (figure 4.2.2) a été obtenu par inversion contrainte. Une valeur de
susceptibilité initiale a été assignée à chaque cellule du modèle à partir des contacts géologiques
connus, des mesures géophysiques de forage, de l’interprétation géophysique et de l’analyse des
propriétés physiques (Vallée et al., 2019).

Lors de l’optimisation des modèles, leurs valeurs pétrophysiques et géologiques ont été raffi-
nées. (1) Lors de l’inversion, la susceptibilité magnétique de chaque cellule est modifiée jusqu’à
ce que la différence entre la réponse magnétique mesurée et la réponse du modèle soit minimale.
(2) Ensuite, l’utilisateur change le modèle géologique, afin que le modèle optimisé soit cohérent
avec le contexte géologique. (3) Enfin, ce nouveau modèle est utilisé pour recalculer l’inversion
magnétique. Ce processus est répété jusqu’à ce que les modèles géophysiques et géologiques
soient le plus cohérents possibles (Fullagar et al., 2007; Vallée et al., 2019).
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FIGURE 4.2 : (1) Modèle lithologique en 3D de la mine de Malartic (281×401×56 cellules selon les axes Nord, Est
et vertical ; taille des cellules de 50×50×50 m) procuré par Mira Geosciences Ltd. (la zone de faille de Cadillac
Larder Lake et l’emplacement de la mine à ciel ouvert sont délimités en pointillé); (2) le même modèle 3D peuplé
avec des valeurs de susceptibilité magnétique procuré par Mira Geosciences Ltd. (Vallée et al., 2019).

4.3 Méthodologie

4.3.1 Augmentation géostatistique des données

Inspiré par les méthodes d’augmentation des données par apprentissage profond, cherchant
à générer des données synthétiques complexes et réalistes (voir section 1.2.2.3), l’objectif du
processus d’augmentation géostatistique des données est de générer des levés magnétiques aé-
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roportés synthétiques et leur cartographie associée. Ces données doivent être réalistes. Le pro-
cessus est composé de 3 modules décrits ci-dessous (figure 4.3 ).

Ce processus prend en entrée un modèle 3D pétrophysique et lithologique. Le premier mo-
dule (figure 4.3 1) utilise un algorithme de Simulation Multi-Points (SMP) pour créer des modèles
lithologiques synthétiques. Le deuxième module (2) peuple les modèles lithologiques de valeurs
pétrophysiques en utilisant un algorithme de Simulation Gaussienne Séquentielle (SGS). Enfin,
le troisième module (3) calcule la réponse géophysique aéroportée des modèles pétrophysiques
par modélisation directe. La cartographie de surface associée est obtenue à partir de la première
couche des modèles lithologiques créés. Cela permet ainsi de créer une base de données synthé-
tique conséquente.

?
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Multi-Points

(1) Simulation 
Multi-Points

1

2

(2) Simulation Gaussienne 
Séquentielle

(2) Simulation Gaussienne 
Séquentielle

(3) Modélisation
Directe

(3) Modélisation
Directe

Augmentation des Données

Modèles Géologique
et Pétrophysique

Entrée Sortie

Base de Données 
Synthétique

CartographieCartographie

Géophysique

FIGURE 4.3 : Le processus d’augmentation des données proposé prenant en entrée un modèle pétrophysique
et lithologique 3D, composé (1) d’un module de Simulation Multi-Points, (2) d’un module de Simulation Gaus-
sienne Séquentielle, (3) d’un module de modélisation directe et produisant en sortie un jeu de données synthé-
tique de géophysique aéroportée et de cartographie de surface associée.

4.3.1.1 Simulations Multi-Points

Le modèle lithologique 3D de Malartic (voir partie 4.2.2) est utilisé par ce module pour créer un
grand nombre de modèles lithologiques 3D équiprobables. L’algorithme de SMP utilisé à cette fin
a été proposé par Mariethoz et al. (2014) et est présenté sur la figure 4.4.

Les SMP permettent de générer un grand nombre de modèles stochastiques discrets à partir
d’un modèle existant. Ce modèle est utilisé comme entrée par l’algorithme et se nomme « Image
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d’entraînement » (Mariethoz et al., 2014 ; la figure 4.4.1 présente le modèle lithologique de Ma-
lartic utilisé comme image d’entraînement).

Premièrement, le SMP extrait les scénarios présents sur l’image d’entraînement. Pour se faire,
les différents scénarios de voisinages possibles (voir figure 4.4.2.a), selon un patron d’une forme
donnée, sont enregistrés et comptés. Cela permet d’avoir une probabilité de chaque agencement
de lithologie possible (voir figure 4.4.2.b) dans l’image d’entraînement (Mariethoz et al., 2014).
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FIGURE 4.4 : Illustration de l’algorithme de Simulation Multi-Points : à partir d’un modèle d’origine (1), les
différents scénarios sont extraits selon un patron (ou voisinage, 2.a) et la probabilité de la nature possible
des points centraux, en fonction des scénarios, est calculée (2.b) ; chaque point d’une simulation est généré
par une sélection aléatoire de la lithologie, respectant la probabilité calculée de la nature du point central en
fonction de son voisinage (Mariethoz et al., 2014).

Avant de générer un modèle, des points connus peuvent être prédéfinis par l’utilisateur. Cela
permet alors de contrôler la lithologie des modèles simulés à ces emplacements. De plus, l’algo-
rithme respecte la proportion globale des lithologies du modèle d’entraînement (Mariethoz et al.,
2014).

Lors de la création du modèle, chaque cellule va être, une par une, peuplée par une valeur
discrète selon un ordre prédéfini. Pour chaque cellule à peupler, le modèle va considérer les litho-
logies déjà présentes dans les cellules de son voisinage. Ces valeurs sont définies par les points
de contrôle et les cellules voisines déjà calculées. Les cellules vides sont considérées comme pou-
vant contenir toutes les valeurs possibles. Le scénario de la cellule va être comparé aux scénarios
existants dans le modèle d’entraînement et la probabilité d’occurrence de chaque scénario va être
calculée. Cela va permettre d’obtenir la probabilité de la nature du point central à générer. Enfin,
une lithologie est tirée aléatoirement sur cette distribution et cette valeur est assignée à la cellule
à générer. Ce processus est répété jusqu’à ce qu’une lithologie soit assignée à l’ensemble des
cellules du modèle (Mariethoz et al., 2014).
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La création de modèles peut être répétée autant de fois que nécessaire. À chaque réalisation,
un nouveau modèle synthétique est généré, avec une distribution des lithologies équiprobable au
modèle d’entraînement. La figure 4.4 présente 4 modèles lithologiques générés par SMP.

4.3.1.2 Simulation Gaussienne Séquentielle

Une fois que de nombreux modèles synthétiques lithologiques 3D sont créés à partir des SMP,
leur contrepartie pétrophysique doit être générée afin de simuler la réponse géophysique. Pour
cela, les différentes lithologies des différents modèles créés sont peuplées avec des données de
susceptibilité magnétique présentant une distribution spatiale réaliste.

Un algorithme de SGS, proposé par (Matheron, 1973), est utilisé à cette fin. La figure 4.5 illustre
cet algorithme. Les SGS requièrent des données stationnaires (c’est à dire respectant le même
semi-variogramme à chaque point et la même moyenne ; Nowak et al., 2005b). Par conséquent,
chaque domaine lithologique a été traité séparément. De plus, les SGS requièrent que les données
aient une distribution Gaussienne (Nowak et al., 2005b). Les données sont donc transformées afin
que leur histogramme respecte une distribution Gaussienne avant la simulation. La transformation
inverse est ensuite appliquée sur les données simulées pour retrouver la distribution initiale des
données d’origine.

Lors de la simulation de la susceptibilité magnétique d’une lithologie (entouré en rouge dans
la figure 4.5.1) les cellules sont simulées une par une, suivant un chemin aléatoire. À chaque
cellule simulée, la moyenne et la variance conditionnelles sont calculées par krigeage (voir figure
4.5.2.a) selon ses voisins connus (cellules simulées précédemment ou de contrôle). Ensuite, une
valeur aléatoire issue d’une distribution Gaussienne est multipliée à la variance conditionnelle (voir
figure 4.5.2.b ; Nowak et al., 2005b). La valeur finale est obtenue en y additionnant la moyenne
conditionnelle (Nowak et al., 2005b).

Une fois l’ensemble des cellules d’une lithologie simulé, l’algorithme simule tour à tour les
autres lithologies composant le modèle. Ce calcul est répété pour l’ensemble des modèles géolo-
giques créés avec les SMP. Les 4 exemples de « réalisations SGS » présentés sur la figure 4.5.3
ont été obtenus en utilisant les SGS sur les 4 modèles simulés avec des SMP présentés sur la
figure 4.4.3.
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FIGURE 4.5 : Illustration de l’algorithme de Simulation Gaussienne Séquentielle : un modèle pétrophysique
d’origine (1) est décomposé en régions de mêmes lithologies, supposant que leurs propriétés pétrophysiques
soient homogènes ; un semi-variogramme est mesuré sur chacune de ces régions (2.a) ; chaque cellule d’un
modèle à peupler (3) est ensuite calculée par krigeage, basée sur ses voisins connus, auquel est ajouté un bruit
gaussien (2.b), multiplié par la variance locale (2.c ; Nowak et al., 2005a). Les exemples de modèles peuplés (3)
sont les mêmes que les exemples de modèles générés par SMP de la figure 4.4.

Avant la SGS, les lithologies ont été regroupées en catégories (voir section 4.3.2.2) selon leurs
caractéristiques géologiques. Afin d’augmenter la variance de la base de données synthétique
créée, lors des simulations SGS, pour chaque lithologie à simuler, sa distribution de susceptibi-
lités magnétiques et son variogramme ont été sélectionnés de manière aléatoire parmi tous les
variogrammes et les distributions de la catégorie à laquelle elle appartient.

4.3.1.3 Modélisation géophysique

Une fois les modèles 3D synthétiques de susceptibilité magnétique simulés, leur réponse aéro-
portée peut être calculée. La modélisation magnétique directe permet de calculer la réponse d’un
modèle de susceptibilité magnétique (figure 4.6.1 ; Lelièvre et al., 2006).

Chaque cellule du modèle (figure 4.6.2.a) induit une intensité magnétique, qui est fonction de
sa susceptibilité magnétique et de l’emplacement où elle est mesurée (figure 4.6.2.b). L’intensité
magnétique calculée à un point d’observation situé au-dessus du modèle sera donc égale à la
somme de la réponse des moments magnétiques de chaque cellule composant le modèle (figure
4.6.2.c ; Lelièvre et al., 2006).

Les points d’observations (figure 4.6.2.b) sont situés sur une grille régulière, à 140 m d’altitude
au-dessus du modèle. Ils sont situés de telle manière à simuler un levé géophysique aéroporté.
Après avoir calculé l’intensité magnétique à tous les points d’observation, ils sont projetés sur une
image (figure 4.6.3). Le modèle étant limité en profondeur, les anomalies régionales ne sont pas
exprimées et la mesure s’apparente à des données résiduelles magnétiques.

66



10 km

0 0.725

N
N

--500 2000

(3) Réponse Magnétique Modélisée

Intensité Magnétique (nT)

a. Cellules
(susceptibilité
magnétique
connue)

b. Points d’observation

c. Moments
dipolaires

(2) Modélisation Directe(1) Modèle de Susceptibilité Magnétique 3D

Susceptibilité Magnétique

FIGURE 4.6 : Calcul de la réponse magnétique aéroportée du modèle 3D de susceptibilité magnétique de Malar-
tic (1) en réalisant la somme des moments dipolaires (2.c) de chaque cellule (2.a) à chaque point d’observation
(2.b) ; les résultats obtenus à chaque point d’observation sont projetés sur une image permettant d’obtenir
l’équivalent d’une réponse magnétique aéroportée résiduelle (Lelièvre et al., 2006).

La cartographie de surface synthétique correspondante aux données aéromagnétiques syn-
thétiques est obtenue en extrayant la première couche de surface des modèles lithologiques créés
à partir des SMP. La base de données synthétique créée est ainsi composée de données magné-
tiques et des étiquettes d’entraînement correspondantes.

4.3.2 GSCNN appliqué aux données aéromagnétiques

Une fois un jeu de données synthétique créé, il peut être utilisé pour entraîner un algorithme
d’apprentissage profond supervisé de segmentation sémantique. L’algorithme sélectionné à cette
fin est le « Gated Shape Convolutional Network » (GSCNN) proposé par Takikawa et al. (2019).

Cet algorithme a été conçu pour la segmentation d’images de scènes urbaine (à partir du jeu
de données de « Cityscape », Cordts et al., 2016). Il a comme particularité de proposer à la
fois une segmentation sémantique et une détection des contacts entre les objets (Takikawa et al.,
2019).

4.3.2.1 Architecture du GSCNN

L’architecture des GSCNN est présentée sur la figure 4.7. L’algorithme fait passer l’information
dans deux modules : (1) un module de segmentation (ResNet sur figure 4.7) d’image classique,
qui extrait les informations de texture et de densité, et un (2) module de détection des contacts
(Shape Stream sur la figure 4.7 ; Takikawa et al., 2019).
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FIGURE 4.7 : Architecture du modèle de segmentation « Gated-Shape CNN » composé de : un réseau de
neurones convolutifs (« ResNet » ) produisant des représentations profondes ; un réseau superficiel détectant
les contacts entre les objets (« Shape Stream » ) contenant des couches filtrant l’information relative aux
contacts (« Gate » ) ; un réseau fusionnant l’information des deux réseaux calculant la segmentation finale
(« Fusion » ; Takikawa et al., 2019)

ResNet Le module « ResNet », montré dans la figure 4.7.1, est un algorithme CNN standard de
reconnaissance d’image. Il s’agit ici d’un « Wide-ResNet », développé par Zagoruyko et al. (2017),
une architecture inspirée par le « ResNet » (He et al., 2015). La particularité de cet algorithme
est d’être composé de blocs de couches de convolution. Dans ces blocs, l’information circule par
deux canaux : elle est envoyée dans les couches de convolution, qui la transforme ; et l’information
d’entrée est ensuite agrégée à la sortie du bloc de convolution, comme une fonction d’identité (He
et al., 2015).

Shape Stream Le but du « Shape Stream » (figure 4.7.2) est de canaliser l’information relative
aux contacts. Il s’agit d’un réseau superficiel qui opère à la résolution de l’image et produit des
cartes de détection des contacts, qui sont comparées avec les cartes des contacts connus lors de
l’entraînement.

Pour se faire, il utilise les cartes d’activations produites par le ResNet et en extrait l’information
relative aux contacts. Afin d’extraire seulement cette information, des couches de GCL (voir section
2.2.3.3 figure 2.21) sont incorporées dans l’architecture du Shape Stream (gcl1 à gcl3 sur la figure
4.7). Ces GCL produisent des cartes d’attention en 2D à partir des cartes d’activations du ResNet.
Elles fournissent une carte de probabilité, entre 0 et 1, de la présence ou l’absence de contact à
différentes échelles (Takikawa et al., 2019).

La sortie du Shape Stream est une carte de la probabilité de la présence ou de l’absence de
contact pour chaque pixel de l’image d’entrée. Une fonction « Softmax » transforme cette sortie en
un masque binaire. Enfin, l’information d’un détecteur de contact (gradient de l’image) est ajoutée
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à la sortie du Shape Stream avant d’être envoyée dans le module de Fusion (figure 4.7.3). Dans
le cas présent, ces contacts cherchés sont les limites entre les lithologies présentes à la surface.

Les résultats de segmentation et de détection des contacts sont indépendants. Bien qu’ils
proviennent de réseaux intégrés dans la même architecture, entraînés en parallèle, partageant
une partie de leur information et qu’une fonction objective vérifie la congruence des deux résultats,
ils peuvent fournir des résultats différents.

Atrous Spatial Pyramidal Pooling L’Atrous Spatial Pyramidal Pooling (ASPP sur figure 4.7.3)
fusionne les informations à différentes échelles (ou longueur d’onde). Il prend en entrée les cartes
d’activations de la sortie du ResNet, des cartes d’activations provenant des premières couches de
convolution du ResNet et la sortie du Shape Stream. Ensuite, il réalise ses propres convolutions
sur ces cartes d’activation (voir section 2.2.3.3. figure 2.20) afin d’obtenir une compréhension de
l’image d’entrée à différentes échelles. Les cartes d’activations générées par le module sont enfin
envoyées à un dernier tronçon (« SegHead » sur figure 4.7), composé également de couches de
convolutions, qui va produire une segmentation finale.

Fonctions objectives utilisées L’ensemble du réseau est entraîné en parallèle. Plusieurs fonc-
tions objectives vont assurer la convergence. La segmentation finale est mesurée par une fonction
d’entropie croisée, qui va comparer la segmentation avec le masque d’entraînement. Le résultat
du Shape Stream, la détection des contacts, va être comparé aux contacts connus du masque
d’entraînement par une fonction d’entropie croisée binaire. Enfin, une dernière fonction objective
(nommée « Dual-Task-Loss » ) est introduite pour vérifier que les contacts de la segmentation
finale correspondent aux contacts du masque d’entraînement (Takikawa et al., 2019). Une fonction
du modèle d’origine consistant à vérifier la qualité de la segmentation le long des contacts n’a
pas été introduite, car le module d’augmentation des données génère des artéfacts le long des
contacts.

4.3.2.2 Autres implémentations

Module de regroupement La segmentation fournit une classification des pixels de l’image en un
nombre restreint de classes dû aux limitations du jeu de données d’entraînement. Cependant, le
nombre d’objets de nature différente au sein d’une image peut être plus important que les seules
classes prédéfinies.

Inspiré par l’approche de Qian et al. (2018), nous proposons de faire un regroupement des
pixels sur les représentations profondes du CNN. Contrairement à cette approche, consistant à
utiliser un auto-encodeur, nous proposons d’utiliser un CNN entraîné à réaliser une tâche presque
similaire.
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Pour cela, une fois le CNN entraîné, les 304 cartes d’activations du module d’ASPP associées
à une image d’entrée peuvent être extraites. Ces cartes d’activations sont associées dans une
image multibande (le nombre de bandes correspondant aux 304 cartes d’activation) afin qu’un al-
gorithme de regroupement classifie les pixels de cette image dans ses groupes naturels (voir figure
4.8). Le produit de ce regroupement est une segmentation semi-supervisée de l’image d’entrée. Il
s’agit d’une segmentation de type « instance », où l’algorithme cherche à séparer tous les objets
présents dans une image, mais ne les associe pas à des classes prédéfinies.
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pas = 24pas = 12

pas = 36
.    .     .    .    .    .    .    Cartes d’Activation  .     .    .    .    .    .      .   .  

1 2 . . . i
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Extraction des
Cartes d’Activation

ASPP
FIGURE 4.8 : Les cartes d’activation produites par l’ASPP sont extraites afin de réaliser un regroupement ag-
glomératif des pixels de l’image et de fournir une segmentation semi-supervisée.

L’avantage de cette approche semi-supervisée, comparativement à une segmentation super-
visée réalisée par un CNN, est qu’elle ne nécessite pas de généralisation. En effet, les groupes
naturels présents dans une image ne sont pas nécessairement les mêmes pour toutes les images
de la même nature. L’utilisateur définit un nombre de groupe selon son appréhension, où il consi-
dère la balance entre la détection des objets et la clarté de la segmentation idéale. Ce nombre de
groupe peut varier en fonction de la finesse du regroupement souhaité ou de la compréhension de
l’utilisateur.

L’algorithme de regroupement utilisé est un regroupement hiérarchique (voir section 2.2.1.2),
utilisant la méthode « Ward-Linkage » qui minimise la variance entre les groupes. Avant le re-
groupement, une PCA (voir section 2.2.1.1) est réalisée sur les 304 cartes d’activation de l’ASPP
afin de réduire le temps de calcul. Elle réduit le nombre de canaux jusqu’à expliquer 95% de la
variance des cartes d’activation d’entrée.

Afin de définir le nombre de groupe optimal à utiliser dans le module, l’utilisateur doit réaliser
des tests systémiques. Cela consiste à réaliser plusieurs regroupements avec différents nombres
de groupes. L’utilisateur peut ensuite comparer les résultats obtenus et choisir la représentation
optimale, où les groupes segmentent les anomalies de la manière la plus exhaustive possible,
sans pour autant fournir une représentation trop confuse de par un trop grand nombre de groupes.

Simplification des classes Les CNN ne considèrent que les formes, l’intensité et les textures
du signal traité. Ils ne comprennent pas les objets, leur nature ou leur processus de formation. Il
est donc important que les classes aient des signatures géométriques qui leur soient propres.
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De plus, pendant l’entraînement, les CNN doivent apprendre sur une base de données de
haute variance. Si les scénarios d’apprentissage sont trop similaires, l’algorithme se spécialisera
sur les données d’apprentissage et ne sera pas capable d’être performant sur de nouvelles don-
nées (Chollet, 2018). L’objectif de cette implémentation étant la généralisation de la cartographie
géologique préliminaire, si les objets d’entraînement sont trop spécifiques, seuls des objets stric-
tement semblables à ces derniers seront détectés et l’application à d’autres terrains géologiques
sera limitée.

Afin d’éviter la confusion des types de roches dans l’apprentissage automatique appliqué à la
cartographie géologique préliminaire, Harvey et al. (2016) suggèrent de fusionner les unités géo-
logiques en sous-groupes définis par la similarité de leurs propriétés physiques. En effet, il est
à noter que dans le cas présent, comme seules les données aéromagnétiques sont utilisées, la
classification est effectuée sur l’information seule de la susceptibilité magnétique des roches. Ce
n’est donc pas une classification géologique directe. Ainsi, dans notre cas d’étude, comme les
greywackes du Pontiac et de l’Abitibi présentent des signatures magnétiques et des formes très
similaires, ils sont fusionnés dans une première classe. Les plutons de granodiorite et de diorite
sont fusionnés dans une seconde. Enfin, les diabase et les roches volcaniques mafiques et ultra-
mafiques sont regroupées dans une troisième. De plus, comme les distributions de certains dykes
de volcaniques mafiques et de monzodiorites dioritiques présentent une susceptibilité magnétique
similaire ces deux lithologies sont fusionnées dans la même classe (la troisième).

Enfin, si une classe est sous-représentée dans une base de données d’apprentissage, l’algo-
rithme risque de la sur-ajuster ou de l’ignorer (Chollet, 2018). Cette classe doit alors être suppri-
mée, fusionnée avec une autre, sur-échantillonnée ou pondérée (VanderPlas, 2016). Comme les
formations de fer sont sous-représentées et présentent des formes et des signatures magnétiques
presque similaires à celles des volcaniques ultramafiques, elles sont fusionnées dans la même
classe.

Une fois que les lithologies sont fusionnées dans des groupes cohérents (d’un point de vue
de leurs signatures magnétiques), il ne reste que trois classes : les greywackes, les plutons et
les dykes. Ces nouveaux groupes peuvent ne pas respecter la nature géologique des lithologies
d’origine, mais évitent toute confusion lors de l’entraînement.

Modification du réseau Comme le GSCNN a été développé pour effectuer la segmentation
sémantique de scènes urbaines, quelques ajustements sont effectués pour l’appliquer à un jeu de
données aéromagnétiques et géologiques.

Le nombre de canaux de l’image d’entrée doit être réduit à 1 au lieu de 3 pour prendre en
entrée des données aéromagnétiques. De plus, le module d’augmentation des données doit être
adapté à la tâche de cartographie géologique (voir section 1.5). Les données sont aléatoirement
tournées, redimensionnées, cisaillées, retournées verticalement et horizontalement pour augmen-
ter la variance des données d’entraînement en simulant des phénomènes géologiques naturels

71



(voir section 1.2.2.3). Les images sont également recadrées, pour supprimer les bordures induites
par le cisaillement et la rotation, et normalisées par la moyenne.

L’ensemble de validation est également augmenté par des renversements verticaux et horizon-
taux et des rotations de 45 degrés. Ces transformations sont combinées pour chaque donnée de
validation afin d’obtenir une étude de cas à haute variance et un scénario de validation toujours
identique.

Détails d’implémentation Le modèle est implémenté sous Pytorch (Paszke et al., 2019). Le pas
d’apprentissage initial est fixé à 0,002 et est diminué de 0,0001 à chaque époque. Un coefficient
de 1 est appliqué à chaque fonction objective décrite dans la partie 4.3.2. Les pas de convolution
utilisés dans le module d’ASPP sont de 1, 6, 12 et 18 pixels. Toutes ces valeurs ont été obtenues
par essai-erreur. Le meilleur résultat, mesuré par « Intersection sur l’Union » (« Intersection Over
Union » ou IOU, voir Rezatofighi et al. 2019) est obtenu après 675 itérations.

La modélisation géophysique a été calculée en utilisant l’algorithme MAGFOR3D d’UBC. La
génération de modèles à partir de SGS et de MPS est triviale en termes de temps de calcul.
Cependant, chaque modélisation directe a pris en moyenne 3 heures 40 minutes sur un ordinateur
équipé de deux CPU Intel Xeon (2.67GHz) avec 48 Gigabytes de RAM.

4.4 Résultats

Cette section présente les résultats du processus d’augmentation des données et les résultats
de la segmentation du GSCNN sur les données synthétiques et des données de test issues de
cas d’étude réels.

4.4.1 Résultats de l’augmentation des données

La figure 4.9 montre les résultats obtenus par modélisation directe du modèle original (colonne
A) et de trois modèles synthétiques obtenus grâce au processus d’augmentation des données
(colonnes B, C et D). Ces modèles sont les simulations 1, 2 et 3 présentées dans les figures 4.4.3
et 4.5.3. Le modèle original n’est ni utilisé pour l’entraînement ni pour la validation. Les résultats
sont présentés ci-dessous.
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FIGURE 4.9 : Résultats de segmentation pour le modèle de Malartic (colonne A) et 3 exemples de modèles
synthétiques obtenus par le processus d’augmentation des données (colonnes B, C, D) ; la première ligne (1)
correspond à la réponse magnétique aéroportée résiduelle, la deuxième (2) à la cartographie de surface, la
troisième (3) aux résultats de segmentation obtenus par le « GSCNN » (le marron correspond aux plutons, le
bleu au greywackes et le jaune aux dykes), la quatrième (4) aux résultats de regroupement, la cinquième (5) à la
détection des contacts, la sixième (6), septième (7) et huitième (8) correspondent respectivement aux couches
gcl1, gcl2 et gcl3.
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Le processus d’augmentation des données a permis la création d’un grand jeu de données syn-
thétique de magnétiques résiduelles aéroportées et des cartes lithologiques associées. Une pre-
mière base de données de 195 modèles a été créée sans mélanger les distributions magnétiques
et les variogrammes dans le module SGS. Une simulation SGS est alors réalisée pour chaque
scénario MPS. Une deuxième base de données de 150 modèles a été créée en mélangeant aléa-
toirement les distributions et les variogrammes au sein de chaque sous-classe pétrophysique. 75
réalisations MPS sont alors calculées, et 2 simulations SGS sont exécutées sur chacune de ces
réalisations.

La première (1) ligne de la figure 4.9 montre la résiduelle magnétique obtenue par modélisation
directe sur les modèles de susceptibilité magnétique de Malartic (figure 4.9.1.A) et des trois mo-
dèles synthétiques de susceptibilité magnétique (figure 4.9.1.B, 4.9.1.C, 4.9.1.D) présentés dans
la figure 4.5.3. Comme le montre la figure 4.9.1, les données synthétiques (B, C, et D) sont qua-
litativement comparables aux données réelles (A). On peut distinguer les plutons, les dykes, les
roches ultramafiques/volcaniques et les greywackes. Cependant, de par le fonctionnement du mo-
dule SGS, la signature magnétique de chaque lithologie des données synthétiques semble plus
homogène que celles du modèle original. Ainsi, les contacts distinguables dans les données ma-
gnétiques synthétiques aéroportées sont plus nets que ceux des données originales.

La deuxième (2) ligne de la figure 4.9 montre les lithologies à la surface du modèle de Malartic
(figure 4.9.2.A) et des trois modèles lithologiques synthétiques (figure 4.9.2.B, 4.9.2.C, 4.9.2.D)
présentés dans la figure 4.4.3. Ces cartes lithologiques simplifiées, selon les nouvelles classes
présentées dans la section 4.3.2.2, ainsi que les cartes des contacts entre les lithologies sont utili-
sées comme masques d’entraînement. Comme le montrent les figures 4.9.2.B, 4.9.2.C, et 4.9.2.D,
les objets géologiques ont des formes et des textures qui pourraient être présentes dans un cas
d’étude géologique réel. Cependant, certains artéfacts peuvent être observés, formant des formes
en escalier à différents endroits le long des contacts lithologiques (4.9.2.B.a, 4.9.2.C.a).

4.4.2 Résultats du GSCNN sur les données synthétique

Cette section présente les résultats de la segmentation, de la détection des contacts, du re-
groupement et des GCL obtenus par le GSCNN entraîné et appliqué sur des exemples provenant
du jeu de données synthétique généré.

4.4.2.1 Résultats de la segmentation

La première base de données de 195 modèles est séparée pour l’entraînement et la validation
(entraînement : 70 %, validation : 20 %, test : 10 %). La deuxième base de données de 150
modèles est ajoutée à l’ensemble des données d’entraînement pour en augmenter la variance.
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La figure 4.9.3 montre le résultat de la segmentation d’un GSCNN entraîné sur les entrées
correspondantes (figure 4.9.1). Le résultat sur les données de validation est de 0,702 IOU, de
0,732 IOU sur les données de test et de 0,747 IOU sur les données d’entraînement. Le résultat du
modèle original est de 0,543 IOU.

Sur les données synthétiques (figures 4.9.1.B, 4.9.1.C, 4.9.1.D), la majorité des anomalies
visibles sur les images de magnétiques résiduelles en entrée sont segmentées. Cependant, la
formation de Malartic (a sur les figures 4.9.3.B, 4.9.3.C, 4.9.3.D), censée être classée comme
« Dykes », est parfois partiellement détectée alors qu’aucune anomalie n’est visible, ou n’est pas
entièrement détectée, bien que des anomalies soient visibles dans les données magnétiques.

La forme de la formation de Malartic pourrait induire cette erreur de classification. Comme
le montre la figure 4.2.2, la formation de Malartic semble être composée d’objets magnétiques
linéaires, probablement des niveaux volcaniques ultramafiques intercalés avec des couches fai-
blement magnétiques. Comme ces objets sont cartographiés comme une seule formation, cela
introduit des incohérences pendant l’entraînement, ce qui, par conséquent, induit des résultats
incohérents.

La segmentation du modèle original (figure 4.9.2.A) présente un IOU plus faible et est quali-
tativement inférieure que les segmentations obtenues sur les données synthétiques. Comme le
montre la figure 4.9.3.A, le dyke de diabase traversant le pluton n’est pas détecté (voir figure
4.9.3.A.a). Le groupe de Malartic (4.9.3.A.b) n’est pas entièrement détecté et le granodiorite sud
(4.9.3.A.c) est classé comme « Dyke ». Cela pourrait être dû à la différence de texture des don-
nées synthétiques créées par le module SGS (voir section 4.4.1), sur lesquelles est entraîné le
GSCNN. Cette segmentation demeure toutefois d’une qualité suffisante pour y retrouver les for-
mations géologiques majeures.

4.4.2.2 Détection des contacts

Les résultats de la détection des contacts sont présentés dans les figures 4.9.4. La détection
des contacts pour les modèles synthétiques est précise (4.9.4.B, 4.9.4.C, et 4.9.4.D) et la grande
majorité des contacts y est détectée. En revanche, les contacts de l’image de Malartic (4.9.4.A) ne
sont pas bien détectés. L’incohérence entre la segmentation et la sortie des contacts est normale
au regard de l’architecture GSCNN (voir section 4.3.2). La détection des contacts ne donne pas
de bons résultats sur le modèle original, probablement en raison de la netteté des contacts des
données synthétiques, sur lesquelles le GSCNN est entraîné.
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4.4.2.3 Résultats du regroupement

Les figures 4.9.4 montrent les résultats du regroupement hiérarchique effectué sur les cartes
d’activation de l’ASPP. Le nombre de groupe sélectionné pour chaque entrée est indiqué dans le
coin supérieur droit des images.

Les résultats du regroupement de l’image originale, présentés sur la figure 4.9.5.A, sont ob-
tenus en divisant les pixels des cartes d’activations de l’ASPP en 9 groupes. Ces groupes seg-
mentent la plupart des objets présents sur la carte géologique (4.9.2.A) et les classent de manière
géologiquement cohérente. La majorité des anomalies associées aux dykes, correspondant à des
anomalies linéaires de faible intensité, sont regroupées dans la même classe (jaune, a dans la
figure 4.9.3.A). La plupart des formations ultramafiques et mafiques, associées à des anomalies
linéaires d’intensité moyenne, sont également regroupées dans la même classe (gris, b).

Le granodiorite au sud est détecté (orange, c1) même si aucune anomalie n’est visible. Ce-
pendant, les contacts de l’objet détecté dépassent les contacts connus du pluton. Une partie des
greywackes du Pontiac (c2) est associée à cette classe. Ces groupes pourraient être induits par de
légères variations dans les données magnétiques résiduelles.

La majorité de la formation des greywackes du Pontiac est détectée dans une classe unique
(brun clair, d), et les greywackes de l’Abitibi dans une autre (violet, e). Au sud, le batholite dioritique
est détecté et divisé en deux classes (bleu clair et vert, f1 et f2), leur contact commun correspondant
au dyke de diabase traversant le batholite. La dernière classe (bleu marine, g) est associée à des
anomalies magnétiques de forte intensité, regroupant la formation de fer, le sud de la ZFCLL et le
groupe ultramafique de Malartic.

Les résultats du regroupement pour les simulations présentées dans les figures 4.9.5.B, 4.9.5.C,
et 4.9.5.D sont obtenus avec respectivement 13, 10, et 8 groupes. Les plutons, dykes et grey-
wackes sont bien détectés et regroupés en classes cohérentes. Les dykes de diabase sont pour
la plupart classés dans la même classe.

4.4.2.4 Représentations des GCL

Les figures 4.9.6, 4.9.7, et 4.9.8 présentent les cartes d’attention des couches GCL. Il s’agit de
cartes 2D de probabilité mettant en évidence les caractéristiques visuelles associées aux contacts.

La première carte d’attention GCL (figure 4.9.6) met en évidence les régions de l’image d’en-
trée contenant des variations de hautes fréquences associées aux contacts. Ainsi, il met en évi-
dence la plupart des contacts entre les différents objets géologiques (figure 4.9.2), qui ne sont
détectés ni dans la segmentation, ni dans le regroupement, ni dans le module de détection des
contacts.
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La deuxième carte d’attention GCL (figure 4.9.7) isole les variations de moyenne fréquence
de l’image d’entrée associées aux contacts. Ces caractéristiques sont principalement les contacts
entre les objets géologiques les plus significatifs. Cependant, tous les contacts ne sont pas mis en
évidence dans cette représentation.

La troisième carte d’attention GCL (figure 4.9.8) isole les variations de basse fréquence de
l’image d’entrée associées aux contacts. Elle sépare les images en grandes zones, telles que les
plutons et les greywackes. Cependant, ces représentations ne séparent pas l’image d’entrée en
fonction de la géologie connue.

Les résultats non associés à des formations géologiques des deuxième et troisième GCL sont
dus à l’association des anomalies de haute fréquence (détectées par la première GCL) avec les
objets proches de la surface. Les anomalies de plus grande longueur d’onde sont principalement
causées par des objets magnétiques profonds, que le réseau considère comme inutiles, la carto-
graphie géologique se concentrant sur le substratum rocheux.

4.4.3 Tests sur cas d’études réels

4.4.3.1 Abitibi

Les données magnétiques résiduelles mesurées des extensions ouest et est de la région de
Malartic sont utilisées comme données de test. Elles proviennent de la base de données du SI-
GEOM (2019), de la compilation réalisée par Intissar et al. (2014). Elles correspondent respective-
ment aux zones 1 et 3 de la figure 4.1, et sont présentées dans la figure 4.10.1. Contrairement aux
modèles synthétiques, seule une approche qualitative est menée car la cartographie disponible
sur cette zone n’est pas suffisamment précise.

La zone ouest est dans la continuité directe de la zone de la mine Malartic. Elle est principa-
lement composée de greywackes appartenant à la formation du Pontiac, recoupés par des dykes
de diabase Protérozoïque tardifs et des intrusions felsiques (voir la carte géologique de la figure
4.1.1). La ZFCLL coupe la région dans sa partie nord. Au nord de la faille, on observe également
des greywackes et des roches volcaniques mafiques et felsiques (Camiré et al., 1993).

Le secteur est la continuité de la zone de la mine Malartic, dans la région de Val d’Or. La ZF-
CLL coupe la zone en son milieu, selon une direction NO-SE (voir la carte géologique de la figure
4.1.3). Au nord de la zone, le groupe de Malartic couvre presque toute la zone et présente des
valeurs de magnétiques résiduelles élevées (voir figure 4.10.1 Est). Des batholites intermédiaires
intrudent la formation, présentant des valeurs magnétiques relativement faibles. Au sud de la ZF-
CLL, la formation de greywackes du Pontiac est présente, recoupée par des dykes de diabase
Protérozoïque tardifs (Camiré et al., 1993).
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La zone centrale est le secteur de la mine Malartic, correspondant à la zone du modèle 3D.
Ces données ne sont pas simulées à partir du modèle 3D, comme dans la partie précédente, mais
sont les données réelles mesurées.

Magnétique résiduelle Les données magnétiques résiduelles utilisées comme entrées de test
sont présentées sur la figure 4.10.1. Elles sont initialement à une résolution de 75 m. Afin d’avoir
les données mesurées à la même résolution que l’ensemble de données d’entraînement, elles ont
été interpolées à une résolution de 50 m par la méthode bicubique. Comme du bruit semble visible
dans les données, un filtre gaussien a été appliqué.
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FIGURE 4.10 : Résultats de segmentation pour les données magnétiques résiduelles aéroportées mesurées à
l’ouest de Malartic (gauche), sur la zone de Malartic (centre) et à l’est de Malartic (droite) ; la première ligne
(1) présente les données magnétiques aéroportées résiduelles mesurées sur ces régions, la deuxième (2) les
résultats de segmentation obtenus par le « GSCNN », la troisième (3) les résultats de la détection des contacts
et la quatrième (4) les résultats du regroupement.
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Segmentation Les résultats de la segmentation des données de test de l’Abitibi sont présentés
sur la figure 4.10.2. Pour les zones est et ouest, le GSCNN n’a pas été performant ni sur les plutons
ni sur les greywackes. Il les a mal classés (a dans la figure 4.10.2 Est et Ouest), ou les a classés
comme des dykes (b).

Les dykes sont, en général, bien détectés. Cependant, certaines zones sont mal classées,
comme le coin nord-ouest de la zone centrale (figure 4.10.2.c), classée comme « Dykes » plutôt
que « Sédiments ». La segmentation de la zone centrale, à l’emplacement du modèle Malartic,
est plus précise au regard de la carte géologique de la région (figure 4.1).

Détection des contacts La figure 4.10.3 montre les résultats du module de détection des contacts.
Il met en évidence le bruit des données de test. Néanmoins, la plupart des anomalies sont délimi-
tées, suivant les contacts naturels entre les objets.

Résultats du regroupement La figure 4.10.4 montre le résultat du regroupement des pixels des
cartes d’activation de l’ASPP. Contrairement aux résultats de segmentation, la grande majorité des
objets est détectée. Presque tous les dykes et plutons sont détectés et classés. Les sédiments des
sous-provinces du Pontiac et de l’Abitibi sont classés dans des grandes zones différentes, même
si aucune discontinuité magnétique n’est observée.

Sur l’image centrale, la classification des données magnétiques mesurées semble meilleure
que la classification des données magnétiques obtenues par modélisation (voir section 4.4.1). Les
dykes de diorite (a sur la figure 4.10.4 centrale), le dyke traversant l’intrusion dioritique (b) et le
pluton à l’ouest (c), situé entre la ZFCLL et l’intrusion dioritique, sont détectés. Les dykes ultra-
mafiques compris dans la formation de Malartic sont également détectés et segmentés (d). Cela
est probablement dû au fait que dans le modèle 3D d’origine, la susceptibilité magnétique de la
formation de Malartic obtenue par inversion ne prolonge pas les structures internes en profondeur,
lissant ainsi le signal, alors que dans les données mesurées, elles correspondent à des objets
continus en profondeur, induisant des anomalies plus franches.

Interprétation du regroupement Afin d’interpréter le regroupement obtenu sur les données de
magnétisme aéroportées d’une région, plusieurs approches sont possibles. Avant tout, il est né-
cessaire de rappeler que ce regroupement n’est pas une cartographie de surface mais une seg-
mentation semi-supervisée des données aéromagnétiques. C’est-à-dire que son objectif est de
séparer une image de magnétique aéroportée en régions cohérentes, selon les contacts des ano-
malies observées sur cette même image. Par conséquent, cette représentation différera de la
cartographie de surface car, entre autres, toutes les lithologies et tous les contacts ne sont pas
nécessairement détectables par magnétisme, certains objets sont trop petits pour être détecté et
certaines anomalies peuvent être produites par des formations géologiques non affleurantes.

80



Néanmoins, afin d’être interprétée, cette carte de regroupement peut être comparée à la géo-
logie de surface connue. Par exemple, la figure 4.11 présente les lithologies observées par des
géologues sur les géofiches du SIGEOM (2019) sur la zone d’étude projetées sur le résultat du
regroupement. Une fois cette projection réalisée, il est possible au géologue d’associer certains
groupes avec certaines lithologies observées sur le terrain et avec sa compréhension géologique.
Comme le montre la figure 4.11, une certaine cohérence entre les échantillons et les formations
segmentées s’observent à de nombreux endroits.

Il est néanmoins important de noter que cette méthode n’est pas absolue et que la présence
d’un échantillon dans un groupe ne signifie pas qu’il définit la nature groupe. Trop de biais existent :
le regroupement n’est pas une cartographie, comme décrit précédemment ; et la description géo-
logique des affleurements peut souffrir de biais de sur simplification (quand projetée selon une
valeur unique), d’interprétation, et bien d’autres.
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FIGURE 4.11 : Lithologies de surface observée dans les géofiches du MERN (SIGEOM, 2019) projetées sur le
regroupement obtenu à des fins d’interprétation
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D’autres méthodes peuvent être utilisées pour interpréter les données de regroupement, avec,
par exemple, une approche basée sur ses valeurs magnétiques. Chaque groupe peut alors être
considéré individuellement et ses valeurs de magnétisme peuvent être isolées. Il peut alors être
considéré selon sa valeur moyenne de magnétisme, sa variance, son entropie ; ou encore, la
géométrie du groupe peut être considérée, telle que sa superficie ou un facteur d’allongement. Une
fois ces critères calculés, les groupes peuvent être associés entre eux, assignés à une lithologie
supposée, ou interprétés.

(1) Gate 1

(2) Gate 2

(3) Gate 3

FIGURE 4.12 : Sorties des couches gcl1, gcl2 et gcl3 pour les régions à l’Ouest (gauche), à l’Est (droite) et
centrée (centre) sur la zone de Malartic.

Représentations des GCL La figure 4.12 montre les sorties des GCL sur les données mesurées
de l’Abitibi. Les cartes d’attention de la première GCL mettent en valeur chaque variation subtile
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des données d’entrée. Comme le montre la figure 4.12.1, les contacts ont été détectés, ce qui
permet de bien les visualiser.

Les cartes d’attention de la seconde GCL sont présentées dans la figure 4.12.2. Comme le
montre la figure, elles mettent en évidence les contacts de longueur d’onde moyenne. La détection
semble néanmoins non-exhaustive.

Les cartes d’attention de la troisième GCL sont présentées dans la figure 4.12.3. Elles mettent
en évidence les contacts de grande longueur d’onde, mais ne semblent pas séparer la zone selon
la géologie connue. Cela est en accord avec les observations précédentes sur la performance des
GCL sur les données synthétiques.

4.4.3.2 Ceintures volcano-sédimentaires de Cap-Smith et de Rachel-Laporte

Afin de tester l’application et les limites de la méthode, nous proposons d’appliquer le GSCNN
entraîné sur les données synthétiques sur des données magnétiques résiduelles mesurées sur
deux zones éloignées, présentant un contexte géologique comparable. La figure 4.13 présente les
cartes géologiques des deux zones testées. Contrairement aux modèles synthétiques, seule une
approche qualitative est menée, car la connaissance géologique du terrain est limitée.

Contexte géologique La première zone de test se situe à la limite Sud de la ceinture de Cap
Smith (ou fosse d’Ungava) dans le nord du Québec (voir figure 4.13.1). Elle est située le long
du contact entre la ceinture volcano-sédimentaire Paléoprotérozoïque de Cap Smith, au nord de
la zone, et de la province Archéenne du Supérieur, au sud, principalement composée d’intrusifs
felsiques (Lamothe, 2008). Les lithologies de la ceinture de Cap Smith à cet endroit sont : les
roches volcaniques mafiques basaltiques de la formation de Beauparlant ; les intrusions mafiques
(métagabbro et diabase) de la formation du lac Bélanger ; et la formation sédimentaire de Nituk,
composée de siltstones et de grès (Lamothe, 2008).

La deuxième zone de test est située le long du contact des groupes Paeloprotérozoïques
de Rachel-Laporte et de Baleine. Le groupe de Rachel-Laporte est principalement composé de
roches volcano-sédimentaires : le sous-groupe de Freneuse, contenant des mudrocks et des pa-
raschistes ; et les sous-groupes de Klein, composés d’amphibolites, de méta basaltes, de pérido-
tites et de métagabbros. Ces roches sont métamorphosées au grade amphibolite. Le complexe
de Boulé, cartographié comme un intrusif intermédiaire, est interprété comme une nappe de char-
riage Archéenne. Le groupe de Baleine est principalement composé de paragneiss et d’intrusions
felsiques métamorphisées (MERN, 2021).

Les objets cartographiés dans ces régions ne sont pas toujours visibles dans les données
magnétiques (figure 4.14.1). Par exemple, les contacts cartographiés de l’intrusif mafique central
dans la ceinture de Cap Smith ne respectent pas les contacts de l’anomalie associée visible dans

83



440000430000

6795000

6785000

0 2.5 5 km

940000 950000 960000

6330000

6320000

0 2.5 5 km

N
Québec

(1)
(2)

Source: SIGEOM (2021) SRC: NAD83 UTM zone 18N

Ba
le

in
e

Ra
ch

el
-L

ap
ort

e

U
ng

av
a

Intrusif Felsique

Intrusif Intermediaire

Intrusif Mafique

Intrusif Ultramafique

Roche Sédimentaire Silicatée

Roche Sédimentaire Calcitique

Formation de Fer

Volcanique Felsique

Volcanique Mafique

Paraschiste/Paragneiss

Legende

(1) Ceinture de Cap Smith (2) Rachel-Laporte

Su
pe

rie
ur

e

Localisation

FIGURE 4.13 : Cartes géologiques simplifiées de la (1) zone de la ceinture de Cap Smith, située le long du
contact entre la province du Supérieur et de la fosse d’Ungava, et de la (2) zone de Rachel-Laporte, située le
long du contact entre les domaines de Rachel-Laporte et de Baleine (SIGEOM, 2019).

les données magnétiques (voir figure 4.14.1.A). Encore, dans la zone de Rachel-Laporte, la plupart
des anomalies linéaires visibles dans les données magnétiques se retrouvent dans de mêmes
formations géologiques indissociées (voir figure 4.14.1.B).

Ces imprécisions illustrent les propos sur la qualité des étiquettes géologiques de la section
1.3. Les cartes géologiques sont des interprétations et peuvent être imprécises, surtout si aucune
donnée magnétique aéroportée n’a été utilisée lors de leur interprétation. De plus, elles ne sont
pas toujours à la même résolution que les données magnétiques, et certains détails visibles dans
les données peuvent être omis.

Données magnétiques aéroportées Les données magnétiques résiduelles aéroportées mesu-
rées (voir figure 4.14.1) sont, à l’origine, à une résolution de 75×75 m. Les anomalies régionales
ont été supprimées afin d’obtenir le magnétisme résiduel (Intissar et al., 2014). Ces données sont
issues de la base de données du SIGEOM (2019). Elles sont interpolées par les auteurs à une
résolution de 50×50 m avec la méthode bicubique et lissées avec un filtre gaussien afin de réduire
le bruit d’interpolation.
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la figure indiquent les objets discutés dans le texte.
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Résultats de segmentation Les résultats de segmentation du modèle GSCNN entraîné et ap-
pliqué sur les zones de test de Cap Smith et de Rachel-Laporte sont présentés sur la figure 4.14.2.
Sur la zone du Cap Smith (A), le GSCNN segmente la plupart des anomalies linéaires en dykes.
Cependant, une large zone, à l’ouest de la zone, est segmentée de manière homogène en dykes
(4.14.A.2.a). Cela est probablement dû aux variations subtiles que l’on peut distinguer dans les
données magnétiques à cet emplacement (voir figure 4.14.A.1). De plus, le GSCNN détecte des
plutons au sud de la zone, ce qui est cohérent avec la carte géologique. Cependant, le pluton seg-
menté ne couvre que la partie sud de la zone du Supérieur (4.14.A.2.b), probablement en raison
de l’absence d’anomalie dans cette zone.

Sur la zone de Rachel-Laporte (voir figure 4.14.2.B), le GSCNN segmente une majorité des
anomalies linéaires en dykes. La partie ouest de la zone (4.14.B.2.a) est segmentée de façon ho-
mogène en dykes, ce qui s’explique par les fortes anomalies magnétiques situées à cet endroit. Le
GSCNN segmente la partie NE de la zone en plutons (4.14.B.2.b), ce qui est cohérent avec la carte
géologique. Cependant, la partie sud de la zone, cartographiée comme sédiments (4.14.B.2.c), est
classée comme plutons par l’algorithme. Cela est probablement dû à la texture mouchetée de la
signature magnétique de ces sédiments, qui est une caractéristique de la plupart des plutons des
données synthétiques utilisées lors de l’entraînement du GSCNN (voir figure 4.14.1).

Détection des contacts La détection des contacts sur ces zones est présentée sur la figure
4.14.3. Comme le montre la figure, la plupart des bordures des anomalies sont détectées comme
des contacts. Cependant, dans la partie NO de la ceinture de Cap Smith (4.14.A.3.a) et dans la
partie SE du domaine de Rachel-Laporte (4.14.B.3.a), la détection des contacts présente trop de
bruit pour être compréhensible. Le réseau détecte dans ces zones des variations trop subtiles,
probablement du bruit, dans les données magnétiques. De plus, dans la zone au NO de Rachel-
Laporte (4.14.B.3.b), les contacts entre les intenses anomalies magnétiques visibles dans les don-
nées ne sont pas détectés par le module. Cela pourrait être dû au sur ajustement du GSCNN sur
les données synthétiques, qui pourraient ne pas contenir ces types de contacts.

Regroupement Les données de test ont également été segmentées par le module de regrou-
pement. Après des tests systématiques, le nombre de groupe sélectionné par les auteurs pour
la zone de Cap Smith est de huit. Comme le montre la figure 4.14.4.A, la plupart des anomalies
visibles sont segmentées et classées dans des classes géologiques cohérentes. Les anomalies
linéaires sont regroupées dans les mêmes classes (vert - a1, bleu - a2 et rouge — a3 sur la figure
4.14.4.A) associées également aux textures des roches volcaniques (a3) et aux bordures de l’in-
trusif mafique (a1 et a3). Le pluton mafique est également bien détecté (orange ; b). Les autres
roches de la ceinture du Cap Smith sont regroupées dans la même classe (bleu ; c). Enfin, la
province du Supérieur est segmentée en trois groupes. Celui au SE est pertinent au regard des
anomalies visibles dans les données magnétiques (marron ; d). Cependant, un autre groupe dans
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au SO ne délimite aucune anomalie visible (jaune ; e). Le dernier groupe segmente les roches
restantes de la province supérieure (violet ; f).

Après des tests systématiques, le nombre de groupes sélectionné par les auteurs sur la région
de Rachel-Laporte est de 12. Comme le montre la figure 4.14.4.B, le regroupement segmente
la zone en classes géologiques cohérentes. La plupart des anomalies linéaires sont regroupées
dans les mêmes classes (bleu ciel - a1, violet - a2, jaune clair — a3 au nord et vert clair — a4, rose
— a5 au sud sur la figure 4.14.4.B). La nappe de charriage de Boullée est également segmentée
en deux classes : la première (orange clair — b1) segmente la majeure partie de la nappe et la
seconde segmente les structures internes du complexe (rouge - b2). La formation de Freneuse est
segmentée en deux classes : une au nord (marron — c1) et l’autre au sud (orange - c2). Enfin, les
intrusifs et les paragneiss du groupe de Baleine sont segmentés en deux classes correspondantes
aux zones fortement (violet clair — d1) et faiblement (vert - d2) magnétiques.

Representations des GCL Comme il a été observé dans les sections 4.4.2 et 4.4.3.1, seule la
première GCL semble suffisamment pertinente pour avoir un intérêt géologique. Par conséquent,
seules les sorties de cette GCL pour les zones de Cap-Smith et de Rachel-Laporte sont présentées
sur la figure 4.14.5. Ces représentations mettent en évidence les emplacements des anomalies de
haute fréquence probablement associées à des contacts géologiques.

4.4.3.3 Zone de test du Grenville

Enfin, afin de tester les limites de notre modèle, des données de la province du Grenville, au
contexte géologique fortement différent, sont utilisées comme test.

Contexte géologique Cette zone de test se situe dans la province du Grenville, dans le feuillet
32A06 du ministère, à environ 50 km au SO du lac Saint-Jean. La province de Grenville est consti-
tuée, à cet endroit, de terrains Protérozoïques, présentant un haut grade métamorphique et des
déformations ductiles.

La cartographie de la zone est présentée sur la figure 4.15.1. La zone est constituée en grande
majorité par des roches intermédiaires intrusives : la suite plutonique de Bonhomme (a), compo-
sée de syénites, monzo-diorites et syéno-granites ; une intrusion associée à la suite de Lachance
(b), au nord, composée de mangérites, de syénites et de granites ; d’autres roches intrusives inter-
médiaires cartographiées comme des monzonites à pyroxène (c) ; enfin, une bande de paragneiss
(d), appartenant au complexe de Barrois, est cartographiée au centre de la zone (Moukhsil et al.,
2018).
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FIGURE 4.15 : Sorties du GSCNN sur la zone d’étude du Grenville : (1) localisation de la zone d’étude ; (2)
données magnétiques aéroportées disponibles ; (3) segmentation des dykes, plutons et greywackes par le
GSCNN ; (4) détection des contacts par le GSCNN ; (5) sortie de la gcl1 ; et (6) segmentation semi-supervisée,
comportant 8 classes, obtenue par le module de regroupement

Données magnétiques aéroportées La figure 4.15 présente les données aéromagnétiques ré-
siduelles de la zone d’étude provenant de la base de données du SIGEOM (2019). Comme pré-
cédemment, ces données, originalement à une résolution de 75×75m, ont été interpolées à une
résolution de 50×50m et lissées par un filtre gaussien.
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Comme le montre la figure 4.15.2, beaucoup d’anomalies ellipsoïdales sont présentes sur la
zone. Des cercles concentriques, présentant une intensité magnétique plus ou moins importante,
s’observent au sein de ces formations. Quelques anomalies linéaires sont également observables.

Sur les données aéromagnétiques, plus d’objets semblent distinguables que sur la cartogra-
phie. Cela peut-être dû au fait que dans les intrusions, les structures internes sont rarement carto-
graphiées, et/ou que la cartographie de la zone d’étude n’a pas été réalisée en utilisant de données
magnétiques.

Résultats de segmentation La figure 4.15.3 présente les résultats de segmentation obtenus par
le GSCNN entraîné à partir des données aéromagnétiques synthétiques sur la zone du Grenville.
Comme le montre la figure 4.15.3, les résultats n’ont pas délimité les anomalies visibles sur les
données magnétiques d’entrée. Cela peut-être dû au fait qu’aucune des anomalies visibles sur les
données magnétiques ne correspond à des objets géologiques vus lors de l’entraînement.

Détection des contacts La figure 4.15.4 présente les résultats de la détection des contacts
sur la zone de test du Grenville. Comme le montre cette figure, une partie des contacts a été
détectée. Ces contacts correspondent aux bordures d’anomalies visibles sur les données d’entrée.
En revanche, une partie des bordures n’a pas été détectée. Cela est probablement dû au fait que
l’algorithme, lors de son entraînement, n’a pas vu ces types de contact.

Résultat du regroupement La figure 4.15.5 présente les résultats du module de regroupement
appliqué aux données aéromagnétiques du Grenville. Comme le montre la figure, la majorité des
anomalies est segmentée dans des classes géologiquement cohérentes.

De grands groupes séparent la zone. Un premier (gris -a, dans la figure 4.15.5) segmente
l’anomalie associée au pluton de Bonhomme; trois autres groupes (bleu-b1, violet-b2, bleu ciel-
b3) séparent la zone de test en régions majeures, au sein desquelles l’apparence et l’intensité
magnétique des anomalies sont relativement homogènes.

D’autres groupes superposés aux premiers segmentent plus finement les anomalies magné-
tiques. Un premier (jaune -c) segmente les hautes anomalies magnétiques, et notamment le plu-
ton de Lachance, au nord. Trois autres classes (marron-d1, orange-d2, vert-d3) segmentent les
anomalies formant des linéaments sur la zone d’étude. Cependant, les anomalies associées aux
structures internes du pluton de Bonhomme ne sont pas segmentées.

Représentation des GCL Conformément aux observations précédentes (voir section 4.4.2 et
4.4.3.1), seule la première couche de GCL est considérée. Comme le montre la figure 4.15.6,
cette représentation ne semble pas être pertinente. En effet, les anomalies mises en évidence
par la couche semblent être les hauts magnétiques. Bien que certaines anomalies au sein des
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intrusions semblent être mises en valeur, leur délimitation ne semble pas exhaustive. La GCL
n’apporte pas une représentation claire.

4.5 Interface en accès libre

Afin que l’algorithme présenté puisse être utilisé par le plus grand nombre, une interface est
disponible en ligne. Cette interface est hébergée par Google ColabTM qui fournit des environne-
ments d’exécution en ligne, pouvant être utilisés gratuitement et permettant d’avoir accès à un
GPU à partir d’une interface Jupter NotebookTM (Bisong, 2019). Cette interface est disponible au
lien :

https://colab.research.google.com/github/MatthieuCed/GSCNN-apply-to-airborne-magnetic/

blob/main/Preliminary_Mapping_GSCNN.ipynb

La procédure d’utilisation est décrite en précision dans l’interface afin de guider l’utilisateur.

Cette interface permet le chargement d’une image au format « .tif » à partir d’un lien de partage
Google Drive™. Pour cela, le fichier image doit contenir seulement une bande, être déposé dans
Google Drive, et partagé. Une fois le lien de partage récupéré, il peut être collé dans l’interface
Google Colab, dans le champ « GDrive link », afin de récupérer l’image souhaitée, comme illustré
sur la figure 4.16.

FIGURE 4.16 : capture d’écran de l’interface développée permettant d’importer une image .tif souhaitée

Le réseau ayant été entraîné avec des données synthétiques à une résolution de 50m, il est
possible de redimensionner l’image en entrée. Pour cela, la résolution de l’image (en m/cellules)
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peut être renseignée dans le champ « Pixel size ». L’image sera alors redimensionnée en cel-
lule de 50×50m. L’option « Smooth » permet de passer un filtre gaussien pour lisser l’image.
Une fois chargée (en pressant le bouton « Get Image » ), l’image est affichée pour vérification,
comme montré sur la figure 4.16. L’utilisateur peut charger autant d’images que la mémoire de
l’environnement lui permet.

L’interface permet ensuite de charger le modèle pré entraîné souhaité. Pour l’instant, seul le
modèle pré entraîné sur les données synthétiques de Malartic est disponible. Une fois le modèle
chargé, une image peut-être sélectionnée pour être traitée par le modèle.

Une fois l’image traitée, les résultats peuvent être visualisés. Une première interface, illustrée
sur la figure 4.17, permet d’obtenir les produits du GSCNN. Comme le montre la figure, il est
possible de sélectionner les sorties souhaitées. En appuyant sur l’option « Outputs », les pro-
duits sélectionnés sont alors affichés à l’écran. Enfin, l’option « save » permet à l’utilisateur de
télécharger les images produites géoréférencées.

FIGURE 4.17 : capture d’écran de l’interface développée permettant d’afficher et de télécharger les produits du
GSCNN souhaités

Enfin, les résultats du regroupement peuvent être obtenus par une dernière application, illus-
trée sur la figure 4.18. Cette application permet de choisir la méthode de regroupement : « Hiérar-
chique » ou « K-Moyen ». La méthode hiérarchique fournit de meilleurs résultats mais nécessite
plus de mémoire, empêchant son utilisation sur des zones trop étendues. À partir de l’application,
le nombre de groupe, le pourcentage de Composante en Analyse principale (voir section 4.3.2), et
une réduction des bordures peuvent être sélectionnés. Une option permet également de réduire la
dimension de l’image de sortie par deux, afin de nécessiter moins de mémoire. En pressant le bou-
ton « Clustering », le résultat peut être obtenu. De même, l’option « save » permet à l’utilisateur
de télécharger les images produites géoréférencées.
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FIGURE 4.18 : capture d’écran de l’interface développée permettant d’obtenir le résultat du regroupe-
ment,d’afficher le résultat et de télécharger les images géoréférencées

Cette application permet alors de réaliser plusieurs tests afin d’obtenir le résultat de regroupe-
ment qu’il juge idéal. Le géologue l’utilisant peut sélectionner différents paramètres, jusqu’à obtenir
une carte où la balance entre la précision et l’intelligibilité du regroupement lui semble optimale.

Les cartes présentées dans les sections 4.4.3, 4.4.3.2 et 4.4.3.3 ont été obtenues à partir de
cette interface.

4.6 Discussion

Le processus d’augmentation des données géostatistique proposé a permis de générer une
base de données conséquente d’images magnétiques aéroportées synthétiques et des lithologies
associées. Un CNN appliqué à la segmentation d’images a été entraîné sur ces données à produire
des cartographies préliminaires prédictives.

Tout d’abord, dans le processus d’augmentation des données, le module de MPS produit de
bons résultats. Les modèles géologiques synthétiques créés sont considérés comme réalistes, car
les formations géologiques qu’il génère pourraient être observées dans des cas d’étude réels.

Comme les structures internes des lithologies visibles dans les données aéromagnétiques ré-
sultent de phénomènes complexes, le choix du SGS pour générer les valeurs de susceptibilité ma-
gnétique peut être considéré comme trop simpliste. En effet, les structures internes observables
dans la réponse magnétique des différentes lithologies d’origine sont perdues dans les données
synthétiques. Une approche d’augmentation des données permettant de reproduire ces structures
dans les données pétrophysiques (continues) serait une solution pour contourner cette limite.

Les résultats de la modélisation directe sont réalistes : elles ont l’apparence de données aéro-
magnétiques mesurées. En raison de la profondeur limitée des modèles, les anomalies régionales
ne sont pas générées. Ainsi, les données magnétiques simulées s’apparentent à des données ma-
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gnétiques résiduelles aéroportées. Le temps de calcul de la modélisation directe est la principale
limite de la méthode d’augmentation des données proposée.

Une fois une base de données synthétique générée, elle peut être utilisée pour entraîner un
CNN. Il a pour finalité la généralisation de la segmentation des données aéromagnétiques dans
un contexte géologique spécifique. Le CNN entraîné dans ce projet est performant sur les dykes,
qui sont presque tous segmentés, probablement en raison de leur forme linéaire caractéristique.

Cependant, certaines zones sont, à tort, cartographiées de manière homogène comme « Dykes ».
Cela peut être dû au jeu de données d’entraînement où la formation de Malartic, composée d’ano-
malies linéaires induites par un essaim de dykes ultramafiques, est indissociée. Comme elle est
considérée comme un dyke, de larges zones ayant une intensité magnétique élevée peuvent être
mal classées. Cela souligne un sur ajustement du modèle sur les données d’entraînement.

La formation de Malartic illustre le scénario où une lithologie est trop complexe pour faire partie
d’une classe générale, mais trop unique pour être utilisée dans une tâche de généralisation. Cette
limite peut être contournée en utilisant une cartographie plus précise pour la génération du jeu
de données synthétiques, cartographiant les structures internes des formations géologiques. Cela
permettrait également de contourner la limite de l’utilisation des SGS évoquée précédemment.

La classe des plutons présente également des indices de sur ajustement. Par exemple, dans
les données mesurées utilisées comme test, les batholites sont mal classés. Cela peut être dû à
la variété insuffisante de plutons dans le modèle utilisé pour générer les données synthétiques.
L’utilisation de plusieurs modèles provenant d’un contexte géologique équivalent pourrait réduire
cette limitation.

Comme toutes les formations géologiques présentent des formes ou des intensités magné-
tiques spécifiques, les utiliser directement comme étiquettes d’entraînement induit un sur ajus-
tement. La création de sous-classes pétrophysiques, définies par la signature magnétique et la
forme des anomalies magnétiques, est donc recommandée. Ces classes doivent être créées en
prenant également en compte leur représentativité dans un contexte géologique donné.

Le module de regroupement semi-supervisé montre des résultats prometteurs, cartographiant
la plupart des anomalies magnétiques. Contrairement à une segmentation supervisée, qui vise à
généraliser une tâche, le regroupement classe une image dans ses groupes naturels, ce qui est
l’approche la plus pertinente pour comprendre une zone spécifique. Empiriquement, cela montre
la pertinence des cartes d’activation des CNN dans la décomposition d’un signal magnétique.
Cependant, s’appuyer sur ces cartes d’activation peut être délicat, car leur optimisation n’est pas
contrôlée et leur transformation du signal demeure cryptique.

Cette affirmation ne s’applique pas aux GCL, où le processus est intelligible : elles mettent en
évidence les zones d’intérêt d’un signal 2D d’entrée. Dans ce projet, la première GCL du GSCNN
souligne l’emplacement des hautes fréquences correspondant aux contacts superficiels. Elle four-
nit alors une nouvelle représentation des données, s’apparentant au produit d’un filtre passe-haut
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et d’une dérivée verticale résilient au bruit, que les géologues peuvent utiliser pour leur interpréta-
tion. Ainsi, l’ajout de couches de GCL dans l’architecture des CNN, motivé par une compréhension
géologique d’un problème à résoudre et ses implications physiques, pourrait fournir de nouvelles
représentations pertinentes et compréhensibles des données.
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5 SUPER-RÉSOLUTION DE DONNÉES MAGNÉTIQUES AÉROPOR-
TÉES

5.1 Introduction

La super résolution (SR) est une tâche de vision numérique consistant à générer une image
de haute résolution (HR) à partir d’une image de basse résolution (BR ; Gerchberg, 1974; Li et al.,
2010). Deux approches sont majoritairement utilisées à cette fin : obtenir une image de SR à
partir de plusieurs images de la même scène (Li et al., 2010; Scherrer et al., 2012; Erdenebat
et al., 2021) ; ou apprendre une correspondance entre une image de basse et de haute résolution
(Glasner et al., 2009; Ren et al., 2016; Lu et al., 2017).

Comme beaucoup de tâches relatives à la vision numérique, les CNN se sont imposés dans la
SR, dépassant les méthodes antérieures « classiques » (Dong et al., 2014; Johnson et al., 2016;
Velan et al., 2022). Cependant, actuellement, les GAN (utilisant des CNN) ont surpassé toutes
les autres méthodes et sont, depuis 2017, la référence pour les tâches de SR (Ledig et al., 2017;
Wang et al., 2018a, 2021b).

La SR a de nombreuses applications pratiques, notamment dans le domaine des géosciences,
en particulier en télédétection. Dans ce champ d’études, elle a été utilisée afin d’obtenir des images
de SR depuis des images hyperspectrales à partir de méthodes classiques (Zhang et al., 2012;
Zhao et al., 2014; Song et al., 2015), de CNN (Arun et al., 2020; Daoming et al., 2021; Kawulok
et al., 2020; Zhang et al., 2019), et de GAN (Salgueiro Romero et al., 2020; Wang et al., 2021a;
Xiong et al., 2020). Demiray et al. (2021) ont également utilisé un GAN afin d’augmenter la ré-
solution d’images d’élévation de terrain. La SR a également été utilisée par certains auteurs en
géosciences pour augmenter la résolution de tomographie d’échantillons de roche à partir d’algo-
rithme de SR classique (Wang et al., 2018b) et de CNN (Wang et al., 2018c, 2019). Enfin, cette
technologie a permis la production de SR et le débruitage de données de sismique, grâce à des
CNN (Yuan et al., 2019; Li et al., 2022) et des GAN Sun et al. (2022).

Appliquée aux données magnétiques aéroportées, la SR peut être considérée comme une
tâche de continuation vers le bas (voir section 1.4.1). Elle cherche en effet à produire un levé de
plus haute résolution, simulant un levé acquis à une altitude de vol plus basse et à un espacement
entre les lignes moindre, afin d’augmenter les signaux de haute fréquence dans les données.
Dans le présent projet, La SR des données aéromagnétiques utilisant une architecture de GAN
est proposée.

Contributions Les contributions techniques apportées par ce projet sont les suivantes :
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• Méthode de normalisation des données magnétiques adaptée aux valeurs extrêmes.

• Adaptation de la structure du SRGAN aux données magnétiques à des fins de continuation
vers le bas et intégration d’un module d’augmentation géométrique des données.

• Proposition d’une métrique permettant de mesurer la qualité de la SR à partir du GSCNN
entraîné sur des données magnétiques.

5.2 Modèle de réseau antagoniste génératif utilisé

Le premier GAN appliqué à la SR est le SRGAN (« Super Resolution Generative Adversarial
Network » ), proposé par Ledig et al. (2017). L’application des GAN à la SR est motivée par le fait
que les CNN sont incapables de reproduire les détails des textures réelles, rendant les résultats
non satisfaisant pour l’œil humain.

Le SRGAN proposé par Ledig et al. (2017) est présenté sur la figure 5.1. Il est composé d’un
générateur (1) : un CNN augmentant la résolution des images d’entrée d’un facteur 4. Ce géné-
rateur est composé de 16 blocs résiduels (He et al., 2015), où l’information est traitée par deux
couches de convolutions (intégrant une normalisation par lot et une fonction d’activation relu), et
où l’information d’entrée est additionnée à l’information en sortie (couche « Elementwise » sur la
figure 5.1).

Une fois l’information traitée par les blocs résiduels, elle est passée par des couches de convo-
lution « Sub-Pixel » (Shi et al., 2016). Dans le cas d’une SR de facteur r, chaque pixel de l’image
BR d’entrée sera transformée en une matrice de r× r. Comme l’illustre la figure 5.2, la couche de
convolution sub-pixel va être composée de r2 cartes d’activation de même résolution que l’image
d’entrée, prenant en entrée la dernière couche de convolution du CNN la précédant. L’image de SR
générée va alors être obtenue en projetant côte à côte les pixels des cartes d’activations sub-pixel
correspondant à un pixel d’entrée (Shi et al., 2016).

Le générateur contient deux couches de sub-pixel intercalées avec une couche de convolution
qui vont chacune augmenter la résolution de l’image d’un facteur deux. L’image de sortie du réseau
va donc être augmentée d’un facteur quatre (Ledig et al., 2017). Une fois l’image SR obtenue, elle
va être utilisée pour entraîner le discriminateur (2 sur figure 5.1).

À chaque itération le discriminateur prend en entrée une image de SR générée et son équi-
valent HR. Il va s’entraîner à classer ces images en SR ou HR. Comme le montre la figure 5.1, il
est composé de 12 blocs de convolution. L’information de la couche 7 est transférée à la couche
12. La dernière couche est une couche « dense » qui va donner la probabilité de l’image en entrée
d’être une image de SR ou de HR (Ledig et al., 2017).

Le discriminateur va être entraîné grâce à une fonction objective d’entropie binaire (Chollet,
2018). Cette fonction objective va permettre au discriminateur et au générateur de converger. Le
générateur est également entraîné par deux autres fonctions objectives. Une fonction de l’erreur
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FIGURE 5.1 : schéma du SRGAN proposé par Ledig et al. (2017) ; une image de basse résolution est passée
dans un générateur (1), composé de 16 blocs résiduels et de deux blocs de « Sub-pixel » permettant d’obtenir
des images d’une résolution quatre fois plus élevée ; (2) un discriminateur cherche à différencier les images
réelles des images augmentées ; les deux réseaux sont entraînés en parallèle grâce à une fonction objective
antagoniste, et le générateur est entraîné également par une fonction objective « perceptuelle ».

CNN

Image Basse Résolution n Cartes d’Activation

Couche de convolution Sub-Pixel Réseau de Neurones Convolutifs

Image Super Résolution

Facteur de SR = r
r2 Canaux

FIGURE 5.2 : schéma d’une couche de convolution sub-pixel augmentant la résolution d’une image d’un facteur
r = 3 ( modifié de Shi et al., 2016 ; l’image de sortie est retournée pour faciliter la visualisation).

moyenne au carrée (Chollet, 2018) entre l’image SR générée et l’image HR, ainsi qu’une fonction
objective « Perceptuelle ».

La fonction objective perceptuelle, proposée par Johnson et al. (2016) et présentée sur la figure
5.3, compare des cartes d’activations obtenues à partir d’un réseau (un VGG18 dans la présente
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implémentation Ledig et al., 2017 pré-entraîné sur une autre tâche), d’images de SR et de HR. La
somme des différences au carré des cartes d’activations de l’image de SR et HR extraites va être
calculée, fournissant une valeur de fonction objective perceptuelle (Johnson et al., 2016).

=

(2) VGG18 

2

-∑
512

i = 0

Générateur

(1) Super-Résolution

Basse Résolution Super Résolution

Fonction Objective Perceptuelle
Haute Résolution

FIGURE 5.3 : schéma du fonctionnement de la fonction objective perceptuelle (modifié de Johnson et al., 2016) :
les images de SR et de HR sont envoyées dans un CNN pré-entraîné qui fournit un grand nombre de cartes
d’activations ; les cartes d’activations obtenues sur les images de SR et de HR sont ensuite comparées par leur
différence au carré.

Cette fonction objective permet d’améliorer la reconstruction des détails et des bordures d’images
ainsi qu’une meilleure généralisation pour des tâches de SR et de transfert de style (Johnson et al.,
2016)

5.2.1 Métrique de validation

Les métriques permettent de mesurer la qualité des résultats de validation, de quantifier les
performances d’un réseau entraîné et de contrôler le sur ajustement (voir section 1.2.2.4). Cer-
taines métriques mesurent la qualité des images produites en vision numérique, comme le ratio
pic signal-sur-bruit (PSNR), utilisant la moyenne de l’erreur au carré, ou la similarité structurelle
(SSIM), comparant des caractéristiques de l’image tel le contraste, la luminosité et la structure
(Wang et al., 2004).

Cependant, Ledig et al. (2017) et Wang et al. (2018a) observent que les métriques utilisées
ne sont pas corrélées avec la qualité visuelle des SR obtenues. Certaines méthodes grossières,
comme l’interpolation bicubique, présentent de très bons résultats en termes de métrique, alors
qu’elles ont une pauvre apparence visuelle. Des images de bonne apparence visuelle, quant à
elles, obtiennent de mauvais scores selon ces métriques. Par conséquent, Ledig et al. (2017)
propose d’utiliser un « Score d’Opinion », selon une base visuelle, pour juger la qualité des
résultats obtenus.

Dans le cas de la génération d’images synthétiques par GAN, plusieurs métriques ont été
proposées. Salimans et al. (2016) proposent par exemple de caractériser la variété et la vraisem-
blance d’images créées en utilisant les probabilités de distribution d’étiquettes obtenues par un
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réseau tiers entraîné à une tâche de classification sur des données similaires (fourni par la der-
nière couche d’un réseau « Inception V3 » proposé par Szegedy et al., 2015).

De même, Heusel et al. (2018) proposent de mesurer la différence entre les statistiques des
représentations profondes (la moyenne et la covariance) d’une image synthétique, générée par
un GAN, et d’une image réelle. Ces représentations profondes sont également obtenues par un
Inception V3 (l’avant-dernière couche du réseau). Ces auteurs notent que leurs métriques sont
corrélées avec les scores d’opinion d’utilisateurs humains. Cependant, dans ces deux cas, ces
métriques ne renseignent pas sur la comparaison entre une image réelle et une image synthétique.

Afin d’avoir une métrique permettant de comparer les images SR et HR des données de va-
lidation, une approche utilisant un réseau entraîné sur des données similaires est proposée. Elle
consiste à comparer par l’erreur moyenne au carré les cartes d’activations d’une image synthé-
tique et d’une image réelle. Ces cartes d’activations proviennent de la couche d’ASPP du réseau
GSCNN entraîné au chapitre 1.2.2.3. Cela permet d’obtenir un score de validation quantitatif indé-
pendant de l’entraînement.

5.2.2 Modifications du réseau

Afin d’appliquer l’architecture du SRGAN aux données magnétiques aéroportées, des modifi-
cations ont été apportées à l’architecture d’origine. Premièrement, un module d’augmentation des
données à été ajouté à l’entrée du réseau. Comme présenté dans la partie 1.2.2.3, les images sont
augmentées selon des transformations respectant la nature géologique des données. Des effets
de miroirs selon les directions N-S et E-O, des cisaillements, des déformations et des rotations ont
été appliqués de manière aléatoire sur les données d’entrée. Ensuite,l’architecture a été modifiée
afin de prendre en entrée des données magnétiques aéroportées.

5.2.3 Détails de l’entraînement

Afin d’égaliser les différentes composantes de la fonction objective, les poids assignés à ces
dernières sont : 1 pour la moyenne de l’erreur au carré, 2× 10−6 pour la fonction objective percep-
tuelle et 1×10−3 pour la fonction objective antagoniste. Le pas d’apprentissage est initié à 1×10−4
et réduit à 1 × 10−5 à l’époque 1000. Ces valeurs ont été obtenues par tests systématiques. Le
générateur est pré entraîné pendant 50 époques à partir de la fonction objective de la moyenne de
l’erreur au carré.
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5.3 Les données disponibles au Québec

Au Québec, deux compilations des données magnétiques aéroportées sont disponibles : (1)
des données historiques recouvrant l’ensemble du Québec à une résolution de 300 m pour une
hauteur de vol unifiée de 300 m (Montsion et al., 2018; SIGEOM, 2019) ; (2) une compilation des
données obtenues par des compagnies minières et le gouvernement à une résolution de 75 m
pour une hauteur de vol entre 80 et 100 m (Intissar et al., 2014).
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FIGURE 5.4 : données magnétiques aéroportées au 75m disponibles sur la région de Québec, délimitations des
provinces géologiques du Québec (source : SIGEOM, 2019) et emplacement des données de validation utilisées
(rectangle en tirets rouges).

Les données magnétiques de basse résolution couvrent l’ensemble du Québec. En revanche,
les données de plus haute résolution ne sont pas disponibles partout. Les régions où cette se-
conde est disponible sont présentées sur la figure 5.4. Les grandes provinces géologiques y sont
également projetées (SIGEOM, 2019).
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5.3.1 Les données d’entraînement et de validation

Afin d’entraîner le SRGAN, ces données ont été séparées en un jeu de données d’entraînement
et de validation. Comme l’illustre la figure 5.4, le jeu de données d’entraînement comprend une
bande verticale au centre du Québec, recoupant l’ensemble des provinces géologiques majeures.
Le jeu de données d’entraînement est constitué du reste des données.

Afin de comparer les résultats du SRGAN, quatre zones d’étude ont été sélectionnées dans le
jeu de données d’entraînement (1T, 2T, 3T, 4T sur la figure 5.4) et quatre dans le jeu de données
de validation (1V, 2V, 3V, 4V).

Ces zones sont respectivement situées sur les 4 provinces géologiques les plus représentées
au Québec : la province du Supérieur, d’âge Archéen, composée de ceintures de roches volcano-
sédimentaire (1T et 1V) et d’intrusions plutoniques felsiques au nord (3T et 3V ; MERN, 2015) ; la
province du Grenville, datée du Mésoprotérozoïque, composée de gneiss de haut grade métamor-
phique (2T et 2V) et d’intrusions d’anorthosites (Moukhsil et al., 2018) ; la province de Churchill,
datée entre l’Archéen et le Paléo-Proterozoïque, composée de ceintures volcano-sédimentaires
(4T et 4V) ainsi que de roches intrusives felsiques à intermédiaires et de gneiss (MERN, 2021).

5.3.2 Les données de test

Afin de tester les performances du SRGAN, une zone de test, présentée sur la figure 5.5, a été
sélectionnée. Elle se situe en Australie, dans le Craton Archéen de Yilgarn, dans la province géo-
logique de Murchison. Cette région est constituée de ceintures de roches volcano-sédimentaires
constituées majoritairement de roches volcaniques mafiques, ultramafiques, de formations de fer
et d’intrusions felsiques (Cassidy, 2006).

Les données magnétiques aéroportées basse résolution ont été obtenues sur des lignes de vol
espacées de 400 m, à 60 m d’altitude et projetées sur une grille de résolution 80×80 m (Australia,
2004). Les données magnétiques aéroportées haute résolution ont été obtenues sur des lignes de
vol espacées de 100 m à 200 m, à 50 m d’altitude et projetées sur une grille de résolution 20×20
m (MAGSPEC, 2015).

Ces données, situées dans une autre région géographique, permettent alors de vérifier la gé-
néralisation de l’application des SRGAN aux données magnétiques aéroportées.

5.3.3 Normalisation des données

Les données aéromagnétiques disponibles dans le SIGEOM sont des données résiduelles.
Ces données présentent des valeurs extrêmes très éloignées de l’écart type (-5019 à 30595 et
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FIGURE 5.5 : présentation des données utilisées pour tester le SRGAN entraîné sur les données du Québec ; (1)
données aéromagnétiques de haute résolution disponibles sur la zone d’étude, (2) données aéromagnétiques
de basse résolution disponibles sur la zone d’étude, (3) carte géologique simplifiée de la zone d’étude (AGSON,
2022).

écart type de 410 pour les données à 75 m ; -2238 à 18955 et écart type de 351 pour les données
à 300 m). Cependant, le SRGAN prend en entrée des données comprises entre 0 et 1 et produit
en sortie des données comprises entre -1 et 1. Les valeurs extrêmes doivent donc être prises en
charge.

Pour cela, les données sont normalisées par la médiane, c’est-à-dire que la médiane y est
soustraite et le tout est divisé par l’écart type. Ensuite, les données au-dessus et en dessous des
écarts types sont transformées par la fonction arc tangente (f(x) = arctan(x + 1) − 1 pour les
données inférieures à -1 et f(x) = arctan(x − 1) + 1 pour les données supérieures à 1 après
normalisation). Cette transformation est présentée sur la figure 5.6.
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FIGURE 5.6 : fonction de normalisation des données proposée

Ensuite, les données d’entrée BR sont normalisées entre 0 et 1. Les données de sorties SR et
les données HR d’entraînement sont, quant à elles, normalisées entre -1 et 1. Les histogrammes
des données avant transformation (limitées entre -500 et 2000) et après normalisation sont présen-
tés sur la figure 5.7. Les données passées en entrée dans la suite du projet sont toutes normalisées
selon ce principe et la transformation inverse est appliquée aux résultats présentés.
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5.4 Résultats

Plusieurs réseaux ont été entraînés sur le jeu de données d’entraînement du Québec. Afin
de vérifier la convergence et le sur ajustement des réseaux, un score d’opinion a été donné par
l’auteur aux résultats des SR d’un SRGAN (voir annexes A.1 à A.3) et d’un CNN (annexe A.4 à
A.6) entraîné sur les données d’entraînement pour les tuiles de validation 1V, 2V, 3V et 4V toutes
les 100 itérations du réseau. Ce score est présenté sur la figure 5.8.

Ce score a été obtenu en qualifiant pour ces 4 images SR, si elles sont, comparées aux HR, en
moyenne meilleures (+1), pires (-1) ou de qualité similaire (+0) au meilleur résultat obtenu par le
réseau aux itérations précédentes. Il s’agit donc d’un score relatif aux SR produites à la centième
itération (=0), permettant de qualifier la convergence du réseau. Cependant, cette méthode ne
permet pas de comparer la qualité des résultats des réseaux entre eux.

Cette métrique est volontairement simple afin de minimiser la subjectivité de l’auteur. Cepen-
dant, ce score demeure hautement incertain et probablement subjectif. Afin d’obtenir un score
d’opinion plus robuste, il serait souhaitable qu’il soit obtenu par la moyenne de scores proposés
par plusieurs experts du domaine non associés au projet.
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FIGURE 5.8 : courbes de score d’opinion proposées par l’auteur obtenues par le CNN et le SRGAN sur les tuiles
de validation en fonction du nombre d’itérations réalisées sur le jeu de données d’entraînement.

La figure 5.8 montre que la qualité visuelle des CNN ne progresse plus après l’itération 1300.
Celle du SRGAN ne s’améliore plus après l’itération 1000. Une fois ces résultats obtenus, le score
change peu et un plateau est atteint. L’interpolation bicubique (voir figure 5.12.C) semble en re-
vanche de moins bonne qualité que les premiers résultats obtenus par le CNN et le SRGAN à
l’itération 100 (voir annexes A.4 et A.1).

Les métriques SSIM et PSNR ont été calculées pour le CNN et le SRGAN sur le jeu de données
de validation, toutes les 100 itérations réalisées sur le jeu de données d’entraînement. Comme le
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montre la figure 5.9, le CNN a obtenu le meilleurs score SSIM à l’itération 900 (0,615) et le meilleur
score PSNR à l’itération 500 (18,73). Le SRGAN a obtenu le meilleur score SSIM à l’itération 100
(0,607) et le meilleur score PSNR à l’itération 200 (18,26). Ces score ont tendance à réduire lors
de l’entraînement. Les scores obtenus par l’interpolation bicubique sont respectivement de 0.589
SSIM et de 17.7 PSNR.
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FIGURE 5.9 : courbes des métriques de (1) similarité structurelle (SSIM) et du (2) ratio pic signal-sur-bruit (PSNR)
obtenues par le CNN et le SRGAN sur le jeu de données de validation en fonction du nombre d’itérations
réalisées sur le jeu de données d’entraînement.

Les scores SSIM et PSNR de la figure 5.9 ne sont pas corrélés avec les scores d’opinions de
la figure 5.8. Premièrement, l’amélioration visuelle perçue au cours de l’entrainement des réseaux
n’est pas présente sur les courbes des métriques PSNR et SSIM et les itérations ayant obtenues
les meilleurs résultats ne correspondent pas avec celles du score d’opinion.

La métrique utilisant un GSCNN entraîné présentée dans la section 5.2.1 est également cal-
culée toutes les 100 itérations sur les données de validation. La figure 5.10 présente cette évo-
lution pour un générateur entraîné sans composante antagoniste (CNN) et un SRGAN pour un
(1) GSCNN entraîné sur les données magnétiques synthétiques du chapitre 4 et un second (2)
entraîné sur le jeu de données de CityScape (Cordts et al., 2016).

Comme le montre la figure 5.10, la métrique du GSCNN entraîné sur les données magnétiques
indique que les deux réseaux ont convergé jusqu’à atteindre un plateau à partir de l’itération 1000
pour le SRGAN et 1100 pour le CNN. Aucun sur ajustement ne semble observé. Le SRGAN a
obtenu un meilleur score que le CNN (0,78 à l’itération 1900 pour le SRGAN, 1,42 à l’itération 1700
pour le CNN). En comparaison, le score obtenu par une interpolation bicubique est de 2,50, soit
une valeur beaucoup plus élevée. La différence de score obtenue au début des itérations est due
au fait que le SRGAN est pré entraîné pendant 50 itérations sur le jeu de données d’entraînement.
Il est à noter que l’évolution du score d’opinion et de la métrique du GSCNN entraîné sur les
données magnétiques sont relativement similaires.
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La métrique du GSCNN entraîné sur CityScape montre également une certaine convergence.
Cependant, celle-ci est plus chaotique et moins franche. Bien que les meilleurs modèles soient
toujours les modèles 1900 (score = 0,0428) pour le SRGAN et 1700 (0,0452) pour le CNN, les
autres modèles n’ont pas obtenu les mêmes résultats. Le score obtenu par l’interpolation bicubique
est de 0,413, soit meilleur que le CNN et le SRGAN.
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FIGURE 5.10 : courbes de validation obtenues sur le CNN et le SRGAN en fonction du nombre d’itérations
réalisées sur le jeu de données d’entraînement par une métrique (1) d’un GSCNN entraîné sur les données
synthétiques du chapitre 4 et (2) d’un GSCNN entraîné sur le jeu de données Cityscape.

Ces différences sont expliquées par le fait que le GSCNN entraîné sur les données magné-
tiques synthétiques produit des cartes d’activations plus pertinentes pour décomposer une image
de magnétisme aéroporté. De plus, la différence (×20) d’ordre de grandeur des scores obtenus
par les deux GSCNN est expliquée par le fait que les cartes d’activations du GSCNN entraîné
sur les données magnétiques mettent en évidence des variations caractéristiques aux données
magnétiques aéroportées. L’utilisation de cette métrique requiert donc un réseau entraîné sur des
données de même nature.

La figure 5.11 présente les résultats obtenus par une interpolation bicubique (C), un générateur
entraîné sans composante antagoniste (D) et un SRGAN (E) sur les tuiles d’entraînement 1T, 2T,
3T et 4T localisées sur la figure 5.4. Les réseaux ont été entraînés jusqu’à 1900 époques. Les
données de validation ont été utilisées pour visualiser et assigner un score d’opinion aux résultats.

Le CCN (figure 5.11.D) montre, comparativement à une interpolation bicubique (5.11.B), une
meilleure précision de SR, et des anomalies aux bordures plus fines. Le SRGAN présente une SR
de meilleure qualité et un résultat plus réaliste : la délimitation des linéaments est plus précise, les
anomalies mieux mises en évidence et les bordures des anomalies plus fines. Cela est particuliè-
rement visible sur les images 5.11.2T et 5.11.3T contenant un grand nombre de linéaments.

La figure 5.12 présente les résultats de SR obtenus sur des données de validation 1V, 2V, 3V

et 4V. Ils ont été obtenus par les mêmes modèles que les données présentées dans la figure 5.11.
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A. Basse RésolutionB. Haute Résolution C. Bicubic D. CNN E. SRGAN
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FIGURE 5.11 : résultats de super résolution des tuiles d’entraînement 1T, 2T, 3T et 4T (localisées sur la figure 5.4)
; la première colonne correspond à la BR (A), la deuxième à la HR (B), la troisième à une interpolation bicubique
(C), la quatrième au résultat d’un CNN (D), la cinquième au résultat d’un SRGAN (E).

Les observations réalisées sur les SR obtenues sur les données de validation sont similaires à
celles faites sur les données d’entraînement.

Le CCN (figure 5.12.D) montre une SR de meilleure précision que l’interpolation bicubique ;
en comparaison, le SRGAN (5.12.E) propose une meilleure délimitation des linéaments et une
meilleure mise en évidence des anomalies. Ces observations sont similaires à celles réalisées sur
les données d’entraînement.

Comme évoqué dans la section 1.4.1, les géophysiciens et les géologues utilisent des filtres
passe-haut pour mettre en évidence les hautes fréquences des données. La qualité des hautes
fréquences est donc primordiale dans les données de SR. Afin de les mettre en évidence, un
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A. Basse RésolutionB. Haute Résolution C. Bicubic D. CNN E. SRGAN
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FIGURE 5.12 : résultats de super résolution des tuiles de validation 1V, 2V, 3V et 4V (localisées sur la figure 5.4) ;
la première colonne correspond à la BR (A), la deuxième à la HR (B), la troisième à une interpolation bicubique
(C), la quatrième au résultat d’un CNN (D), la cinquième au résultat d’un SRGAN (E).

filtre de gradient (de type « Roberts », voir Roberts, 1963) est appliqué sur la SR obtenue. Cette
nouvelle représentation permet alors de visualiser le contenu haute fréquence.

La figure 5.13 présente les images BR (A), HR (B) et SR obtenues avec le SRGAN (C) des
zones d’entraînement 1T, 2T, 3T et 4T filtrées par le gradient de Roberts. Les SR correspondantes
sont présentées sur la figure 5.11.

Premièrement, un artefact dû à la grille s’observe sur les données (5.13.B). Les limites des
cellules sont visibles et peuvent avoir eu une incidence lors de l’entraînement. Deuxièmement, les
données obtenues avec le SRGAN (5.13.C) montrent des d’artefacts en forme de losange et un
bruit blanc. Malgré ces artéfacts, les anomalies linéaires sont bien mises en valeur, comparées à
la BR.
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FIGURE 5.13 : gradients obtenus par un filtre de Roberts (1963) sur les résultats de super résolution des tuiles
d’entraînement 1T, 2T, 3T et 4T (localisées sur la figure 5.4) ; la première colonne correspond à la BR (A), la
deuxième à la HR (B), la troisième au résultat d’un SRGAN (E).

La figure 5.14 présente les gradients de Roberts obtenus sur les données de validation 1V, 2V,
3V et 4V pour les données BR (A), HR (B) et SR obtenues par le SRGAN (C). Les résultats de
SR filtrés montrent les mêmes caractéristiques pour le jeu de données de validation que pour le
jeu de données d’entraînement. Les anomalies linéaires du SR génèrent des anomalies proches
de celles observables sur la HR. Les gradients des anomalies de SR sont beaucoup plus lisibles
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que celles visibles sur les données de BR. De plus, des anomalies difficilement distinguables dans
les données de BR ont été augmentées et mises en évidence sur les données de SR. Certaines
anomalies observées dans les données de SR ne sont pas distinguables dans les données BR,
mais ont pu être mises en évidence dans les données de SR. Cela est probablement dû à la
capacité des GAN de faire des interpolations entre plusieurs anomalies « ponctuelles » présentes
dans la BR et d’y associer une anomalie linéaire dans la SR.

Afin de tester la transférabilité des modèles entraînés, ils ont été appliqués sur les données
de test présentées dans la section 5.3.2. La figure 5.15 présente les données de magnétique
résiduelle (ligne 1) BR (colonne A), de HR (B) et les résultats obtenus avec le SRGAN (C) ainsi
que les données filtrées correspondantes (ligne 2).

Les résultats de SR obtenus sur les données tests présentent les mêmes caractéristiques que
les résultats obtenus sur les jeux de données d’entraînement et de validation : les anomalies sont
affinées et leurs bordures se distinguent plus facilement. Cette observation est renforcée par les
résultats filtrés (5.15.2) où les données de SR permettent de visualiser des linéaments difficiles à
déceler dans les données de BR disponibles.
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FIGURE 5.14 : gradients obtenus par un filtre de Roberts (1963) sur les résultats de super résolution des tuiles
de validation 1V, 2V, 3V et 4V (localisées sur la figure 5.4) ; la première colonne correspond à la BR (A), la
deuxième à la HR (B), la troisième au résultat d’un SRGAN (E).
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FIGURE 5.15 : résultats obtenus sur les données de test ; la première colonne (A) correspond à la BR, la
deuxième (B) à la HR, la troisième (C) au SRGAN ; la première ligne (1) présente le magnétisme résiduel, la
seconde (2) les gradients obtenus par le filtre de Roberts sur le magnétisme résiduel.
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5.5 Discussion

Les CNN et les GAN ont permis une percée dans le domaine de la SR, où la qualité des
résultats pouvant être obtenus permet de nombreuses possibilités d’applications. Ces résultats
ont pour but de « tromper » l’oeil humain, proposant des textures s’apparentant à des données
réelles (Ledig et al., 2017).

Dans le cas de la SR appliquée aux données magnétiques, l’objectif est plus nuancé. Première-
ment, les anomalies générées par la SR ne doivent pas être fictives. Deuxièmement, ces données
ayant pour finalité d’être fournies à des géologues et des géophysiciens, elles doivent être d’une
qualité suffisante pour pouvoir être inspectées à l’aide de filtres passe-haut, comme des données
réelles.

Les données de SR générées respectent la première problématique. Les anomalies générées
par la SR respectent les formes et les bordures des anomalies de BR, mais sont « raffinées »,
facilitant ainsi leur visualisation. De même, dans le jeu de données de validation, certaines ano-
malies linéaires observables dans la HR mais indiscernables dans la BR ont pu être mises en
évidence par la SR. Il est alors supposé que des traces de ces anomalies étaient présentes ponc-
tuellement et alignées dans les données de BR et que la SR a permis d’interpoler les anomalies
linéaires associées.

Les données de SR présentent néanmoins des artéfacts, particulièrement visibles sur les
hautes fréquences. Ces artefacts sont communs pour les tâches de SR et les couches de sub-
pixel (Sugawara et al., 2019). Cependant, ces derniers sont reconnaissables et peuvent difficile-
ment être confondus avec des anomalies magnétiques mesurées. Au-delà de ces artefacts, les
anomalies de hautes fréquences sont raffinées et plus facilement visualisables avec les données
de SR qu’avec les données de BR, les rendant plus faciles à interpréter pour un géologue. Par la
suite, ces artéfacts peuvent probablement être filtrés par l’ajout de couches de convolutions.

L’utilisation des cartes d’activations du GSCNN afin de calculer une métrique de validation a
également permis de valider la convergence des réseaux d’une manière quantitative. Cette mé-
trique étant corrélée avec le score d’opinion, son fonctionnement est vérifié. Elle peut alors être
utilisée pour quantifier les résultats. De même, la différence des résultats des métriques obtenues
par un réseau entraîné sur des données de même nature et un réseau entraîné sur un autre type
de données démontre l’importance de l’entraînement préliminaire de ces réseaux à des tâches
prenant en entrée des données de même nature.

Pour conclure, bien que non parfaite, l’application des SRGAN à la continuation vers le bas a
permis d’obtenir une meilleure délimitation des anomalies magnétiques. Ils permettent d’obtenir
des résultats mettant en évidence les hautes fréquences dans le signal et facilitant ainsi l’interpré-
tation géologique des données géophysiques aéroportées.
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6 DISCUSSION ET CONCLUSION

6.1 Discussion

Les données géophysiques aéroportées ont un intérêt capital dans l’interprétation de la géolo-
gie. En plus d’être relativement peu dispendieuses et accessibles sur une grande partie du terri-
toire, elles permettent d’obtenir une information quantitative et continue sur la nature des roches du
sous-sol (Murthy, 2007). Par exemple, dans le cas du magnétisme aéroporté, les levés renseignent
sur la distribution spatiale de la susceptibilité, et donc indirectement sur la chimie, l’agencement,
les structures internes, ou encore la profondeur des formations géologiques sous-jacentes (Telford
et al., 1990).

Ces levés géophysiques sont idéaux pour l’application de l’apprentissage automatique car,
premièrement, la nature quantitative de ces données réduit les biais d’interprétation. Même si le
traitement des données implique des choix, ils n’altèrent pas fondamentalement le signal brut.
Deuxièmement, en raison de leur grande densité spatiale, les levés géophysiques peuvent être
interpolés sur des maillages fins et réguliers sans trop lisser le signal brut. En plus d’avoir un
faible biais d’échantillonnage spatial, cette approche permet de projeter les mesures sur des ma-
trices régulières qui peuvent être considérées comme des images par les algorithmes. Ainsi, elles
peuvent être traitées comme tel, par des algorithmes de vision numérique, un des secteurs les
plus performants de l’apprentissage automatique et l’apprentissage profond en particulier (Girasa,
2020).

L’apprentissage automatique appliqué à ces données présente néanmoins des limites. En effet,
si un algorithme utilise un type de données, elle pourra seulement être appliquée là où ces don-
nées sont disponibles. Cela est peu limitant pour les données aéromagnétiques au Québec, mais
est problématique pour des données moins communes, comme les levés électromagnétiques ou
gravimétriques. De même, l’application d’un algorithme utilisant plusieurs types de données sera
limitée aux zones où ces données sont collocalisées. Enfin, certains types de données mettent
en valeur des objets qui ne sont pas de nature géologique, pouvant entraîner des biais dans les
résultats des algorithmes.

Afin d’extraire de l’information des données géophysiques, les géophysiciens utilisent différents
filtres leur permettant d’obtenir de nouvelles représentations mettant en valeur certaines parties
du signal (Milligan et al., 1997). Les algorithmes d’apprentissage automatique de type CNN fonc-
tionnent également selon ce principe : ils sont constitués d’un très grand nombre de filtres, s’ap-
pliquant séquentiellement, optimisés sur un jeu de données d’entraînement et isolant les signaux
d’intérêt composant un signal (Chollet, 2018). Alors que les géophysiciens utilisent au maximum
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une dizaine de filtres usuels, appliqués de manière subjective et pouvant mettre en valeur des arté-
facts, les CNN en génèrent des milliers, optimisés de manière objective sur le jeu d’entraînement.

Ces filtres numériques produisent des cartes d’activation permettant de visualiser les signaux
isolés par le CNN. Comme montré dans le chapitre 3, ces cartes d’activation permettent d’obtenir
de nouvelles représentations pertinentes des données d’entrées. Bien que les cartes d’activation
générées soient trop nombreuses pour être appréhendées par un être humain, elles peuvent être
utilisées par d’autres algorithmes d’apprentissage automatiques superficiels, qui, contrairement
aux CNN, ne nécessitent pas un jeu de données d’entraînement de très grande taille souvent indis-
ponible. Il est cependant difficile de mesurer la pertinence géologique de ces cartes d’activations,
d’autant plus que, d’un entraînement à l’autre, un algorithme génèrera des cartes d’activations
différentes.

Afin de fournir une interprétation des données géophysiques aéroportées au géologue et de
contrôler la convergence d’un CNN, une approche supervisée a été menée. En effet, cette ap-
proche, où des étiquettes d’entraînement sont fournies, est celle ayant présenté les meilleurs ré-
sultats dans l’application des CNN (Goodfellow et al., 2016).

Cependant, cette approche nécessite un très grand nombre de données et d’étiquettes d’en-
traînement précises (Chollet, 2018). Or, de telles étiquettes associées aux levés géophysiques
aéroportés sont rares en géosciences. En effet, les étiquettes disponibles sont majoritairement
des cartographies de la géologie surface. Or, ces cartes sont des interprétations, sont qualitatives
et sont rarement à la même résolution que les données géophysiques. De même, elles sont une
interprétation des roches de surface et non des anomalies géophysiques.

Afin de contourner ces limites, des données synthétiques ont été générées à partir d’un mo-
dèle géologique et pétrophysique 3D et d’un processus d’augmentation des données géostatis-
tique (voir chapitre 4), où la réponse magnétique aéroportée et la cartographie de surface sont
contrôlées par un même modèle. Ces données synthétiques ont permis d’entraîner un algorithme
de segmentation pour l’appliquer par la suite sur des données réelles.

Une fois entraîné, le CNN a obtenu des scores élevés pour les segmentations des données
synthétiques de test et de validation. En revanche, les segmentations obtenues sur des données
réelles provenant d’autres zones ont seulement présenté de bons résultats sur la détection des
anomalies linéaires (« dykes » ) dans des contextes géologiques relativement similaires. Les
autres classes n’ont pas présenté une bonne qualité de segmentation.

Cela peut s’expliquer par le fait que le jeu de données synthétiques contient un grand nombre
d’anomalies linéaires différentes, mais une faible variété d’anomalies de type « pluton ». Pour
ces dernières, le CNN s’est sur ajusté sur les signatures caractéristiques des plutons de la zone
d’étude. Il est alors peu généralisable pour cette tâche.

Par conséquent, il est possible d’en déduire que les classes cherchées doivent correspondre
à des objets présentant une forte variance dans le jeu de données d’entraînement et pouvant être

116



retrouvées dans des zones où le modèle sera inféré. De même, on peut déduire qu’il y a une limite
à l’inférence des CNN entraînés sur des données aéromagnétiques d’un contexte géologique à un
autre.

De plus, la convergence du CNN a été rendue possible par la création de nouvelles classes
pétrophysiques obtenues par le rassemblement de certaines lithologies en fonction de la similarité
de leur signature magnétique. Néanmoins, la sur simplification des classes peut conduire à un
résultat trivial. Il est donc préférable que le jeu de données d’entraînement soit directement une
segmentation des anomalies magnétiques classées selon leurs caractéristiques.

La création d’un tel jeu de données serait idéale mais demande un travail considérable en
amont. Afin d’éviter une telle tâche, d’autres approches sont envisageables : des approches semi-
supervisées, capables de s’entraîner sur des étiquettes de mauvaise qualité (Xie et al., 2020)
; ou sur des annotations partielles, comme des points (McEver et al., 2020). Une approche de
segmentation par instance, comme proposée dans le chapitre 4, où l’objectif est de séparer les
objets composant une scène, est également pertinente.

En effet, le module de regroupement proposé dans ce chapitre (voir section 4.3.2) a rendu une
telle segmentation possible. Elle peut alors être obtenue aisément grâce à un CNN déjà entraîné
sur une problématique similaire. Cette approche a produit des résultats précis et utilisables sur
d’autres zones d’étude, même sur des zones présentant un contexte géologique différent. Une
fois les différentes anomalies segmentées, elles peuvent ensuite être classées par un expert du
domaine ou selon leurs caractéristiques.

Si une approche supervisée est préférée, l’objectif de la segmentation doit donc être choisi en
fonction de la relation physique entre les données d’entrée et les étiquettes d’entraînement, au-
delà de leur nature géologique. Premièrement, des données et des étiquettes d’entraînement de
qualité doivent être disponibles. Deuxièmement, la tâche d’interprétation doit être généralisable à
une zone suffisamment grande, permettant la convergence et la généralisation d’un CNN sur un
jeu de données conséquent. En revanche, si l’objectif est limité à des objets rares, situés dans une
zone restreinte, alors l’entraînement sera laborieux, conduira à un sur ajustement, et l’intérêt de
l’inférence de l’algorithme sera limité.

Utiliser un CNN supervisé pour l’interprétation des données aéromagnétiques présente donc
des limites. Les géologues ont une meilleure capacité d’interprétation car ils sont capables de
faire un lien entre leur expérience et leur compréhension géologique du terrain et les données
géophysiques qu’ils étudient, bien qu’ils puissent être subjectifs. En revanche, un CNN, utilisera
seulement les données à sa disposition. Il est donc nécessaire que les stratégies d’entraînement
et les objectifs des algorithmes d’apprentissage automatique appliqués aux géosciences soient
pensés en amont pour servir les géologues afin d’accomplir des tâches ciblées.

Afin d’aider les géologues dans leurs interprétations, l’application des CNN supervisés aux
données aéromagnétiques nécessite donc une tâche généralisable et un grand jeu de données
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d’entraînement. Le traitement et la mise en valeur des données aéromagnétiques répondent à
ces deux critères. Dans le chapitre 5, un GAN, proposant un entraînement antagoniste de deux
CNN, a été utilisé pour de la Super Résolution de données magnétiques aéroportées. Cette tâche
s’apparente à une continuation vers le bas des données aéromagnétiques.

Cet algorithme a permis d’obtenir des résultats de continuation vers le bas réalistes. Ces résul-
tats permettent d’obtenir de nouvelles données de haute résolution utilisables pour l’interprétation
des données aéromagnétiques aéroportées. Les linéaments sont en particulier bien mis en évi-
dence et permettent une interprétation plus précise des données de basse résolution.

De plus, l’utilisation du GSCNN pour calculer une métrique de validation a permis de quantifier
la qualité des résultats obtenus. Cette utilisation d’un réseau tiers entraîné sur une tâche simi-
laire à des fins de métrique permet d’obtenir une quantification des résultats de validation qui se
rapproche d’une note d’opinion visuel.

L’application du SRGAN aux données magnétiques illustre le potentiel des CNN dans le trai-
tement et la mise en valeur des données géophysiques aéroportées historiques. En effet, les
algorithmes de CNN permettent des transformations d’images complexes qui ne pourraient pas
être obtenues avec des filtres usuels et impossibles il y a quelques années.

D’une manière générale, cette grande capacité de transformation des données d’entrée est
l’atout des CNN sur les autres méthodes et sur les traitements classiques des données. Au-delà
d’un traitement séquentiel des données par des couches de convolution successives, l’architecture
des CNN a un impact important et doit être pensée en fonction de la tâche à accomplir et de la
nature des données utilisées. Par exemple, l’utilisation de GCL dans le chapitre 4 s’est montrée
pertinente car les hautes fréquences des données aéromagnétiques sont associées aux objets de
surface, et le but de la cartographie prédictive est de détecter ces derniers. Ces relations doivent
être pensées en amont et guider la conception ou le choix des architectures à utiliser, d’autant plus
que si certains choix peuvent s’avérer bénéfiques, d’autres peuvent être contre-productifs.

6.2 Proposition de travaux futurs

Cette section propose différents axes d’amélioration et de développement des projets de cette
thèse.

Dans la littérature, les auteurs utilisent les auto-encodeurs pour compresser la donnée dans
une représentation latente, permettant ainsi d’y appliquer différentes opérations. Cependant, dans
le cadre de l’isolation des signaux composant un signal géophysique, l’objectif est non pas de
compresser ce signal mais de le « décompresser » en plusieurs représentations, chacune isolant
une partie caractéristique du signal. Un auto-encodeur intégrant une couche centrale décompo-
sant le signal d’entrée en plusieurs représentations, et contrainte par une fonction objective non
supervisée, est alors préconisé.
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Cette décompression peut également être réalisée en utilisant en entrée différents types de
données géophysiques aéroportées. Des représentations latentes composites de ces données
permettraient de mettre en exergue des structures géologiques communes au sein de ces jeux de
données, et d’obtenir de nouvelles représentations d’intérêt des données.

La méthode d’augmentation des données géostatistique permet de créer des jeux de données
synthétiques ou les relations entre les données d’entrée et les étiquettes sont contrôlées. L’ap-
plication de ce processus à d’autres modèles géologiques numériques 3D permettrait de créer
de grands jeux de données synthétiques afin d’entraîner des algorithmes dans d’autres contextes
géologiques ou de généraliser leurs applications. Cela permettrait d’obtenir une grande biblio-
thèque de jeux de données synthétiques et de modèles pré entraînés sur ces dernières pouvant
être utilisés à différentes fins.

L’utilisation de ces jeux de données à la prédiction d’objets plus spécifiques, comme c’est le
cas pour les anomalies linéaires dans notre projet, est également préconisée. Ces algorithmes
spécialisés permettraient d’isoler un grand nombre d’objets similaires à l’échelle régionale, qui
pourraient par la suite être classés selon leurs caractéristiques, et apporteraient une réelle plus-
value à la cartographie.

L’utilisation de ces algorithmes pour raffiner les cartographies existantes et les faire coïncider
avec les signatures géophysiques peut aussi être envisagée, en utilisation par exemple des al-
gorithmes d’étudiant bruyant (« Noisy-Student » ; Xie et al., 2020) et/ou de l’apprentissage par
transfert (Goodfellow et al., 2016).

L’application des CNN à la cartographie géologique prédictive peut également être développée
selon d’autres axes. L’intégration de ces algorithmes comme méthode d’interpolation permettrait la
cartographie prédictive de domaines géologiques spécifiques, dans des régions ciblées, comme
c’est le cas dans la littérature existante. Par ailleurs, appliquer ces algorithmes à d’autres types de
prédiction que de la cartographie prédictive est également envisageable.

Enfin, les algorithmes de SR peuvent être appliqués à d’autres types de données géophy-
siques. De même, remplacer le réseau VGG par un CNN supervisé ou un auto-encodeur entraîné
sur des données géophysiques aéroportées permettrait probablement d’améliorer l’apparence vi-
suelle des données SR produites.

6.3 Conclusion

Les données géophysiques aéroportées, en plus de présenter une source de données fiables,
continue et relativement peu dispendieuse, recèlent des informations géologiques d’intérêt. Cette
information est souvent sous-exploitée, et sa mise en valeur permettrait de faciliter l’interprétation
géologique de zones difficiles d’accès.
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Les algorithmes d’apprentissage automatique offrent de nombreux outils pour analyser ces
données, les comprendre, les interpréter, les utiliser à des fins prédictives, ou les mettre en valeur.
Cette technologie mature requiert peu de moyens, si ce n’est la disponibilité d’importants jeux de
données et de la puissance de calcul. Le monde des géosciences compilant des données depuis
plus d’un siècle, la convergence de ces deux domaines est prometteuse.

En particulier, les réseaux de neurones convolutifs, qui génèrent leurs propres filtres de trans-
formation du signal, peuvent extraire l’information des données géophysiques. Une fois extraites,
ces informations peuvent être utilisées à des fins interprétatives ou prédictives. Bien que, pour un
humain, il soit difficile de comprendre le processus d’optimisation et de vérifier la pertinence géo-
logique de ces filtres, leur utilisation par des algorithmes capables d’appréhender des données de
très haute dimension rend leur application possible.

L’interprétation des données géophysiques aéroportées consiste en effet à en extraire de l’in-
formation afin d’émettre une prédiction géologique. À cette fin, les géologues utilisent différents
outils de traitement des données, leur expertise et leur compréhension géologiques du terrain. Les
algorithmes d’apprentissage profond, quant à eux, utilisent un ensemble de filtres de convolutions
adaptatifs et d’opérations non linéaires. Alors que les algorithmes vont exceller dans le traitement
du signal, ils vont souffrir la comparaison en termes de transfert d’expérience et de compréhension
géologique avec le géologue. Par conséquent, la compréhension géologique et le transfert d’ex-
périence doivent être pensés en amont de l’utilisation des algorithmes d’apprentissage profond.

Intégrer l’expertise géologique à l’utilisation des algorithmes passe par une définition des ob-
jectifs en amont, une réflexion sur la pertinence de ces derniers et sur leur potentiel de générali-
sation. Les réseaux de neurones convolutifs supervisés ont en effet un potentiel d’application sur
les tâches induisant une grande généralisation dans de nombreux domaines géologiques. Leur
capacité d’analyse du signal peut être utilisée pour des tâches d’interprétation de région précise,
en les couplant à d’autres algorithmes, mais l’intelligibilité de leur processus de décomposition du
signal peut néanmoins être une limite.

La compréhension des données d’origine et des phénomènes mis en valeur doit être éga-
lement intégrée dans les projets. Elle doit avant tout permettre de définir un objectif pertinent.
De même, les bases de données d’entraînement doivent être pensées en conséquence. Enfin,
cette compréhension doit entrer en compte dans le choix de l’architecture du réseau de neurones
convolutifs à utiliser.

L’entraînement des algorithmes est un point crucial dans leur application. Le degré de colo-
calisation des données d’entraînement, de validation et de test va induire un sur ajustement des
algorithmes lors de l’entraînement. Le degré de sur ajustement peut néanmoins être appréhendé,
et les algorithmes d’apprentissage automatique supervisés peuvent ainsi être compris entre deux
pôles d’application : l’interpolation et la prédiction. Si l’objectif de l’algorithme est bien défini et que
l’effet du surajustement est connu, ces deux applications peuvent coexister et leurs produits être
pertinents.
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Dans ce projet de thèse, des solutions sont apportées pour entraîner ces algorithmes. Utili-
ser des auto-encodeurs permet en effet d’obtenir de nouvelles représentations de la donnée en
entrée, pouvant alors être utilisées à des fins prédictives et interprétatives. De même, l’augmen-
tation des données permet de créer des jeux de données conséquents pouvant être utilisés pour
l’entraînement des algorithmes.

Ces projets ont permis la production de nouvelles représentations des données géophysiques,
l’application d’algorithmes prédictifs utilisant cette technologie à des échelles locales, la production
de cartographies prédictives préliminaires et un cadre à l’application de ces algorithmes aux don-
nées géophysiques aéroportées. Les bases de données produites ainsi que certaines méthodes
proposées ont été utilisées dans d’autres projets, et un des algorithmes développé durant la thèse
est déjà utilisé par des équipes du MERN déployées sur le terrain à l’été 2022.

De même, les CNN permettent de très nombreux traitements des données géophysiques, en-
core impensables il y a quelques années, de par la complexité des opérations qu’ils sont capables
de réaliser. Ces traitements permettraient une mise en valeur des données géophysiques aéro-
portées et donc une utilisation plus étendue de ces dernières.

Ainsi, coupler une compréhension des problématiques et des subtilités du domaine des géos-
ciences avec une utilisation réfléchie des algorithmes d’apprentissages automatiques a permis,
et permettrait, de nombreuses avancées dans le domaine, apportant des nouveaux outils pour
répondre à une partie des problématiques actuelles de l’exploration minière.
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6.4 Accessibilité des codes

La majorité des données utilisées dans la thèse est disponible gratuitement, en ligne, sur le
site internet du SIGEOM (https://sigeom.mines.gouv.qc.ca/).

Le processus d’augmentation des données a été réalisé sur le logiciel SKUA-GOCADTM

Les codes de la thèse sont disponibles sur GitHub (https://github.com/MatthieuCed)

Ou au code QR ci-dessous :
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FIGURE A.1 : résultats de super résolution des tuiles de validation 1V, 2V, 3V et 4V du SRGAN toutes les 100
itérations de l’itération 100 à l’itération 800 et score d’opinion relatif donné par l’auteur.
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FIGURE A.2 : résultats de super résolution des tuiles de validation 1V, 2V, 3V et 4V du SRGAN toutes les 100
itérations de l’itération 900 à l’itération 1600 et score d’opinion relatif donné par l’auteur.
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FIGURE A.3 : résultats de super résolution des tuiles de validation 1V, 2V, 3V et 4V du SRGAN toutes les 100
itérations de l’itération 1700 à l’itération 1900 et score d’opinion relatif donné par l’auteur.
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FIGURE A.4 : résultats de super résolution des tuiles de validation 1V, 2V, 3V et 4V du CNN toutes les 100
itérations de l’itération 100 à l’itération 800 et score d’opinion relatif donné par l’auteur.
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FIGURE A.5 : résultats de super résolution des tuiles de validation 1V, 2V, 3V et 4V du CNN toutes les 100
itérations de l’itération 900 à l’itération 1600 et score d’opinion relatif donné par l’auteur.
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FIGURE A.6 : résultats de super résolution des tuiles de validation 1V, 2V, 3V et 4V du CNN toutes les 100
itérations de l’itération 1700 à l’itération 1900 et score d’opinion relatif donné par l’auteur.
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